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RESUMEN

Las instituciones educativas implementan metodologias, mejores practicas, entre otras
actividades para mejorar la calidad de la ensefanza, su efecto usualmente se analiza
utilizando indicadores estadisticos simples basados en informacién referente al
rendimiento académico de los estudiantes que esta compuesta por una gran cantidad de
datos. El presente trabajo aprovecha esta informacion para analizar el rendimiento
mediante modelos de series temporales y redes neuronales, proyectando su
comportamiento y proveyendo a los directivos una herramienta para la toma de

decisiones.

La informacion que se utilizd en este trabajo pasd por un proceso de extraccion,
depuracion y transformacion previo al entrenamiento del modelo desarrollado. Este
modelo se utilizé en la implementacion de una API que sirvié para la elaboracién del front

end en la forma de una aplicacién web.

Luego de entrenar el modelo por 32 épocas se obtuvo una exactitud del 84.01% y una
pérdida del 41.94% durante el entrenamiento, y una exactitud del 91.17% y una pérdida
del 28% en la validacion, valores aceptables frente al 90% mencionado en el estado del

arte.

En conclusién, es factible utilizar la informacién del rendimiento académico de los
estudiantes para elaborar modelos basados en series de tiempo y redes neuronales que
permitan lograr los objetivos planteados con una exactitud aceptable, sin embargo, el
hardware y software necesarios dificultan su implementacion en las unidades educativas,

generando una oportunidad para su provision como una herramienta de tipo SaaS.

Palabras Clave: Rendimiento estudiantil, series de tiempo, redes neuronales, educacion

secundaria.



ABSTRACT

Educational institutions implement methodologies, best practices, among other activities
to improve the quality of teaching, its effect is usually analyzed using simple statistical
indicators based on student’s academic performance information composed of a large
amount of data. The present work takes advantage of this information to analyze the
performance through time series and neural networks models, forecasting its behavior

and providing managers with a decision-making tool.

The information used in this work went through a process of extraction, cleaning, and
transformation prior to training the developed model. This model was used in the

implementation of an API that was used by develop a web application as front end.

After training the model during 32 epochs, an accuracy of 84.01% and a loss of 41.94%
were obtained during training, and an accuracy of 91.17% and a loss of 28% in validation,

acceptable values if they are compared to the 90% mentioned in the state of the art.

In conclusion, we can use the student's academic performance information to develop
models based on time series and neural networks that allow to achieve the objectives set
in this work with an acceptable accuracy, however, the necessary hardware and software
make it difficult to implement them into academic institutions, generating an opportunity

for its provision as a SaaS-type product.

Keywords: Student performance, time series, neural networks, secondary education.
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CAPITULO 1

INTRODUCCION

Descripcion del problema

Uno de los objetivos primordiales de las instituciones educativas es la busqueda de
la excelencia, para ello las entidades implementan metodologias, mejores
practicas, estandares, entre otras medidas que van orientadas a mejorar dia a dia
la calidad de la ensefianza. Lo ideal en este caso seria el analisis oportuno de los
efectos que las acciones antes descritas tienen en el proceso de
ensefanza/aprendizaje (PEA), sin embargo, a pesar de que se cuenta con
informacion histérica con un nivel de detalle considerable; el volumen y complejidad
de esta, hacen que el analisis de los resultados se realice de una manera somera
y, en la mayoria de los casos, una vez que se ha terminado el ciclo académico, lo
que dificulta tomar medidas oportunas para mejorar el desempefio académico de

los estudiantes.

Por otra parte, como consecuencia de las limitaciones propias del analisis realizado,
el cual se basa por lo general en indicadores estadisticos basicos, es muy comun
que la mayoria de las acciones que se toman sean de indole grupal, haciendo que
el tratamiento individual de la problematica de cada estudiante sea minimo y en

algunos casos nulo.
Justificacion del problema

Las primeras etapas de la vida de una persona son criticas para desarrollar y
cimentar su pensamiento y las habilidades relacionadas al proceso de aprendizaje,
por esta razoén es comun que las instituciones educativas, en coordinacién con los
entes rectores de la educacion, investiguen e implementen metodologias que
aprovechen estas primeras etapas. Uno de los resultados de esta implementacion
es la gran cantidad de datos que se generan dia a dia. Lamentablemente, estos
datos en la mayoria de los casos son subutilizados, extrayendo de ellos indicadores
estadisticos basicos con el animo de obtener informacion para la toma de
decisiones. Esta practica se ha mantenido casi inalterable desde que se llevan

registros de las calificaciones obtenidas por los estudiantes. Con la incorporacion
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1.4

al proceso de herramientas informaticas, tales como sistemas y bases de datos, se
ha agilitado y mejorado la calidad de la informacidon estadistica obtenida, sin
embargo la cantidad y tipo de ésta se mantiene, a pesar de que el volumen y
variedad de la informacién existente hace posible el uso de herramientas
relacionadas a la inteligencia artificial para extraer mas informacion de utilidad, e
incluso modelar el comportamiento de los estudiantes para con ello realizar

prondsticos que permitan la toma de decisiones oportunas e informadas.
Solucién Propuesta

Para solucionar la problematica planteada podemos utilizar técnicas estadisticas y
de inteligencia artificial para generar perfiles de los principales involucrados en el
proceso de ensefianza/aprendizaje (docentes y estudiantes) con la finalidad de
modelar su comportamiento y con ello predecir su estado al final del periodo
académico. Estos perfiles procesados dentro de una herramienta que facilite a los
directivos identificar los casos que presenten mayor riesgo académico, facilitara la
toma oportuna de decisiones para velar por una mejora continua en el desempefo

académico de los estudiantes y docentes.

Objetivos

1.4.1 Objetivo general

Crear una aplicacion usando modelos de series temporales y redes neuronales
para analizar y proyectar la evoluciéon educativa de estudiantes de educacién

secundaria.

1.4.2 Objetivos especificos

1. Aplicar técnicas estadisticas para extraer atributos y valores que reflejen
significativamente la evolucién académica y cognitiva de los estudiantes en el
tiempo.

2. Desarrollar un modelo basado en técnicas de redes neuronales y series
temporales que utilicen los atributos del estudiante y del docente para predecir

el estado académico y cognitivo del estudiante.



3. Compilar los datos estadisticos y el modelo de inteligencia artificial en una
herramienta de software que permita a los directivos la toma de decisiones

oportunas en el proceso de ensefianza/aprendizaje de su institucion.
1.5 Metodologia

Por acuerdo con la entidad que nos provee la informacion todos los datos seran
anonimizados, por lo que previo al proceso se realizara una ofuscacién de la
informacion sensible de estudiantes y docentes, también a la institucion la
referenciaremos con el término de “Unidad Educativa” en toda la documentacion

publica de este trabajo.

La informacion que utilizaremos se limita a un grupo de 20 estudiantes que en el
2021 cursan el segundo afo de bachillerato general unificado. Todos los
estudiantes pertenecen al mismo paralelo y en algunos casos cuentan con un
historial académico en la misma instituciéon desde el 2017. No se utiliza informacion
de periodos anteriores al 2017 porque ésta no se encuentra en una base de datos

informatica.

Es importante considerar que existen multiples factores que influyen en mayor o
menor medida en el rendimiento académico de lo estudiantes, por lo que es
importante determinar su importancia antes de modelar su comportamiento, en esto
nos ayuda el trabajo de Arteaga e l|barra (Arteaga & lIbarra, 2020), quienes
identifican en los primeros lugares de importancia a los factores de: Ambiente de
aprendizaje en el Aula, Curriculo institucional, Preparacion Profesional del
Profesor, Papel de la Comunidad Local y Papel de las Politicas Educativas
Nacionales. Para este trabajo estamos considerando el valor del Comportamiento
como un indicador indirecto del “Ambiente de aprendizaje en el Aula”, mientras que
la “Preparacion Profesional del Profesor” la estamos parametrizando como el
rendimiento promedio de los estudiantes a quienes el docente ha dictado catedra.
La medicién del Curriculo Institucional, el Papel de la Comunidad Local y el Papel
de las Politicas Educativas Nacionales, estan fuera del alcance del presente

trabajo.



La informaciéon que se utilizara proviene principalmente de las calificaciones
obtenidas por los estudiantes durante los periodos antes mencionados, sin
embargo, se analizara también la significancia de otros parametros como la
conducta del estudiante, su género, edad y demas parametros demograficos con la
intencion de determinar si influyen en las calificaciones y de ser asi, se incluiran
también como parametros del modelo a entrenar. En el caso de los Docentes, se
analizaran los promedios que obtuvieron los estudiantes en las materias dictadas
por ellos en los diferentes cursos con la finalidad de tener un parametro que mida
su pedagogia, al igual que con los estudiantes, en el caso de los docentes se
analizara también la incidencia de sus atributos demograficos para determinar si
existe una relacién significativa con los promedios obtenidos por los estudiantes en
sus asignaturas. En lo que respecta a la asignatura, se consideraran los promedios
obtenidos por los estudiantes en la misma asignatura a lo largo del tiempo, con la
finalidad de tener un indicador de su dificultad. Por ultimo, se analizara también la
informacion del curso al que pertenece el estudiante con la finalidad de determinar
si existe una relacion entre los promedios obtenidos por todo el curso con los
promedios obtenidos por un estudiante integrante del mismo; los promedios a
analizar, en este caso, incluyen el promedio del rendimiento académico y el de su

comportamiento.

Informacién del Estudiante

Informacién del Docente

/'

Informacién de la asignatura

Informacién del curso

Figura 1.1 Grupos de informacién a ingresar al modelo.

En lo que respecta a la ejecucion, el presente trabajo lo realizaremos en dos etapas:

en la primera se utilizaran técnicas de analisis exploratorio de datos para la
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preparacion y limpieza de la informacion previo a la extraccién de variables

significativas.

Figura 1.2 Metodologia para la extraccion de variables significativas a utilizar en el

modelo.

En la segunda etapa, utilizaremos estas variables significativas para disefar y
entrenar un modelo basado en redes neuronales que, mediante el aprendizaje
automatico, permita predecir las calificaciones de un estudiante. El uso de redes
neuronales con este propaosito no esta muy difundido, debido a que la problematica
de prediccidn académica, por su caracter temporal, por lo general se lo trata
utilizando técnicas de regresion lineal, modelos probabilisticos o arboles de
decision (Hellas et al., 2018), sin embargo existen ya investigaciones que utilizan
redes neuronales para la prediccion del rendimiento académico, como es el caso
del trabajo de lyanda, A. R., Ninan, O. D., Ajayi, A. O., & Anyabolu, O. G. (lyanda
et al., 2018), en donde se hace una comparacion del uso de dos tipos de redes
neuronales con este fin: Multilayer Perceptron (MLP) y Generalized Regression
Neural Network (GRNN), llegando a la conclusion de que el uso de redes
neuronales para predecir el rendimiento académico de los estudiantes es
completamente viable y ademas tiene un alto nivel de exactitud. Esta también el
trabajo de Lau, Sun y Yang ( Lau et al., 2019) quienes disefiaron una red neuronal
que, con 11 variables de entrada, 2 capas ocultas y una capa de salida, logran una
exactitud de prediccion del 84,8%. Debemos considerar también la investigacion
realizada por Tsiakmaki, Kostopoulos, Kotsiantis y Ragos (Tsiakmaki, M.,
Kostopoulos et al., 2020), quienes estudiaron la efectividad de transferir el
aprendizaje obtenido en redes neuronales profundas a modelos de prediccion

académica, y demostraron que se logra un nivel aceptable de precision siempre



1.6

que la red neuronal profunda haya sido entrenada con datos de estudiantes que

han asistido a cursos similares.

Una vez construido el modelo se definira un proceso que permita mantenerlo en
constante entrenamiento, utilizando para ello el contraste entre las calificaciones
predichas y las realmente obtenidas por los estudiantes en las diversas actividades

planificadas.

Modelo de
Prediccion

Ajuste del

Modelo Predicciones

L

Determinacion
del error

Figura 1.3 Metodologia para la mejora continua del modelo.

Para la elaboracion de la herramienta de software se utilizara una arquitectura

basada en microservicios con una aplicacion web que los consuma.
Resultados Esperados

El proyecto generara datos estadisticos de las variables mas significativas
relacionadas a las calificaciones obtenidas por los estudiantes. También se
entrenarda un modelo que permita predecir las calificaciones que obtendra un
estudiante para luego utilizarlo en la proyeccion de su desempefio académico a
futuro. El modelo estara en constante evolucion debido a que se implementara un

proceso de entrenamiento automatico que se ejecutara recurrentemente.
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Las proyecciones y la evolucion histoérica se presentaran en una herramienta de
software que permitira a los directivos tomar decisiones oportunas y asi mejorar el
rendimiento académico de sus estudiantes. Los resultados se segmentaran por
cada uno de ellos debido a que se propone realizar un seguimiento individual de su
desempeno académico, para posibilitar la toma de decisiones aplicables de manera

personalizada.

1.7 Dataset
Para el proyecto se utilizaran los datos de 20 estudiantes de segundo afo de
bachillerato general unificado que estudian en una Unidad Educativa privada.
Todos los estudiantes pertenecen al mismo paralelo y algunos de ellos cuentan con
un historial de calificaciones en la institucion desde el 2017. Los datos seran
generados en formato CSV para ser cargados al modelo. El dataset se compone
principalmente de las calificaciones obtenidas por los estudiantes a lo largo del
tiempo en las diferentes actividades académicas realizadas por ellos durante su
vida estudiantil. Los atributos con que cuenta el dataset son los siguientes:
Tabla 1.1 Atributos del dataset.
Atributo Descripcion
id_estudiante Numero identificador del estudiante. Por anonimizacion, este
numero es secuencial y no corresponde a ninguna
identificacién personal.
id_docente Numero identificador del docente. Por anonimizacioén, este
numero es secuencial y no corresponde a ninguna
identificacién personal.
calificacion Calificacion obtenida por el estudiante. Los valores fluctuan
entre 0 como la minima calificaciéon y 10 como la maxima.
nivel Nivel de estudio en el que el estudiante obtuvo la calificacion.
Los niveles se muestran en la Tabla 1.2, niveles de estudio.
area Area de estudio en la que se obtuvo la calificacion. Los
cédigos se muestran en la Tabla 1.3, codigos de area de
estudio.
grado Grado en el que el estudiante obtuvo la calificacion. Los
grados se muestran en la Tabla 1.4, grados de estudio.
tipo_actividad Cadigo del tipo de actividad en la que el estudiante obtuvo la
calificaciéon. Los cédigos se muestran en la Tabla 1.5, codigos
de tipo de actividad.
fecha_recepcion Fecha de la actividad en el formato afio-mes-dia.




edad_estudiante

Edad, en afios, del estudiante a la fecha en que obtuvo la
calificacién. Los valores esperados para esta columna van
desde 5 anos que es la edad en que los estudiantes ingresan
al nivel inicial y 78 que corresponde a la esperanza de vida
estimada en la provincia de Santa Elena para el 2020 (Instituto
Nacional De Estadistica Y Censos, 2013).

genero_estudiante

Género del estudiante. Los codigos de género se muestran en
la Tabla 1.6.

edad_docente

Edad, en afios, del docente a la fecha en que asigno la
calificacién al estudiante. Los valores esperados van desde 18
afos que es la edad limite para la mayoria de edad en
Ecuador y 78 que corresponde a la esperanza de vida
estimada en la provincia de Santa Elena para el 2020 (Instituto
Nacional De Estadistica Y Censos, 2013).

genero_docente

Género del docente. Los codigos de género se muestran en la
Tabla 1.6.

comportamiento_estudiante

Calificacion del comportamiento obtenida por el estudiante en
el periodo en una escala del 0 a 1, donde 0 es la peor
calificacién y 1 la mejor.

comportamiento_curso

Calificacion del comportamiento obtenida por el curso donde
estuvo el estudiante en el periodo. El valor es un promedio de
la calificacién del comportamiento de los estudiantes
integrantes del curso, su escala es del 0 al 1, donde O es la
peor calificacién y 1 la mejor.

dias_entre_actividades

Dias transcurridos entre las actividades calificadas,
independientemente del tipo de actividad. Los valores
esperados van desde 0 hasta 365.

dias_entre_actividades_mismo_tipo

Dias transcurridos entre actividades calificadas del mismo tipo.
Los valores esperados van desde 0 hasta 365.

Tabla 1.2 Niveles de estudio.

Cédigo Descripcion
0 Inicial
1 Preparatoria
2 Educacion basica elemental
3 Educacion basica media
4 Educacion basica superior
5 Bachillerato

Tabla 1.3 Cédigos de area de estudio.

Cédigo

Descripcion

CN

Ciencias naturales




CS Ciencias sociales
ECA Educacion cultural y artistica
EF Educacion fisica
ID Interdisciplinar
LE Lengua extranjera
LL Lengua y Literatura
MAT Mateméticas

Tabla 1.4 Cédigos de grado de estudio.

Cédigo Descripcion
0 Inicial
1 Primer grado
2 Segundo grado
3 Tercer grado
4 Cuarto grado
5 Quinto grado
6 Sexto grado
7 Séptimo grado
8 Octavo grado
9 Noveno grado
10 Décimo grado
11 Primero afio de bachillerato
12 Segundo afio de bachillerato
13 Tercer afo de bachillerato

Tabla 1.5 Cédigos de tipo de actividad.

Cdédigo Descripcion
AGC Actividades grupales en clase.
AIC Actividades individuales en clases.
EVAL Evaluaciones parciales.

EXA Examen Quimestral.

EXGRA Examen de gracia.

EXREM Examen remedial.

EXSUP Examen supletorio.

LEC Lecciones.

TAI Trabajos académicos independientes.




TUTORIA | Tutorias académicas.

Tabla 1.6 Cédigos de géneros.

Cédigo | Género

F Femenino
M Masculino

La cantidad de registros con que se realizd el presente trabajo es 871,025 y
corresponden a los periodos desde abril de 2017 hasta septiembre de 2021. Esta
cantidad se incrementa mensualmente a una razén de aproximadamente 20,000
registros durante los ciclos educativos que duran por lo general 10 meses de

estudio con 2 de vacaciones.
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CAPITULO 2

2. ESTADO DEL ARTE

2.1 Fundamentos del problema

El presente trabajo es una alternativa viable para la proyeccion de calificaciones de
estudiantes de educacion general basica y bachillerato unificado, utilizando modelos de
series temporales y redes neuronales. Entonces, es importante revisar algunos

conceptos fundamentales que nos permitiran definir el marco tedrico correspondiente.

La prediccion de calificaciones es un campo de estudio que ha sido objeto de multiples
investigaciones en las que se han generado modelos que permiten estimar con un nivel
aceptable de exactitud las calificaciones que obtendran los estudiantes, para esto, los
modelos utilizan valores que cuantifican factores que segun diferentes estudios inciden
directamente en el rendimiento académico y en su evaluacién. Por ejemplo, segun Saa
et al. (2019), los factores que influyen de manera mas significativa en el proceso de
prediccidn del rendimiento académico son las calificaciones, la actividad de aprendizaje

en linea, la informacion demografica e informacion social de los estudiantes.

Ya en el contexto ecuatoriano, el parametro relacionado a las actividades de aprendizaje
en linea no habia tenido un desarrollo significativo hasta antes del 2020, situacion que
cambi6é como producto de la pandemia causada por el COVID-19, en donde la mayoria
de la poblacion se vio obligada a utilizar los servicios relacionados al internet para el
desarrollo de sus actividades diarias, entre ellas la educacion, sin embargo, los
parametros para medir su incidencia son aun incipientes o en algunos casos ambiguos,

por lo que no es posible considerarlos para el presente trabajo.

Por otra parte, en el caso de la informacién social, a pesar de que segun el estudio de
Saa et al. (2019) es un factor representativo, llegando a un 12%, debemos considerar
que esta informacion deberia ser capturada mediante instrumentos como encuestas a
los estudiantes, la observacién u otro medio que permita medir los parametros sociales

del estudiante, como la cantidad de amigos, aficiones, habitos, etc., que permitan obtener
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y alimentar el modelo con este tipo de informacién. Lamentablemente, para el caso que
nos ocupa, esta informacién no esta disponible, por lo que incluimos la recoleccién y uso

de esta en nuestras recomendaciones.

También tenemos el trabajo de Amirah et al. (2015)., quienes consideran que los factores
que inciden directamente en el rendimiento académico de los estudiantes son las
calificaciones, los factores demograficos, factores sociales y psicométricos, coincidiendo

en parte con las conclusiones de Saa et al. (2019).

Un caso interesante es la investigacion de Anupama y Vijayalakshmi (2012), quienes
utilizando un modelo basado en redes neuronales obtuvieron un 98% de exactitud en
sus pronosticos, utilizando como parametros solamente las calificaciones de los
estudiantes. Este resultado sumado a la gran significancia de los factores de
calificaciones y demograficos reportada por Saa et al. (2019) en su investigacidn, nos
permiten confiar en que se pueden obtener resultados significativos en la prediccién de

calificaciones con los items de informacidn con que contamos en nuestro dataset.

Por ultimo, debido a la pandemia causada por el COVID-19, el comportamiento de la
mayoria de las actividades susceptibles de medicion, como es el caso del rendimiento
académico vario significativamente, lo que causo que los datasets producto de estas
actividades tengan comportamientos atipicos. Por este motivo, multiples investigadores
han realizado estudios para medir la incidencia de estas variaciones en los procesos que
los utilizan. Un ejemplo de estos estudios lo realizé Srivastava (2021), concluyendo que
las predicciones realizadas mediante redes neuronales tuvieron un mejor desempefio
aun con los efectos de la pandemia y, que esta tuvo un impacto negativo en la salud

psicoldgica y en el rendimiento académico de los estudiantes.
2.2 Soluciones de analitica y aprendizaje relacionadas al problema

La problematica de la prediccién del rendimiento estudiantil tiene dos componentes
principales, a saber: los factores que afectan el rendimiento estudiantil y los algoritmos
utilizados para identificar y utilizar estos factores en la prediccion. Existen multiples
estudios que identifican los factores que afectan el rendimiento, Hellas et al. (2018)

ubican el rendimiento previo, el compromiso, factores psicométricos y factores



demograficos como los mas frecuentemente utilizados para la prediccidon, Saa et al.
(2019) incluyen el rendimiento previo, el aprendizaje en linea, factores demograficos y
sociales dentro de los mas utilizados, por ultimo, Amirah et al. (2015) muestran que
factores relacionados al rendimiento previo y a la informacion demografica del estudiante
son los mas frecuentemente utilizados por los algoritmos que obtuvieron mayor exactitud
en la prediccidn. Lo anterior evidencia que el rendimiento previo y la informacion
demografica del estudiante son los factores mas frecuentemente utilizados y que

contribuyen mas significativamente en la prediccion del rendimiento académico.

En lo que respecta a los algoritmos para la prediccion, Hellas et al. (2018) demuestran
en su trabajo que los algoritmos estadisticos y de clasificacion son los mas
frecuentemente utilizados, dentro de estos se incluyen el modelamiento lineal, los
arboles de decisidn y las redes neuronales, por otra parte, Saa et al., (2019) en su estudio
muestran que el 24,8% de los investigadores utilizan arboles de decisiones, seguido por
clasificadores Naive Bayes y las Redes Neuronales. Ya en lo referente a la exactitud de
los modelos, Amirah et al. (2015) concluyen que los algoritmos con mejor rendimiento
fueron las redes neuronales y los arboles de decisién, con un 98% y 90% de exactitud
respectivamente. Por otra parte, Sivasakthi (2017) concluye en su investigacion que una
red neuronal MLP permitié obtener un 93% de exactitud en sus predicciones, superando
a los arboles de decision, los cuales obtuvieron un 91% de exactitud. Estos datos nos
permiten concluir que sin bien es cierto que la prediccion del rendimiento estudiantil ha
sido tradicionalmente realizada utilizando métodos estadisticos (Hellas et al. (2018)),
existen varios estudios en los que se han obtenido niveles de exactitud excepcionales
utilizando algoritmos de clasificacion como las redes neuronales, arboles de decision,

Naive Bayes, etc.

El uso de redes neuronales para la solucion de problemas de prediccién no es algo
nuevo, tampoco lo es su aplicacién en el problema de la prediccion del rendimiento
estudiantil, si embargo, como ya se mencion¢ antes, su utilizacién en este ambito es aun
incipiente si lo comparamos con los modelos estadisticos o de arboles de decision. Por
otra parte, debemos considerar que la capacidad que tienen las redes neuronales de

aprender a reconocer patrones, memorizarlos o incluso generarlos, le dan a este tipo de



redes un especial potencial para su aplicacion en el campo que motiva el presente

trabajo.

Dentro de las diferentes arquitecturas de redes neuronales que podrian utilizarse en la
prediccién del rendimiento estudiantil tenemos las Redes Neuronales Recurrentes
(RNN). Esta arquitectura posee un mecanismo de memoria de corto y largo plazo
llamado “long short-term memory” (LSTM por su siglas en inglés) lo que hace de este
tipo de redes una excelente candidata para utilizarla en nuestro trabajo, sin embargo, las
RNN tienen un problema relacionado a la perdida de peso que sufren los datos iniciales
cuando la cantidad de éstos es muy larga; este inconveniente también es llamado
“desvanecimiento de gradiente” (Mufioz et al. (2019)), y es una importante limitante que,
en nuestro caso, no permite su utilizacion debido a que la cantidad de informacion

procesada es extensa.

En el afio 2017, se publico el paper llamado “Attention is all you need’ (Vaswani et al.
(2017)). En este documento se propone una arquitectura de redes neuronales diferente
llamada “transformers”. Esta arquitectura tiene como principal caracteristica que
soluciona el problema del “desvanecimiento de gradiente” mediante la implementacion
de bloques especiales de procesamiento de informacion llamados “mecanismos de
atencion’, los cuales permiten analizar la secuencia completa y detectar relaciones entre

los datos, asignando a estas un peso que define su importancia en el contexto.
2.2.1 Series temporales

Podemos conceptualizar a las series temporales como conjuntos temporalmente
ordenados de observaciones que pueden ser discretas o continuas y por lo general
tienen una frecuencia fija, lo que significa que las observaciones ocurren en intervalos
definidos de tiempo, Fierro A. A. (2021).

Entonces, podemos decir que una serie temporal Z se compone del conjunto de

observaciones de una variable en los instantes de tiempo t desde 1 hasta T:
Z= {Zt Z=1

(2.1)



Componentes de las series temporales

Las series temporales tienen algunos componentes, los cuales nos permiten modelarlas

matematicamente, estos componentes son:

La tendencia (T): refleja el crecimiento o disminucion de la serie en el tiempo.

El componente ciclico (C): refleja el comportamiento de la serie a lo largo de la
tendencia, normalmente se muestra en la forma de una onda.

El componente estacional (S): contiene el comportamiento repetitivo de la serie en
intervalos fijos de tiempo.

El componente aleatorio (R): contiene los residuos de la serie una vez que se han
retirado los componentes de tendencia, ciclico y estacional. Se caracteriza por su

aleatoriedad lo que lo hace dificil de modelar.

Dependiendo de como se combinen estos componentes podemos definir tres tipos de

series temporales:

Series temporales aditivas: En una serie temporal aditiva se suman los

componentes de tendencia, ciclico, estacional y aleatorio:
Zt - Tt+Ct+St+Rt
(2.2)

Series temporales multiplicativa: En una serie temporal multiplicativa se multiplican

los componentes de tendencia, ciclico, estacional y aleatorio:
Zt = Tt*Ct*St*Rt
(2.3)

Series temporales mixtas: En una serie temporal mixta se pueden combinar las
operaciones de suma o multiplicacién, por lo general se suma el componente

aleatorio y se multiplican el resto:

Zt= Tt*Ct*St-l_Rt



(2.4)
Series temporales “univariadas” y “multivariadas”

Cuando la serie temporal contiene los valores de solo una variable o caracteristica se
denomina “univariada”, sin embargo, en muchos casos, un fenémeno se explica no solo
por los valores de la variable de estudio sino también por la relacion de esta con otras
variables relevantes, este es el caso de las series temporales “multivariadas”, las cuales
consideran la interrelacion de una serie temporal objeto de estudio con otras series
temporales que explican el comportamiento de la primera. Podemos expresar las

relaciones de la variable de estudio con las variables explicativas de la siguiente manera:
y = x1b; + x3by + -+ x3 b + e
(2.5)

Donde y es la variable de estudio, x;, x2, ..., xx son las variables explicativas, b son los

pesos de cada variable explicativa y e es un error aleatorio.

Dado que al observar el fenbmeno obtenemos valores tanto de y como de x, podemos

decir que cada observacion es:
{yi' X1ir X2iy «ee) xki}?zl
(2.6)

Donde y es la variable de estudio, x son las variables explicativas, k es el numero de

variables explicativas y n es el numero de observaciones.
Considerando esto, podemos decir que:
Vi = X1iby + X9y + -+ xyiby + €
(2.7)

Para nuestro caso, la variable de estudio es la calificacion del estudiante, y las variables
explicativas son las variables contenidas en el dataset y que permiten explicar el valor

de la calificacion.



2.2.2 Arquitectura de redes neuronales tipo “Transformer”

La arquitectura de redes neuronales tipo “Transformer’ fue definida en el paper
denominado “Attention is all you need’ (Vaswani et al. (2017)), en un inicio fueron
utilizadas ampliamente para el procesamiento de lenguaje natural (NLP por sus siglas
en inglés) como una mejora a las redes neuronales recurrentes (RNN) solucionando
algunas limitantes de éstas ultimas, tales como el procesamiento en serie de la
informacion o el problema del “desvanecimiento de gradiente”. La solucion de estas
limitantes se realiza mediante la implementacion del procesamiento en paralelo de la

informacion, ademas de un mecanismo especial de analisis de secuencias llamado
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Figura 2.1 Diagrama de bloques de una arquitectura de red neuronal tipo “Transformer”.

La figura 2.1 muestra un diagrama de bloques de la arquitectura de red neuronal tipo

“Transformer”, este diagrama se basa en el paper original de Vaswani et al, y nos servira



para identificar y describir la interaccion de su diferentes componentes. En la figura
podemos apreciar dos etapas que se complementan entre si y agrupan dentro de ellas a
los componentes de la red. A estas etapas las hemos denominado: “Codificacion” y

“Decodificacion” y detallaremos su contenido y funcionamiento a continuacion.
2.2.2.1 Codificacion

La etapa de “Codificacién” se encarga de extraer las relaciones mas relevantes entre los
datos de entrada, incluyendo entre estos datos al valor a predecir. Las relaciones
encontradas se representan en la forma de un conjunto de vectores con la informacion
de la relevancia de cada dato para con el resto. Los vectores que contienen esta
informacion toman los nombres de: vector “Queries” (Q), “Keys” (K) y “Values” (V), al final
de esta etapa se obtiene un conjunto de vectores con la informacion de la relevancia de
cada dato dentro de la secuencia, estos vectores seran pasados a la etapa de
“‘Decodificacion” para finalizar el entrenamiento del modelo utilizando un conjunto

adicional de datos de entrada a esta ultima etapa.
En las siguientes lineas veremos los bloques que componen la etapa de “Codificaciéon”.
Codificacidon de datos de entrada

Al igual que en otras redes neuronales, la secuencia de datos debe ser representada
numéricamente antes de ser procesada, esta accion se realiza en este bloque. Tanto los
valores como su equivalencia se incluyen en un diccionario que nos servira para

decodificar la salida resultante del modelo.
Codificacién posicional

Debido a la forma de proceso de la informacion, es importante codificar la posicion de
cada dato en la secuencia, esta codificacion se realiza en este bloque para lo cual se
toman los vectores resultantes del bloque de “Codificacion de datos de entrada” y se les
suma otros vectores que codifican la posicion de cada dato en la seria, utilizando para
ello funciones senoidales para las posiciones pares y cosenoidales para las impares.
Como resultado de este bloque tenemos un conjunto de vectores que contienen la

informacion de la serie de datos, asi como la posicion de cada dato en la secuencia.



Codificadores

Los vectores resultantes de las etapas iniciales se ingresan a bloques denominados
“Codificadores”, estos bloques se encargan de extraer la informacién mas significativa
de la secuencia de datos, poniendo “Atencién” en aquellas relaciones con mayor

relevancia. El paper original considera 6 bloques de este tipo en su disefio.

La estructura de todos los bloques “Codificadores” es idéntica entre ellos y tiene los

siguientes componentes:
Bloque atencional “multi-head”

Este bloque analiza todos los datos de la secuencia y encuentra relaciones entre ellos.
Para esto, se hace uso de tres representaciones alternativas del vector original
denominadas “Queries”, “Keys” y “Values” en h espacios lineales denominados “muilti-
head’ en el paper original. Las diferentes representaciones las obtienen tres redes
neuronales especializadas en su calculo. Los espacios lineales, en cambio, permiten
realizar los calculos desde diferentes perspectivas evitando la preponderancia de un solo
dato para con los otros. Al final, los resultados calculados en cada espacio lineal se

concatenan en los vectores resultantes.

Los vectores “Queries” y “Keys” son utilizados para calcular el grado de asociacion entre
pares de palabras mediante una multiplicaciéon entre ellos. El resultado se escala de
acuerdo con el tamano de cada vector y luego mediante una funcién softmax se obtiene
la probabilidad de cada valor entre 0 y 1. Un valor cercano a cero indica que la relacion
es poco relevante y un valor cercano a 1 indica que es muy relevante. Luego, se
multiplica la matriz resultante por el vector “Values” con esto se logra obtener un nuevo

vector que contiene la informacion de la relevancia de cada dato con respecto al resto.



Multiplicacién ~ €—

‘ Softmax ’

e

Escalamiento

1

Multiplicacién

Red neuronal para
calculo del vector
"Values”

Red neuronal para Red neuronal para

calculo del vector célculo del vector
"Queries” "Keys"

I [ J

Y

Codificacion

Posicional

Figura 2.2 Diagrama de bloques del “Bloque atencional”.

El resultado del proceso anterior es un vector que contiene la informacion de la relevancia
de cada elemento de la serie para con el resto. Al utilizar multiples bloques atencionales

se logra obtener relaciones incluso entre grupos de datos.

La representacion matematica del bloque atencional se muestra en la ecuacion 2.8.

. QK"
Attention(Q,K,V) = softmax vV

Jax

(2.8)



Bloque residual

La salida del “Bloque atencional’ y la salida del “Bloque de codificacion posicional’
ingresan a un nuevo bloque denominado “Bloque residual’, aqui se suman los dos
vectores y se normaliza el resultado antes de ingresarlos al siguiente bloque. Todos los
bloques residuales de la arquitectura tienen la misma estructura y cumplen la misma

funcion.

Normalizacion

I
s

——

Blogue atencional

Codificacion
posicional

Figura 2.3 Diagrama de bloques del “Bloque residual”.

Red neuronal “feed forward”

El dltimo componente del “Codificador’ es una red neuronal que toma los vectores con
la informacion atencional de los bloques anteriores y los consolida en una unica salida.
La salida de esta red y su entrada se envian a un nuevo “Bloque residual’ con la finalidad

de normalizar la informacion antes de ser enviada los siguientes bloques.
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Figura 2.4 Diagrama de bloques de la “Red neuronal” de un bloque “Codificador”.
2.2.2.2 Decodificacion

La etapa de “Decodificacion” utiliza una secuencia de “Datos objetivo” para entrenar el
modelo en obtener la prediccién deseada. En este entrenamiento es fundamental el uso

de los vectores generados en la etapa de “Codificacion”.

A continuacioén, revisaremos los bloques que componen la etapa de “Decodificacion” y
analizaremos con mas detalle el tratamiento que se le da a los “Datos objetivo” y a los

vectores obtenidos desde la etapa anterior.
Codificacion de datos objetivo

Este bloque se encarga de codificar en valores numéricos la informacion de la secuencia
de “Datos objetivo”, en este bloque se genera un diccionario de datos de salida que se
utilizara luego en el momento de realizar la prediccion. Los vectores resultantes se

pasaran al siguiente bloque para agregar la informacién posicional.
Codificacién posicional

Al igual que en la informacion que alimenta la etapa de “Codificacion”, en esta etapa
también se debe codificar la ubicacion de cada dato en la serie. El algoritmo utilizado es

el mismo que se usa en la etapa antes mencionada.



Decodificadores

La capa de decodificacion cuenta con bloques de “Decodificadores” que funcionan de
manera similar a los bloques “Codificadores” de la etapa de “Codificacion”; con algunas
diferencias que las detallaremos a continuacién mientras describimos su estructura. El

paper original considera 6 bloques de este tipo en su disefo.
Bloque atencional “multi-head” con enmascaramiento

Este bloque tiene la misma funcién que el bloque atencional descrito en la etapa de
“Coadificacion” incluyendo también la separacion de los calculos en h espacios lineales,
con la diferencia de que en esta capa se utiliza un enmascaramiento para evitar que el
algoritmo “vea a futuro”, dado que el entrenamiento se realiza de manera secuencial en
la serie, es importante que al predecir el dato x», la red solo tenga acceso a las

probabilidades de los datos anteriores a este.

Datos de entrada
A

X1 X2 X3 X4 Xn
x2 pn 0 0 0 0 0 |m
2 X3’ p21 p22 0 0 0 0 §
g i x4’ p31 p32 p33 0 0 0 - %
E X5’ p41 p42 p43 pa4 0 0 %
o 0 5]
_X(n+1)  pn1 pn2 pn3 pn4 . pnn )

1
Probabilidades de los datos de entrada

Figura 2.5 Enmascaramiento de las probabilidades del bloque atencional.

La figura 2.5 muestra como el enmascaramiento se logra colocando un 0 en las
probabilidades de los datos ubicados en una posicion mayor o igual a la del dato a
predecir, asi se evita que el entrenamiento se vea afectado por datos ubicados “en el

futuro” de la serie de datos.



Bloques residuales

Los bloques residuales que se encuentran en esta etapa, tres en total, tienen una
estructura y funcion idéntica a la descrita en los bloques residuales de la etapa de

“Codificacion”.
Bloque atencional “multi-head”

Este bloque atencional, al igual que los descritos anteriormente, extrae las relaciones
mas relevantes en el conjunto de datos de entrada. Por ende, utiliza los vectores Q, Ky
V en h espacios lineales, sin embargo, la diferencia radica en que los vectores Qy K se
calculan en base a la informacidén resultante de la etapa de “Codificacion” mientras que
el vector V se calcula con la informacion obtenida desde el “Bloque atencional con
enmascaramiento” descrito anteriormente, asi se logra entrenar el modelo con la

informacion de los “Datos objetivo”.
Red neuronal “feed forward”

En este caso también, el ultimo componente del “Decodificador’ es una red neuronal que
toma los vectores con la informacién atencional de los bloques anteriores y los consolida
en una unica salida. La salida de esta red y su entrada se envian, al igual que en los
“Decodificadores”, a un “Bloque residual’ con la finalidad de normalizar la informacion

antes de ser enviada los siguientes bloques
Capas lineal y Softmax

Esta capa contiene una red neuronal encargada de transformar los vectores de entrada
en un solo vector con una cantidad de elementos igual a la cantidad de valores a predecir.
El vector resultante se ingresa a una capa Softmax que se encarga de calcular las
probabilidades de cada uno de los elementos del vector. La posicion con mayor
probabilidad sera el resultado de la prediccién. Para convertir esta posicién se utiliza el

diccionario obtenido en la capa de “Codificacion de datos objetivo”.



2.2.3 Implementacion de series temporales con redes neuronales tipo

“transformer”

Para efectos del presente trabajo, realizaremos una implementacion de series
temporales utilizando la arquitectura de redes neuronales llamada “transformers” con la
finalidad de aprovechar las caracteristicas que tienen al analizar grandes cantidades de
datos. En la seccion “Arquitectura de redes neuronales tipo Transformer” analizamos al

detalle su estructura y propiedades.

Las redes “transformer’ se han aplicado principalmente en el procesamiento de lenguaje
natural (NLP por sus siglas en inglés) por su capacidad de procesamiento en paralelo, lo
que permite encontrar relaciones entre los datos independientemente de su ubicacion en
la secuencia. Sin embargo, en una serie temporal, la ubicacion del dato es parte de la
informacion que debe considerarse al analizar la secuencia, por esta razdn, es
importante codificar la ubicacion temporal del dato como parte de la informacion a
analizar. Esto se logra en el momento de construir el token que analizara la red neuronal.
Mas adelante, en el capitulo 3, analizamos mas a detalle la construccion de los tokens y

la codificacion de la informacién temporal en ellos.
2.3 Fuentes de datos relacionadas al problema

Tradicionalmente los datasets para la prediccién del rendimiento académico estudiantil
se componen de archivos planos generados por procesos que compilan la informacion
desde diferentes fuentes, tales como sistemas académicos, sistemas LMS, redes
sociales, entre otros. Es una practica comun la “anonimizacion” de estos para proteger
la privacidad de las personas relacionadas a los datos contenidos en los archivos. Esta
anonimizacion es particularmente importante cuando las personas involucradas son

menores de edad.

La informacién utilizada para este trabajo proviene de la base de datos de una entidad
educativa privada de educacidon primaria y secundaria. Los datos corresponden al
periodo desde el 2017 hasta el 2021, y por tratarse de informacion sensible, los atributos

relacionados a la identificacién de los estudiantes y docentes han sido anonimizados



para efectos de este estudio, para ello se ha firmado el correspondiente acuerdo de

confidencialidad con la entidad que nos proporcioné la informacién.

2.4 Librerias y software a utilizar

En el presente trabajo utilizaremos el siguiente conjunto de herramientas informaticas:
2.41 Extraccion de datos para el entrenamiento

La base de datos en la que esta almacenada la informacién es PostgreSQL version 10,
ejecutandose en servidores linux CentOS 7 en la nube. Los datos se extraeran en la
forma de archivos CSV y el contenido sera el resultado de la ejecucion de una sentencia
SQL creada especificamente para este trabajo. El procedimiento que utilizaremos se

muestra en el siguiente enlace de la documentacion oficial de PostgreSQL:

https://www.postgresaql.org/docs/13/sql-copy.html

2.4.2 Diseno y entrenamiento del modelo

Para disefiar y entrenar el modelo se utilizara Python 3 con el apoyo de librerias

especializadas como numpy, matplotlib, seaborn, pandas, keras, entre otras.
2.4.3 Desarrollo de la herramienta de software interactiva

El desarrollo de la herramienta interactiva para la consulta de resultados se realizara

utilizando la siguiente arquitectura:
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—
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Angular App Java API Python API Models storage
Figura 2.6 Arquitectura de la herramienta de software interactiva.

En la arquitectura de la herramienta interactiva destacan los siguientes componentes:



Tabla 2.1 Componentes de la arquitectura de la herramienta de software interactiva.

Componente Descripcion

PostgreSQL Base de datos que almacena la informacion académica de la institucion. Esta es
la fuente desde donde se extraeran el dataset que utilizaremos en el
entrenamiento del modelo de prediccién.

Models storage | Almacenamiento de los modelos de prediccion entrenados.

Python API API REST desarrollada en Python, para la interaccién con el modelo.

Java API Api desarrollada en Java para la interaccion con la Python API, con la base de
datos PostgreSQL y con la aplicacion web.

Angular APP Aplicacién web interactiva desarrollada en Angular para la consulta de resultados.

Para el desarrollo de esta arquitectura se utilizaran las siguientes librerias y paquetes de

software:

Tabla 2.2 Librerias y paquetes de software a utilizar en la arquitectura de la herramienta

de software interactiva.

Componente Librerias y paquetes de software
PostgreSQL PostgreSQL versién 10 para Linux
Models storage Almacenamiento en el sistema de archivos
Python API Python version 3 con Django Framework
Java API Java version 11 con Spring Framework 5
Angular App Angular 12 con PrimeNG 12




CAPITULO 3

3. DISENO E IMPLEMENTACION

3.1 Exploracién y validacion de datos y fuentes.

En el numeral 1.7 describimos el dataset con el que se realiza el presente trabajo. El
conjunto de datos se compone de informacion referente a: calificaciones, niveles de
estudio, edades, géneros, comportamientos y separacion temporal entre actividades. En
este apartado describiremos las acciones realizadas para la exploraciéon de la
informacion contenida en el dataset y la seleccidn de los atributos que utilizaremos para

la definicidon y entrenamiento del modelo de prediccion.
3.1.1 Valores inexistentes

En la carga de informacion, existieron atributos que vinieron sin un valor especifico, para
efecto de este trabajo asumiremos que los atributos con esta caracteristica tienen el valor

NaN. La tabla 3.1 muestra la lista de atributos con este tipo de valores.

Tabla 3.1 Valores inexistentes.

Atributo Cantidad Porcentaje
edad_estudiante 91,052 10.45 %
dias_entre_actividades 38,219 4.39 %
dias_entre_actividades_mismo_tipo 89,154 10.24 %

Podemos apreciar que el atributo edad_estudiante tiene la mayor cantidad de datos
inexistentes con 91,052 registros que representan el 10.45 % del total de registros
existentes en el dataset, seguida por los atributos dias_entre_actividades_mismo_tipo y

dias_entre_actividades.
3.1.2 Atributos con valores atipicos

Adicionalmente, se realizé el analisis de atributos con valores fuera de las categorias o
rangos de valores esperados. El detalle de los valores esperados por cada atributo se

muestra en el numeral 1.7. Los resultados obtenidos son los siguientes.
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Tabla 3.2 Valores maximos y minimos de los atributos numéricas.

Esperados Existentes Cantidad de
Atributo i i | registros no
Min. Max. Min. Max. validos
calificacion 0.00 | 10.00 0.01 10.00
nivel 1 5 1 5
grado 1 13 1 13
edad_estudiante 5 78 -3 1,812 3,510
edad_docente 18 78 27 48
comportamiento_estudiante 0.00 1.00 0.20 1.00
comportamiento_curso 0.00 1.00 0.80 1.00
dias_entre_actividades 0 365 0 30
dias_entre_actividades_mismo_tipo 0 365 0 30

Como se puede apreciar en la tabla 3.2, el unico atributo que tiene valores fuera del
rango esperado es edad_estudiante con 3,510 registros no validos, esto representa el

0.4 % del total de registros existentes en el dataset.

En lo que respecta a los atributos categoricos, no se encontraron registros con valores

diferentes a los valores esperados.
3.1.3 Acciones correctivas sobre los datos atipicos encontrados

En vista de que el unico atributo con valores atipicos fue edad_estudiante, se procedid a
asignar el valor NaN a los valores atipicos. Es importante resaltar que en los analisis
posteriores que involucran a este atributo no se consideran los valores inexistentes. A
pesar de que en el dataset utilizado en el presente trabajo no se encontraron datos
atipicos en la edad del docente (edad_docente), en el script se incluyeron instrucciones
para limitar la edad de los docentes a un rango de entre 18 y 78 afos. Se hizo esto
debido a que el script se utilizara en el procesamiento de datasets que provendran desde

otras fuentes, lo cual podria ocasionar inconsistencias en esta informacién.
3.1.4 Atributos adicionales

Se procedié a crear atributos adicionales para analizar la informacion contenida en el
dataset. Una vez terminado el analisis se eliminaran aquellos que no sean utilizables en

la generacion del modelo. Se crearon los siguientes atributos:



Tabla 3.3 Atributos creados para el analisis de la informacion.

Atributo
en_pandemia

Descripcion

Define si los datos corresponden a un periodo de pandemia causada por el
COVID-19 o no. La fecha que se utiliza para el limite es: 13 de marzo del
2020.

Numero de semana en el periodo lectivo al que corresponda la actividad. La
semana se calcula dividiendo para 7 la cantidad de dias transcurridos entre
el inicio del periodo lectivo y la fecha de la actividad. De esta division se
extrae la parte entera para luego incrementarle 1.

semana_recepcion

mes_recepcion Numero de mes en el periodo lectivo al que corresponda la actividad. La

numeracion de meses se realizdé considerando el mes de abril como el mes
inicial y terminando en el mes de marzo como mes numero 12. Esto con la
finalidad de representar el periodo lectivo en un la secuencia de meses.

Abril: 1
Mayo: 2
Junio: 3
Julio: 4
Agosto: 5
Septiembre: 6
Octubre: 7
Noviembre: 8
Diciembre: 9
Enero: 10
Febrero: 11
Marzo: 12

Calificacion obtenida en una actividad inmediatamente anterior a la actual.
Para la primera actividad este valor esta vacio.

calificacion_previa

calificacion_promedio | Calificacién promedio de las actividades anteriores. Para la primera actividad

este atributo esta vacio.

3.1.5 Prueba de normalidad

Para la prueba de normalidad de los atributos se utiliz6 el test de Kolmogorov Smirnov
por tratarse de un conjunto considerable de datos. La prueba concluy6 en que todos los
atributos no tienen una distribucién normal. Esto se debe a la gran cantidad de datos que

tiene el dataset.

3.1.6 Estadistica descriptiva

Tabla 3.4 Parametros de estadistica descriptiva.

Atributo Media Mediana Minimo Maximo
calificacion 8.64 9.20 0.01 10.00
nivel 3.09 3.00 1.00 5.00
grado 6.29 6.00 1.00 13.00




edad_estudiante 10.66 10.00 5.00 36.00
edad_docente 37.86 38.00 27.00 48.00
comportamiento_estudiante 0.95 1.00 0.20 1.00
comportamiento_curso 0.95 0.97 0.80 1.00
dias_entre_actividades 6.26 3.00 0.00 30.00
dias_entre_actividades_mismo_tipo 9.09 6.00 0.00 30.00
semana_recepcion 20.06 19.00 1.00 46.00
mes_recepcion 5.99 6.00 1.00 12.00

Tabla 3.5 Parametros de estadistica descriptiva (continuacion).

. Grado de . Desviacién Coeficiente
Atributo divergencia Varianza estandar d .
variacion

calificacion 9.99 3.18 1.78 0.21
nivel 4.00 1.04 1.02 0.33
grado 12.00 8.88 2.98 0.47
edad_estudiante 31.00 8.64 2.94 0.28
edad_docente 21.00 27.64 5.26 0.14
comportamiento_estudiante 0.80 0.01 0.09 0.10
comportamiento_curso 0.20 0.00 0.05 0.05
dias_entre_actividades 30.00 47.73 6.91 1.10
dias_entre_actividades_mismo_tipo 30.00 74.80 8.65 0.95
semana_recepcion 45.00 136.31 11.68 0.58
mes_recepcion 11.00 7.54 2.75 0.46

Las tablas 3.4 y 3.5 muestran los valores de algunos parametros estadisticos basicos
para los atributos numéricos del dataset, podemos destacar que los atributos
relacionados a la separacidén temporal entre las actividades (dias_entre_actividades y
dias_entre_actividades_mismo_tipo) presentan una alta variabilidad, en contraste con
los atributos relacionados al comportamiento del estudiante, los cuales presentan una
baja variabilidad. El resto de los atributos presentan un coeficiente de variacion

intermedio.
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Figura 3.1 Histogramas de los atributos numéricos.

La figura 3.1 muestra los histogramas de los atributos numéricos, podemos observar que
la variable que nos interesa predecir tiene un marcado sesgo en las calificaciones mas

altas, algo similar sucede en los atributos relacionados al comportamiento. En los



atributos relacionados a la separacion temporal entre actividades podemos observar lo
contrario, el sesgo es hacia la menor cantidad de dias. En lo que respecta a la distribucion
temporal de las actividades (semana_recepcion y mes_recepcion), podemos observar

un comportamiento uniforme.
3.1.7 Correlacion entre atributos numéricos

Para analizar la correlaciéon entre atributos numéricos generamos un grafico de

correlacion, el cual se muestra en la figura 3.2.
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Figura 3.2 Grafico de correlacion entre atributos numéricos.

En este grafico podemos apreciar una marcada correlacion entre los siguientes atributos:



Tabla 3.6 Correlacion mas fuertes entre atributos.

Atributos Coeficiente de correlacién
nivel y grado 0.97
mes_recepcion y semana_recepcion 0.97
edad_estudiante y grado 0.92
edad_estudiante y nivel 0.88
dias_entre_actividades_mismo_tipo y dias_entre_actividades 0.64
id_docente y edad_docente -0.50
comportamiento_curso y comportamiento_estudiante 0.49
comportamiento_curso y en_pandemia 0.49
id_estudiante y en_pandemia 0.43

3.1.8 Correlaciones con la variable a predecir: calificacién

Los atributos que presentan una correlacion significativa con el atributo a predecir son
calificacion_promedio y calificacion_previa con 0.46 y 0.39 respectivamente, lo que
indica que el atributo calificacion tiene una fuerte correlacion con las calificaciones
obtenidas por el estudiante en actividades previas. También podemos apreciar que la
correlacion con otros atributos es menor, aunque no se puede despreciar, como es el

caso del atributo comportamiento_estudiante con un coeficiente de correlacion de 0.17.

En lo que respecta al resto de atributos debemos resaltar que existen correlaciones muy
altas, como es el caso de nivel y grado, o edad_estudiante y grado, lo que nos permite
depurar la cantidad de atributos que se utilizaran para la generacion del modelo de

prediccion.

En base a las correlaciones mas significativas, listadas en la tabla 3.6, procedimos a
eliminar los atributos: id_estudiante, nivel, edad_estudiante,
dias_entre_actividades_mismo_tipo,  mes_recepcion, = comportamiento_curso vy
id_docente. La figura 3.3 muestra el grafico de correlacién luego de eliminar los atributos

correlacionados.
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Figura 3.3 Grafico de correlacion sin atributos fuertemente correlacionados.

Podemos apreciar que ya no existen atributos con correlaciones fuertes entre ellos, sin
embargo, seguimos sin tener atributos que muestren una correlacion significativa con la

variable a predecir.

Cuando aplicamos el factor de la pandemia para filtrar la correlacién entre atributos
podemos apreciar que existe un marcado efecto en los atributos del dataset. Este efecto
se ve especialmente remarcado en los atributos dias_entre_actividades, edad_docente,
grado, comportamiento_estudiante y calificacion. Esto permite intuir, que el atributo
en_pandemia tiene un efecto directo (aunque no muy significativo) en la variable a

predecir, e indirecto a través del resto de atributos.
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Figura 3.4 Grafico de correlacion entre atributos con y sin pandemia.

3.1.9 Verificaciéon de independencia entre variables categoéricas

Con la finalidad de realizar un analisis de independencia mediante tablas de
contingencia, se realiz6 una segmentacién de las variables continuas en variables
categoricas, los atributos creados para este efecto tienen el prefijo “escala_” en su
nombre seguida del nombre de la variable continua. Las segmentaciones realizadas son

las siguientes:

Tabla 3.7 Segmentacioén de variables continuas.

Variable Rangos

calificacion DAR: Calificacion mayor o igual a 9.

AAR: Calificacion mayor o igual a 7 y menor a 9.
PAAR: Calificacién mayor a 4 y menora 7.
NAAR: Calificacion menor o igual a 4.

: Inicial

: Preparatoria

: EGB Elemental
: EGB Media

: EGB Superior

: Bachillerato

nivel

a b~ WON-=2O0




edad_estudiante y
edad_docente

Las dos variables se categorizaron de acuerdo con los siguientes rangos:

Primera Infancia: menor o igual a 5 afios.

Infancia: mayor a 5 afos y menor o igual a 11 afios.
Adolescencia: mayor a 11 afos y menor o igual a 18 afios.
Adulto joven: mayor a 18 afios y menor o igual a 26 afos.
Adulto: mayor a 26 afos y menor o igual a 40 afios.

Adulto maduro: mayor a 40 afos y menor o igual a 59 afios.
Adulto mayor: mayor a 59 afos.

comportamiento_estud
iante y
comportamiento_curso

Las dos variables se categorizaron de acuerdo con los siguientes rangos:

Muy satisfactorio: mayor o igual al 80% de la nota.
Satisfactorio: mayor o igual al 60% y menor al 80%.
Poco satisfactorio: mayor o igual al 40% y menor al 60%.
Mejorable: mayor o igual al 20% y menor al 40%.
Insatisfactorio: menor al 20%.

dias_entre_actividades
y
dias_entre_actividades
_mismo_tipo

Corto plazo: menor o igual a 10 dias.
Mediano plazo: mayor a 10 dias y menor o igual a 20 dias.
Largo plazo: mayor a 20 dias.

Luego se procedi6 a realizar una tabla de contingencia entre las variables categoricas y
las segmentaciones realizadas para luego utilizar un test de independencia chi-cuadrado.
El resultado de este proceso se muestra en la tabla 3.8, en donde constan seis
dependencias detectadas y para cada una de ellas, ademas de las variables

involucradas, se muestran la funcion de punto porcentual (ppf), el estadistico de prueba

de chi-cuadrado (stat) y el valor de p (p-value).

Tabla 3.8 Resultados de la prueba de independencia entre variables categoéricas.

Atributo 1 Atributo 2 ppf stat p
genero_docente escala_edad_docente 3.841459 13.041583 | 0.000305
genero_docente en_pandemia 3.841459 12.663052| 0.000373
genero_estudiante genero_docente 3.841459 12.358913 | 0.000439
genero_estudiante escala_edad_docente 3.841459 5173473 | 0.022934
en_pandemia escala_edad_docente 3.841459 4.884090| 0.027105
genero_estudiante en_pandemia 3.841459 4.087305| 0.043206

Esta informacidén nos servira para la seleccion de los atributos que se utilizaran para el

entrenamiento del modelo de prediccion.
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Figura 3.5 Grafico de correlacion de tablas de contingencia.

La figura 3.5 muestra graficos de dependencia de los atributos que son dependientes
entre si segun la prueba de chi-cuadrado. Como se puede apreciar, la relacién de
dependencia se da entre variables de dos valores y la relacién se explica por la
caracteristicas particulares de los datos de la unidad educativa. Por ejemplo, la relacion
entre: genero_docente y escala_edad_docente nos dice que la mayoria de las docentes,

en esta unidad educativa en particular, son de genero femenino y adultas, sin embargo,



la correlacion entre estas dos variables no es lo suficientemente significativa como para

omitir una de ellas.

Por otra parte, las relaciones de dependencia con el atributo en_pandemia son ignoradas
debido a que este atributo nos permite segmentar el comportamiento de los datos entre

los dos escenarios: antes y después de la pandemia.

En lo que respecta a las columnas edad_estudiante y nivel se omitiran por su fuerte
correlacion con la columna grado, por lo que las relaciones evidenciadas en las columnas

dependientes derivadas de ellas se solucionaran en el dataset final.

Por ultimo, podemos observar que ninguna variable categorica presenta una correlacion

significativa con las categorias creadas para la calificacion: escala_calificacion.
3.1.10 Seleccidn de los atributos a utilizar

Con la informacion referente a las correlaciones entre atributos, procedimos a
seleccionar aquellos que se utilizaran en el entrenamiento del modelo de prediccion. El
principal criterio de eliminacion es la alta correlacién entre atributos, luego la

generalizacion del modelo. Por estos motivos se omitieron los siguientes atributos:

Tabla 3.9 Omisién de atributos del dataset para el entrenamiento del modelo.

Atributo omitido Motivo
nivel Por su alta correlacion con grado.
mes_recepcion Por su alta correlacion con semana_recepcion.
edad_estudiante Por su alta correlacion con grado y nivel.

dias_entre_actividades_mismo_tipo | Por su alta correlacién con dias_entre_actividades.

comportamiento_curso Por su alta correlacion con comportamiento_estudiante.

Adicionalmente se eliminaron la mayoria de los atributos generados para el analisis de
correlaciones, tanto los que se usaron para clasificar las variables continuas, como los
que permitieron determinar la correlacién entre una calificacion y sus calificaciones
anteriores. No se eliminé el atributo escala_edad_docente debido a que se detectdé una

correlacion leve entre la edad del docente y la calificacion asignada al estudiante.



Por ultimo, para definir los atributos que se utilizaran en el entrenamiento del modelo, se
omitieron los atributos id_estudiante y id_docente, porque identifican individualmente al

estudiante y al docente respectivamente, y pueden limitar la generalizacion del modelo.

Como resultado de esta exploracion tenemos la siguiente lista de atributos seleccionados

para el entrenamiento del modelo:

Tabla 3.10 Atributos seleccionados para el entrenamiento del modelo.

Atributo seleccionado

calificacion

area

grado

tipo_actividad

fecha_recepcion

genero_estudiante

genero_docente

escala_edad_docente

comportamiento_estudiante

dias_entre_actividades

en_pandemia

El dataset con los atributos seleccionados se exporté a un archivo plano tipo CSV para

luego utilizar esta informacion en el entrenamiento del modelo de prediccion.
3.2 Prototipos de algoritmos, modelos, y médulos del sistema

En el presente trabajo se plantea predecir el rendimiento académico de los estudiantes
mediante la prediccion de sus calificaciones, para ello, en el numeral anterior hemos
aplicado técnicas estadisticas para extraer los atributos y valores que nos permitan
realizar estas predicciones. Con estos atributos hemos definido un modelo de inteligencia
artificial que se basa en los conceptos de redes neuronales y series temporales con la

finalidad de realizar las predicciones.
3.2.1 Analisis de series temporales

En este apartado revisaremos algunos ejemplos de datos para explorar la factibilidad de

aplicar modelos tradicionales de series temporales en el proceso de prediccion de



calificaciones. Para ello graficaremos la evolucién de las calificaciones para tres
estudiantes diferentes en una misma asignatura, luego la evolucién de calificaciones en
tres asignaturas diferentes para un mismo estudiante, en todos los casos visualizaremos

también la auto correlacion de los datos.
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Figura 3.6 Evolucién de las calificaciones en la asignatura de Matematicas en segundo

ano de BGU para tres estudiantes diferentes.

La figura 3.6 muestra la evolucién de las calificaciones en una misma asignatura para
diferentes estudiantes en el mismo curso. Podemos notar que no se evidencia una
estacionalidad, tendencia o ciclo; atributos caracteristicos de una serie temporal.
Tampoco existe una correlacion entre los datos, tal como lo evidencia el grafico de auto

correlacion ubicado en la parte inferior de cada serie de datos.

Por otra parte, en la figura 3.7 muestra la evolucién de las calificaciones en diferentes
asignaturas para un mismo estudiante. Al igual que en la figura 3.6, podemos notar que
tampoco se evidencian las caracteristicas de una serie temporal, también podemos

visualizar que tampoco existe correlacién entre los datos.

La falta de las caracteristicas principales de las series temporales dificulta la aplicacién
de técnicas tradicionales de prediccion aplicables a ellas. Esto nos orienta a explorar

otras alternativas que nos permitan cumplir con nuestros objetivos.
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Figura 3.7 Evolucidn de las calificaciones en tres asignaturas diferentes para el mismo

estudiante.

Al analizar las correlaciones del resto de variables con la variable a predecir pudimos
apreciar que existia una correlacion significativa con las calificaciones anteriores, se
analizé la correlacion con la calificacion inmediatamente anterior y con el promedio,
determinando que la correlacion mas fuerte de las dos es con la variable que contiene el
promedio de las calificaciones anteriores; esto ultimo significa que las calificacién actual
se explica mas con el comportamiento en conjunto de datos anteriores antes que con la
calificacion inmediatamente anterior, lo cual hace necesario que en el modelo se pueda
considerar el comportamiento de todas las calificaciones anteriores en su conjunto para

predecir la calificacion actual.

Por otra parte, debemos considerar que otros atributos también aportan con cierta
informacion (aunque no tan significativamente como las calificaciones anteriores) en el
comportamiento de la variable calificacion, como por ejemplo Ila variable
comportamiento_estudiante con un factor de correlacion de 0.16 o la variable
edad_docente con un factor de -0.1. La tabla 3.11 muestra la correlacion entre la variable

a predecir, calificacion, y el resto de las variables numéricas.



Tabla 3.11 Factores de correlacion entre la variable a predecir y el resto de las variables

numéricas.
Variable Factor d_e correlacion con
la variable a predecir
edad_docente -0.1
comportamiento_estudiante 0.17
dias_entre_actividades 0.012
semana_recepcion -0.048
calificacion_promedio 0.46
calificacion_previa 0.39

En lo que respecta a las variables categoricas, para analizar la dependencia entre ellas,
se realiz6 una categorizacion de la variable a predecir, para luego verificar la
independencia de variables mediante un test chi-cuadrado. El resultado de este proceso

se muestra en la tabla 3.12.

Tabla 3.12 Factores de correlacion entre la variable a predecir y las variables

categodricas.

Variable ppf stat p
en_pandemia 7.81473 0.01136 0.99968
genero_estudiante 7.81473 0.00635 0.99987
genero_docente 7.81473 0.00165 0.99998
grado 24.99579 0.05646 1.00000
tipo_actividad 40.11327 0.02258 1.00000
area 32.67057 0.03373 1.00000

Podemos apreciar que en ninguno de los casos el estadistico de prueba (stat) supera el
valor de la funcion de punto porcentual (ppf), por lo que no podemos concluir que existe
una dependencia evidente entre las variables categoricas y la variable a predecir. Sin
embargo, tal como se muestra en la figura 3.8, podemos apreciar que existen ciertos
sesgos en las calificaciones dependiendo del valor de estas variables categoricas, como,
por ejemplo: en el caso de la variable en_pandemia se muestra que los estudiantes
obtuvieron mejores calificaciones (DAR) cuando esta variable es verdadera, o en el caso
de la variable genero_docente, en donde vemos que las mejores calificaciones son

otorgadas por las docentes de género femenino.
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Figura 3.8 Tablas de correlacion entre la variable a predecir y las variables categoéricas.

Lo anterior nos permite concluir que las variables seleccionadas aportan con informacién
para la obtencién del valor de la variable a predecir, por lo que un modelo que considere
todas estas variables permitira obtener una mayor exactitud en las predicciones

realizadas.



3.2.2 Seleccion del modelo de prediccion

En el analisis de series temporales realizado en el apartado anterior se concluye que la
informacion de las calificaciones, contenidas en el dataset, no muestra significativamente
los atributos necesarios para realizar predicciones utilizando las técnicas tradicionales
aplicables a este tipo de informacion, incluso, los graficos de correlacion evidencian que
no existe una correlacién evidente entre los datos. Esto hace necesaria la exploracion

de otras alternativas para realizar las predicciones requeridas en este trabajo.

En el capitulo 2, analizamos varios estudios que utilizaron diversas metodologias para
realizar predicciones del rendimiento académico estudiantil, entre ellas sobresale el
trabajo de Amirah et al. (2015), en donde mediante el uso de una red neuronal obtuvieron
una exactitud del 98% o el de Sivasakthi (2017), quien logré una exactitud del 93% con
el uso de una red neuronal MLP. El alto nivel de exactitud que puede lograr una red
neuronal, segun los dos trabajos antes mencionados, sumado a la facilidad que tienen
las redes neuronales para analizar, detectar y memorizar patrones entre multiples
variables de entrada, hacen de éstas las mejores candidatas para la construccion del
modelo de prediccion en este trabajo. Sin embargo debemos considerar que, cuando se
trabaja con series de tiempo, en donde la cantidad de datos histéricos puede ser alto, la
mayoria de redes neuronales tienen problemas para relacionar valores que se
encuentran muy distantes entre si en la linea del tiempo, a este problema se le denomina
“desvanecimiento de gradiente”, y nos referimos a él en el capitulo 2; también en ese
mismo capitulo mencionamos que la arquitectura de red neuronal denominada
“Transformers” soluciona el problema del “desvanecimiento de gradiente”, y es por esta
razon que para el presente trabajo utilizaremos este tipo de arquitectura de redes

neuronales en la construccion del modelo de prediccion.
3.2.3 Modelo de prediccién

Para la implementacion del modelo de prediccidn utilizamos la libreria “keras” de Python,
utilizando un componente denominado “keras_transformer”. La definicion de los hiper-

parametros es la siguiente:



Tabla 3.13 Parametros para la definiciéon del modelo de prediccion.

Parametro Descripcion Valor
token_num Numero maximo de tokens de entrada. Se obtiene tomando el tamario
Cada token es un posible valor de la maximo entre los diccionarios de los
secuencia de datos. “‘Datos de entrada” y de los “Datos
objetivo”.
embed_dim Tamano de las capas neuronales de 32 neuronas

codificacion de datos.

encoder_num

Numero de codificadores

2 bloques

decoder_num

Numero de decodificadores

2 bloques

head_num Cantidad de espacios lineales utilizados 4 espacios lineales
para el calculo de los vectores Q, Ky V.
hidden_dim Tamarfio de las redes neuronales “feed 128 neuronas

forward”.

dropout_rate

Tasa de eliminacion para evitar el
sobreajuste del modelo.

0.20 equivalente al 20% de los datos.

use_same_embed

Indica si se utilizara una sola capa de
codificacion de datos tanto para los
“Datos de entrada” y para los “Datos
objetivo”. Si este valor es falso se
utilizaran capas distintas.

Falso

1 # Crear la red transformer
2
3 model = get_model(

4 token_num = max(len(source_token_dict), len(target_ token_dict)),

5 embed dim = 32,

6 encoder num = 2,

7 decoder_num = 2,

8 head num = 4,

9 hidden_dim = 128,

10 dropout_rate = 0.20,

11 use_same_embed = False

12 )

13

14 model.compile(optimizer="adam’,

h5 loss='sparse categorical crossentropy',

16 metrics=['accuracy'])
17

Figura 3.9 Definiciéon del modelo de prediccion.

La figura 3.9 muestra la definicion del modelo utilizado para la predicciéon con los

parametros descritos en la tabla 3.13. Se puede apreciar que para el entrenamiento se

utiliza un optimizador “adam” y para el calculo de la pérdida utiliza la funcion

“sparse_categorical_crossentropy” debido a que existen mas de dos valores (clases) a

predecir.




3.2.3.1 Entrenamiento

El proceso de entrenamiento requiere informacion en el formato esperado por el modelo,
para ello se transformo el dataset resultante del proceso de “Exploracion y validacion de
datos y fuentes” a un conjunto de tokens con el formato adecuado para el entrenamiento.
El dataset se compone de 2,370,727 registros y luego de la transformacion se obtuvieron

1,935,226 tokens para el entrenamiento.
“Token embedding”, transformacion de los tokens de entrenamiento

El proceso de transformacion genera un token por cada estudiante, grado y area de
estudio, identificando también las calificaciones obtenidas antes y durante la pandemia

del COVID-19. En la figura 3.10 se ilustra este proceso.

calificacion area grado tipo_: fecha_ genero_estudiante genmero_docente comportamiento_estudiante dias_entre_actividades en_pandemia

1000 11001 11104 11201 2017-04-24 11302 11302 11600 1710 12102
1000 11001 11104 11201 2017-06-17 11302 11302 11600 11730 12102
1000 11001 11104 11201 2017-11-30 11302 11302 11600 1710 12102
1000 11001 11104 11201 2017-11-30 11302 11302 11600 1710 12102
1000 11001 11104 11201 2017-12-22 11302 11302 11600 1710 12102
1000 11008 11108 11205 2021-09-02 11302 11302 11600 1710 12101
800 11008 11108 11205 2021-09-14 11302 11302 11600 1720 12101
1000 11008 11108 1207 2021-09-07 11302 11302 11600 1710 12101
1000 11008 11108 1207 2021-09-09 11302 11302 11600 1710 12101
800 11008 11108 11207 2021-09-23 11302 11302 11600 1710 12101

< -

[array([12102, 11104, 11001, 11302, 11302, 11405, 11202, 12201, 11600,
11710, 900, 11202, 12208, 11600, 11730, 1000, 11202, 12214,
11600, 11720, 700, 11202, 12214, 11600, 11720, 900, 11202,
12214, 11600, 11720, 1000, 11202, 12214, 11600, 11720, 1000,
11202, 12222, 11600, 11730, 1000, 11202, 12222, 11600, 11730,
1000, 11202, 12238, 11600, 11730, 800, 11202, 12238, 11600,
11730, 800, 11203, 12214, 11600, 11720, 1000]),
array([12102, 11104, 11001, 11302, 11302, 11405, 11202, 12208, 11600,
11730, 1000, 11202, 12214, 11600, 11720, 700, 11202, 12214,
11600, 11720, 900, 11202, 12214, 11600, 11720, 1000, 11202,
12214, 11600, 11720, 1000, 11202, 12222, 11600, 11730, 1000,
11202, 12222, 11600, 11730, 1000, 11202, 12238, 11600, 11730,
800, 11202, 12238, 11600, 11730, 800, 11203, 12214, 11600,
11720, 1000, 11203, 12232, 11600, 11710, 900]),
array([12102, 11104, 11001, 11302, 11302, 11405, 11202, 12214, 11600,
11720, 700, 11202, 12214, 11600, 11720, 900, 11202, 12214,
11600, 11720, 1000, 11202, 12214, 11600, 11720, 1000, 11202,
12222, 11600, 11730, 1000, 11202, 12222, 11600, 11730, 1000,
11202, 12238, 11600, 11730, 800, 11202, 12238, 11600, 11730,
800, 11203, 12214, 11600, 11720, 1000, 11203, 12232, 11600,
11710, 900, 11203, 12232, 11600, 11710, 1000]),
array([12102, 11104, 11001, 11302, 11302, 11405, 11202, 12214, 11600,
11720, 900, 11202, 12214, 11600, 11720, 1000, 11202, 12214,
11600, 11720, 1000, 11202, 12222, 11600, 11730, 1000, 11202,
12222, 11600, 11730, 1000, 11202, 12238, 11600, 11730, 800,
11202, 12238, 11600, 11730, 800, 11203, 12214, 11600, 11720,
1000, 11203, 12232, 11600, 11710, 900, 11203, 12232, 11600,
11710, 1000, 11203, 12232, 11600, 11710, 1000]),

Figura 3.10 Transformacion del dataset con los atributos seleccionados a un conjunto de

tokens para el entrenamiento del modelo.



Cabecera Detalle
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| | |
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Calificacion 1 Calificacion 2
Figura 3.11 Estructura del token.
Cabecera

Cada token se compone de una cabecera y un detalle, esta estructura se muestra en la

figura 3.11. La cabecera la representan los 6 primeros elementos del token y contiene

los siguientes valores:

Tabla 3.14 Estructura de la cabecera del token.

Elemento Contenido Valores
h1 Define si la calificacion fue obtenida enun | 12101: No
periodo de pandemia o no. 12102: Si
h2 Grado de estudio del estudiante cuando 111NN, donde NN es el grado de estudio
obtuvo las calificaciones. segun la tabla 3.14.
h3 Area de estudio en la que obtuvieron las 110NN, donde NN es el cédigo asignado
calificaciones. al area de estudio segun la tabla 3.15.
h4 Género del estudiante. 11301: Masculino
11302: Femenino
hS Género del docente. 11301: Masculino
11302: Femenino
h6 Escala de edad del docente. 114NN, donde NN es el codigo asignado
al rango de edad del docente segun la
tabla 3.16.
Tabla 3.15 Cédigos numéricos para el grado de estudio.
Cédigo Nivel de estudio
00 Inicial
01-10 Primero afio hasta décimo afio de Educacion General Bésica (EGB).
11 Primer afio de Bachillerato General Unificado (BGU).
12 Segundo afo de BGU.
13 Tercer afio de BGU.




Detalle

Tabla 3.16 Cédigos numéricos para el area de estudio.

Cadigo Area de estudio
01 Educacion cultural y artistica
02 Educacion fisica
03 Ciencias Naturales
04 Ciencias Sociales
05 Lengua y Literatura
06 Mateméticas
07 Lengua Extranjera
08 Interdisciplinar

Tabla 3.17 Cédigos numéricos para los rangos de edad.

Cadigo Area de estudio
00 Sin edad definida
01 Primera infancia, menor o igual a 5 anos.
02 Infancia, mayor a 5 y menor o igual a 11 afios.
03 Adolescencia, mayor a 11 y menor o igual a 18 afios.
04 Adulto joven, mayor a 18 y menor o igual a 26 afos.
05 Adulto, mayor a 26 y menor o igual a 40 afos.
06 Adulto maduro, mayor a 40 y menor o igual a 59 afios.
07 Adulto mayor, mayor a 59 afos.

El detalle del token lo componen las calificaciones obtenidas por el estudiante y se divide

en grupos de 5 elementos, cada grupo se estructura de la siguiente manera y representa

a una calificacion obtenida por el estudiante:

Tabla 3.18 Estructura de cada grupo del detalle del token.

Elemento Contenido Valores
dn1 Define el tipo de actividad académica. 112NN, donde NN es el tipo de actividad
segun la tabla 3.18.
dn2 Semana del periodo académico. 122NN, donde NN es el numero de semana, el
rango va desde 01 hasta 99.
dn3 Calificacion del comportamiento del 11500 mas el valor en base 100 de la
estudiante. calificacién obtenida por el estudiante en su




comportamiento, asi, si un estudiante obtiene
100 puntos en comportamiento (nota maxima)
el valor de este elemento es 11600.

dn4 Dias plazo para realizar la actividad 117NN, donde NN es la cantidad de dias de
plazo, el rango va desde 01 hasta 99
dn5 Calificacion obtenida. Calificacion obtenida por el estudiante

multiplicada por 100. Los valores van desde 1
hasta 1000, donde 1000 equivale a una nota
de 10.00.

Tabla 3.19 Cédigos asignados a los tipos de actividad.

Cédigo Tipo de actividad
01 TAI: Trabajos Académicos Independientes (Tareas).
02 AIC: Actividades individuales en clase.

03 AGC: Actividades grupales en clase.

04 LEC: Lecciones.

05 EVAL: Evaluaciones parciales.
06 TUTORIA: Tutorias.
07 EXA: Exdmenes quimestrales.

08 EXGRA: Examenes de gracia.

09 EXSUP: Examenes supletorios.

10 EXREM: Examenes remediales.

Generacion de los tokens para el entrenamiento

Una vez obtenido el arreglo con los tokens se procedié a generar dos arreglos

denominados “source_tokens” y “target _tokens” que seran utilizados en la etapa de

“Cadificacion” y “Decodificacion” del modelo respectivamente.

El contenido del arreglo source_tokens es el conjunto completo de tokens sin el ultimo

elemento de cada token. Y el contenido del arreglo target_tokens es el ultimo elemento

de cada token.




h1

h2

h3

h4

h§ h6 d11 d12 d13 d14 d15 d21 d22 d23 d24 d25 d31 d32 .. dn5

h1 h2 h3 h4 h5 h6 d11 d12 d13 d14 d15 d21 d22 d23 d24 d25 d31 d32 .. dn5
hM h2 h3 h4 h5 h6 di1 di2 d13 d14 d15 d21 d22 d23 d24 d25 d31 d32 .. dn5
h1 h2 h3 h4 h5 h6 d11 d12 d13 d14 d15 d21 d22 d23 d24 d25 d31 d32 .. dn5
hM h2 h3 h4 h5 h6 di1 di2 d13 d14 d15 d21 d22 d23 d24 d25 d31 d32 .. dn5
h1 h2 h3 h4 h5 h6 di11 d12 d13 d14 d15 d21 d22 d23 d24 d25 d31 d32 .. dn5
hM h2 h3 h4 h5 h6 di1 d12 d13 d14 d15 d21 d22 d23 d24 d25 d31 d32 .. dn5
hM h2 h3 h4 h5 h6 di1 d12 d13 d14 d15 d21 d22 d23 d24 d25 d31 d32 .. dn5
\ T )
source_tokens target_tokens

Figura 3.12 Segmentacion del arreglo de tokens.

Diccionarios de datos

Previo al entrenamiento del modelo se realiz6 la adecuacion de cada token agregando

elementos que definan el inicio y fin de un token, ademas de elementos que representen

la ausencia de informacion. Esto debido a que el proceso de entrenamiento requiere

tokens de igual tamafio por lo que es necesario agregar elementos sin informacion en

aquellos tokens con un tamano inferior al requerido. Los valores de cada uno de estos

elementos se muestran en la tabla 3.20.

Tabla 3.20 Cédigos asignados a elementos de delimitacion de tokens.

Cédigo

Tipo de actividad

PAD_TOKEN: Elemento que representa la ausencia de informacion.

START_TOKEN: Representa el inicio de un token.

END_TOKEN: Representa el fin de un token.

Una vez agregados los elementos de delimitacion y normalizado el tamafio de los tokens

se generaron los arreglos requeridos para el proceso de entrenamiento y validacién. Los

arreglos obtenidos se listan en la tabla 3.21.

Tabla 3.21 Arreglos generados para el entrenamiento.

Arreglo

Contenido

source_token_dict

Diccionario con los elementos existentes en el arreglo source_token.

target_token_dict

Diccionario con los elementos existentes en el arreglo target_token.

target_token_dict_inv

Es el mismo diccionario target_token_dict, pero invertido, con la finalidad de
utilizarlo para obtener el resultado de la prediccion.

encoder_input

Arreglo con los tokens que se utilizaran como entrada en el entrenamiento del
modelo en la etapa de “Codificacion”.




decoder_input Arreglo con los tokens que se utilizardan como entrada en el entrenamiento del
modelo en la etapa de “Decodificacion”.

output_decoded Arreglo con los tokens que se utilizaran para validar la exactitud del modelo.

Entrenamiento del modelo

El entrenamiento del modelo se realiz6 utilizando la plataforma de Google Collaboratory,
utilizando un script mediante el cual se almacena paulatinamente los modelos con menor

pérdida a medida que avanza el entrenamiento.

Training and validation loss

—— Training loss
12 —— Validation loss

08

Loss

06

04

~

0 5 10 15 20 p=) 30
Epochs

Figura 3.13 Evolucién de la funcion de pérdida y validacién en el proceso de

entrenamiento.

Para el procesar el entrenamiento se ingresé al modelo los tokens transformados
mediante el proceso de “Token embedding’. El resto de los bloques de la estructura del
modelo “Transformer’ que se muestran en la figura 2.1 se ejecutan automaticamente en
el proceso de entrenamiento y estan definidos como hiper-parametros al construir el

modelo (ver “Definicion del modelo”, antes en esta seccion).

El entrenamiento se realizé utilizando lotes 5000 tokens, utilizando el 20% de los datos

para validacion y el 80% para entrenamiento.



El modelo entrenado se almacend en formato HDF5 de Keras, para luego ser utilizado

en las pruebas de prediccidn y su uso en produccion.
3.2.3.2 Prediccion de calificaciones

Para realizar la prediccion de calificaciones se requiere pasar al modelo un token con
una estructura similar a la que se utilizé para el entrenamiento (ver “Token embedding,
transformacion de los tokens de entrenamiento” antes en esta seccion), esto se logra
realizando el proceso de “Token embedding” sobre la serie de datos que se pasara al

modelo entrenado.

" o Decodificacion de la Calificacion resultante
4{ Token embedding }—» Modelo entrenado —{ prediccion }—» de la prediccion

Serie de datos para la prediccion

Diccionario de datos

Figura 3.14 Proceso de prediccion de calificaciones.

El modelo entrenado toma la serie de datos convertida y con ella realiza una prediccion.
La prediccion se decodifica utilizando el diccionario de datos creados para el

entrenamiento del modelo (ver “Diccionarios de datos” antes en esta seccion).
3.2.4 Arquitectura de la solucién

Para la definicién, entrenamiento y uso del modelo de prediccion hemos definido una
arquitectura que se muestra en la figura 3.15. En ella podemos apreciar dos etapas: la

definicidn y entrenamiento del modelo y la utilizacion del modelo.



Arquitectura de la solucion
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Figura 3.15 Arquitectura de la solucion, vista por etapas.
3.2.4.1 Definicidon y entrenamiento del modelo
En la definicidn y entrenamiento del modelo interactuan los siguientes procesos:

Tabla 3.22 Procesos de la etapa de definicién y entrenamiento del modelo.

Proceso Descripcion

Proceso de extraccion de El proceso de extraccién de datos se realiza mediante una consulta a
datos la base de datos académica creada utilizando SQL. El resultado de la




consulta se envia a un archivo en formato CSV. La estructura del
archivo y su contenido se detalla en numeral “1.7 Dataset’.

Pre-procesamiento de datos

El pre-procesamiento se realizé utilizando scripts de Python. En este
paso se realizé la exploracion y validacion de datos, se extrajeron los
atributos mas relevantes y se generaron los tokens y diccionarios
necesarios para el entrenamiento del modelo de prediccion.

Entrenamiento del modelo de
prediccién

Este paso también se realiz6 utilizando scripts de Python, aqui
construimos el modelo de prediccidn, lo entrenamos y lo almacenamos
para ser utilizado en la generacion de predicciones. En la seccién
“Modelo de Prediccion” se encuentran mas detalles sobre su definicién
y entrenamiento.

3.2.4.2 Utilizacion del modelo

En esta etapa se hace uso del modelo entrenado para realizar predicciones mediante

una interfaz web. Para ello se desarrollaron dos APIls que interactuan entre si y con la

aplicacién web. La figura 3.16 muestra los componentes de esta etapa y su interaccion.

Arquitectura de la solucion - Aplicacion Web

Base de datos
académica

—o—0—0

Almacenamiento del
modelo entrenado

API REST para uso API REST para interaccion
del modelo con la aplicacién web Aplicacion web
de prediccién

Figura 3.16 Arquitectura de la soluciéon, componentes que interactuan con la aplicacién

web.

API REST para uso del modelo de prediccion

Esta API se desarrollé con Django Framework, una libreria de Python, y contiene un solo

servicio web asociado al método POST del protocolo HTTP. Este servicio web acepta un

objeto JSON como parametro con el contenido que se muestra en la tabla 3.23.




Tabla 3.23 Estructura del parametro del servicio web POST /predictions/.

Atributo Descripcion
pandemic Indica si se debe considerar el efecto de la pandemia o no, los valores son:
S :Si
N :No
level Nivel de estudio, los valores son:
0 :inicial
1 :primer afio
2 :segundo afo
3 :tercer afio
4 : cuarto ano
5 :quinto afio
6 :sexto afio
7 :séptimo afio
8 :octavo afio

9 :noveno ano

10 : decimo afio

11 : primer afo de bachillerato
12 : segundo afio de bachillerato
13 : tercer afio de bachillerato

area Area de estudio, los valores son:
ECA : Educacioén cultural y artistica
EF : Educacion fisica

CN : Ciencias Naturales

ES : Estudios Sociales

LL : Lengua y Literatura

MAT : Mateméticas

LE : Lengua Extranjera

ID : Interdisciplinar

studentGen Género del estudiante, los valores son:
F : Femenino
M : Masculino

teacherGen Género del docente, los valores son:
F : Femenino
M : Masculino

teacherAgeScale Escala de edad a la que pertenece el docente, los valores son:
0 : No determinado

: Primera infancia (igual o menor a 5 afios)

: Infancia (entre 6 y 11 afios)

: Adolescencia (entre 12 y 18 afios)

: Adulto joven (entre 19 y 26 afios)

: Adulto (entre 27 y 40 afios)

: Adulto maduro (entre 41 y 59 afios)

: Adulto mayor (igual o mayor a 60 afios)

NOoO Ok WN -




previousScores

Arreglo con las calificaciones obtenidas anteriormente en el area de estudio. La
tabla 3.23 muestra la estructura de los elementos de este arreglo.

Tabla 3.24 Estructura de los “scores” (calificaciones) enviados al servicio web POST

Ipredictions/.

Atributo

Descripcion

activityType

Tipo de actividad, los valores son:
TAI : Trabajos Académicos Independientes (Tareas)
AIC : Actividades Individuales en Clases
AGC : Actividades Grupales en Clase
LEC : Lecciones
EVAL : Evaluaciones
TUTORIA : Tutorias
EXA : Examen
EXGRA : Examen de gracia
EXSUP : Examen supletorio
EXREM : Examen remedial

academicWeek

Numero de semana académica, los valores comienzan en 1 para la primera
semana hasta la semana 46. Este limite debido a que es el nimero maximo de
semanas existentes en el dataset que se uso para el entrenamiento.

studentBehaviour

Calificacion del comportamiento del estudiante, el rango de valores es de 0 a
100.

daysBetweenActivities | Rango de dias desde la ultima calificacién hasta la actual. Los valores son:
10: De 0 a 10 dias
20: de 11 a 20 dias
30: de 21 dias en adelante.

score Calificacion, el rango de valores va de 0 a 10.




Figura 3.17 Ejemplo de la estructura JSON enviada como parametro al servicio web
POST /predictions/.

La figura 3.17 muestra un ejemplo de la estructura que espera el servicio web para
ejecutar las predicciones, nétese que desde la linea 2 a la 7 contiene los atributos
mencionados en la tabla 3.23, mientras que desde la linea 10 a la 14 muestra los
atributos detallados en la tabla 3.24, por ende, el atributo “previousScores” es un arreglo
gue contiene elementos con similar estructura, los cuales se repiten desde lalinea9 ala
43. El elemento que se detalla en las lineas 45 hasta la 48 no contiene el atributo “score”,
justamente porque ese ultimo elemento detalla los atributos adicionales de la prediccion
que se va a realizar. En otras palabras, el ultimo elemento del arreglo “previousScores”

siempre detallara los atributos individuales de la calificacién a predecir.

El detalle de los procesos que se ejecutan al hacer un llamado al servicio POST

/predictions/ se muestra en la figura 3.18, debemos resaltar que el objeto JSON recibido



pasa por un proceso de “input embedding’ para transformar los parametros recibidos a

un token que pueda ser ingresado al modelo para obtener la prediccion. El resultado de

la ejecucion del modelo pasa por un proceso de decodificacién para obtener el resultado

de la ejecucion.

Objeto JSON

1 Servicio Web: POST /predictions/
I gt I Ejecucién del modeio Decodificacion de la
FheTain de prediccion prediccion
Almacenamiento del
modelo entrenado
.

Ly Retorno del resultado
de la prediccion

J

Figura 3.18 Procesos del servicio web para ejecuciéon del modelo de prediccién.

El resultado de la prediccion es un objeto JSON con la estructura que se muestra en la

tabla 3.25 y la figura 3.19 muestra un ejemplo da la respuesta del servicio web de

prediccion.

Tabla 3.25 Estructura del la respuesta del servicio web de prediccién.

Atributo

Descripcion

predictionScore

Prediccion de la calificacion, el rango de valores es de 0 a 10.

predictionClass

Clase asignada a la calificacion, la equivalencia se muestra en la tabla 3.25.

"predictionScore": 9.0,

"predictionClass": "D

AR

Figura 3.19 Ejemplo de la respuesta del servicio web de prediccién.



Tabla 3.26 Clases asignadas a la calificacion, segun la Ley Organica de Educacion

Intercultural.

Clase Equivalencia
DAR Domina los aprendizajes requeridos, calificacion mayor o igual a 9 y menor o igual a 10.
AAR Alcanza los aprendizajes requeridos, calificacion menor a 9 y mayor o igual a 7.
EPAAR Esta préximo a alcanzar los aprendizajes requeridos, calificacion menor a 7 y mayor a 4.
NAAR No alcanza los aprendizajes requeridos, calificacion menor o igual a 4.

API REST para interaccion con la aplicacion web

Para la operacion de la aplicacion web se desarroll6 un API utilizando Java y Spring
Framework, el API interactua con la base de datos académica para recuperar los datos
de los estudiantes sobre los que se realiza la consulta. Luego hace uso del servicio web
de prediccion para realizar las predicciones necesarias de acuerdo con el rango de
prediccion requerido. Los servicios web desarrollados en esta API se clasifican en dos
clases: los servicios web para gestion de objetos y los servicios web para la generacion

de predicciones.
Servicios web para gestion de objetos

Estos servicios web se ajustan a la interfaz IRestCRUDController. Esta interfaz define
algunos servicios de indole genérica que permiten la creacion, recuperacion,
actualizacion y borrado de objetos persistentes (CRUD por sus siglas en inglés). En su
implementacion se debe indicar la clase de los objetos que se gestionara y el tipo de
datos del ID de los objetos. La tabla 3.27 detalla los servicios web que define la interfaz

antes mencionada.

Tabla 3.27 Servicios web definidos por la interfaz IRestCRUDController.

Servicio web Descripcion
GET /search Realiza una busqueda de objetos en base al criterio que acepta como
parametro.
GET /get-by-id Busca un objeto en base a su ID.
GET/ Retorna todos los objetos existentes en el repositorio de la clase que se esta

gestionando. Este método no esta implementado para todos los objetos, por
motivos de seguridad.

POST/ Almacena el objeto enviado como parametro.

POST /save-list Almacena una lista de objetos enviada como parametro.




DELETE /delete-by-id | Elimina un objeto en base a su ID. Se realiza una eliminacion l6gica en la
base de datos. Este método no se implementa en el presente trabajo por
seguridad del repositorio de datos.

Los objetos gestionados mediante este tipo de servicios web se listan en la tabla 3.28.

Tabla 3.28 Clases de los objetos gestionados por los servicios web implementados con
la interfaz IRestCRUDController.

Clase Descripcion Ruta
Activity Actividades académicas. /activities
ActivityType Tipos de actividades académicas. [activity-types
Area Areas de estudio. /areas
Level Niveles de estudio. /levels
Student Estudiantes. /students

La ejecucion de los servicios web retornara como respuesta un codigo de estado HTTP
200 (OK) en caso de que la ejecucion sea exitosa, y un cédigo diferente en caso de algun

error.

Cuando la ejecucion sea exitosa, al codigo de estado acompanara una respuesta en
formato JSON con el objeto u objetos resultantes de la ejecucién de la ejecucién, a
excepcion del servicio de eliminacidn, el cual solo retornara el codigo de estado indicando

que la eliminacion fue exitosa o tuvo un error.
Servicios web para la generacidén de predicciones

Para la generacion de predicciones se construy6 un conjunto de servicios web que se
encuentran en la ruta: /predictions. La lista de los servicios web implementados se

muestra en la tabla 3.29 y todos ellos se ejecutan bajo la ruta antes mencionada.

Tabla 3.29 Servicios web para la ejecucion de predicciones.

Ruta Descripcion

/by-area-and-activity-type | Genera las predicciones de calificaciones en base al ID del estudiante, al
area de estudio, el tipo de actividad y un rango de fechas.

/by-student Genera las predicciones de calificaciones en base al ID del estudiante y a
un rango de fechas.

/by-area Genera las predicciones de calificaciones en base al ID del estudiante, el
area de estudio y a un rango de fechas.




/by-activity-type Genera las predicciones de calificaciones en base al ID del estudiante, a
un tipo de actividad y a un rango de fechas.

Fara facilitar su comprension y uso, se ha documentado el API utilizando el componente
de Spring Framework llamado SpringDoc, el cual hace una implementacion de OpenAPI
3 para generar la documentacion de manera automatica. SpringDoc también despliega
una herramienta de visualizacion de la documentacion creada mediante la herramienta
Swagger-Ul. La tabla 3.30 muestra las rutas de acceso a los componentes mas
importantes de la documentacion, todas las rutas son relativas a la raiz de la

implementacion del servidor del API.

Tabla 3.30 Rutas de acceso a la documentacion del API para la generacion de

predicciones.

Ruta Descripcion

/api/public/doc/v1 Documento en formato JSON de la documentacion del API. Este
documento cumple con la especificacién OpenAPI 3.

/api/public/doc/v1/index.html | Herramienta de navegacion sobre la documentacion del API.

La figura 3.25 muestra un ejemplo de la herramienta de navegacion en la documentacién

implementada utilizando Swagger.



prediction-controller Vv

‘ GET ‘ /predictions/by-student

Name Description

studentld * reavired
integer

(query)

studentld

fromDate * reauired
string fromDate

(query)

toDate * reauired
string
(query)

toDate

Responses

Code Description Links

200 No links
OK

Media type
v )

Controls Accept header.

Example Value = Schema

"studentId”: 0,
"studentName": "string",
"levelName": "string",
"level": 0,

"areas": [

"areaCode": "string",
"areaName": "string",
"activityTypes": [
{
"id": 0,
"readonly":

"descripcion”: "string",

"average": true,
"predictedActivities": [

"id": o,
"readonly": true,
true,

"notaPronosticada”: 0,

Figura 3.20 Ejemplo de la herramienta de navegacion en la documentacion del API para

la generacion de predicciones.
Aplicacién web

Para realizar las predicciones se elabord un prototipo de la aplicacion web que se pondra
en produccion. Este prototipo permite acceder a la informacién de la base de datos
académica de la Unidad Educativa que nos facilito la informacion para la elaboracion del

presente trabajo.



La aplicacion web se desarroll6 como una SPA (Aplicacion de una sola pagina por sus
siglas en inglés) utilizando Angular Framework y hace uso del APl REST descrito en el

apartado anterior.
3.3 3.3 Infraestructura para procesamiento y almacenamiento

El procesamiento del entrenamiento del modelo se realizdé utilizando la plataforma
colaborativa de Google “Google Collaboratory”. Para la ejecucion del modelo en
produccion se implementaron los siguientes servidores en virtuales en la nube, todos

ellos utilizan el sistema operativo CentOS 8:

Tabla 3.31 Infraestructura de procesamiento.

Servidor Caracteristicas Contenido

hachiko.korigen.com | IP: 134.209.42.6 Base de datos académica, proceso de extraccion de
RAM: 4GB datos.
Disco: 50Gb
vCPUs: 2

kobi.korigen.com IP: 159.203.64.190 API REST para prediccion, APl REST para la
RAM: 8GB aplicacién web, almacenamiento del modelo,
Disco: 160Gb procesos de depuracion de datos y de entrenamiento
VCPUs: 4 del modelo de prediccién.

kaiser.korigen.com IP: 134.209.168.225 | Aplicacién web para la generacion de predicciones.
RAM: 1GB
Disco: 25Gb
vCPUs: 1

El dominio “korigen.com” es de propiedad del autor y es utilizado para la provisién de

servicios en la nube tipo SaaS.
3.4 Plataformas y prototipos de visualizacién

La visualizacidn de los resultados se realiza mediante una aplicacion web desarrollada
para el efecto. En el presente apartado detallamos su estructura y mostramos ejemplos

de su operacion.



En esta seccion incluimos imagenes en las que se censura la informacion personal de
los estudiantes por tratarse de menores de edad y en cumplimiento con el acuerdo de

confidencialidad firmado con la Unidad Educativa proveedora de la informacion.
3.4.1 Acceso ala aplicacion

La primera interfaz que se muestra al ejecutar la aplicacion es la pantalla de ingreso de
usuario y clave de acceso, la gestion de usuarios y privilegios se realiza dentro de la
aplicacién de gestion académica. La figura 3.21 muestra un ejemplo de la pantalla de

control de acceso.

&
I< origen

Prondstico de rendimiento estudiantil

Usuario... 2

Contrasena. 8

¢{No recuerdas tu clave? no hay problema, da click aqui.

Figura 3.21 Pantalla de control de acceso a la aplicacion web.
3.4.2 Operacion general de las interfaces para predicciéon

Todas las interfaces que se han desarrollado para este prototipo tienen una estructura
similar. La figura 3.22 muestra la estructura general de las interfaces y la tabla 3.32

contiene una descripcién de cada bloque.
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Escriba el nombre de un estudiante. 10/21/2021 - 11/20/2021

( Por tipo de actividad

Area del conocirgiento: Promedios:
Seleccione un aregetonocimiento v 1.0

Numero de actividad

Figura 3.22 Estructura general de las interfaces de consulta de predicciones.

Tabla 3.32 Componentes de las interfaces graficas para prediccién.

Bloque Descripcion

1 Menu de opciones, permite acceder a las interfaces graficas para realizar las predicciones.

2 Parametros para la consulta de las predicciones, dependiendo de la interfaz en este bloque
se mostraran los parametros necesarios para realizar la prediccion. Una vez ingresados se
presiona el botdn “Procesar” para realizar la prediccion. Como resultado se obtendra un
conjunto de informacién que se puede filtrar en el bloque nimero 3.

3 Filtro de las predicciones realizadas, este bloque permite filtrar la informacion de las
predicciones ya ejecutadas.

4 Graficos, contiene dos graficos con la siguiente informacion:
Grafico de lineas: Presenta una evolucion en el tiempo de las calificaciones.
Grafico de radar: Presenta un estado de los promedios del estudiante en cada area del
conocimiento.

5 Barra de titulo, muestra opciones para colapsar el menu y para salir de la aplicacién.

3.4.3 Codificacion de colores de la informaciéon en los graficos

Los graficos codifican las series de datos con los siguientes colores:




Tabla 3.33 Codificacion de colores de los graficos.

Color

Descripcion

Azul

Serie de datos anteriores a la prediccion.

Naranja

Prediccion en el rango de tiempo solicitado.

Verde

Datos reales en el rango de la prediccion.

3.4.4 Prediccion general

La interfaz de prediccion general permite revisar el promedio de calificaciones obtenidas

por el estudiante. Los elementos que muestra esta interfaz son:

Tabla 3.34 Elementos de la interfaz de Prediccion General.

Seccion

Elemento

Descripcién

Parametros para la
consulta de las
predicciones

Estudiante

Permite seleccionar un estudiante sobre el que se
realizara la prediccion.

Rango de prediccion

Selecciona el rango de fechas de la prediccion.

Procesar

Envia los pardmetros al servicio web para realizar
la prediccion.

Filtro de las
predicciones realizadas

Area del
conocimiento

Permite seleccionar un area del conocimiento para
la visualizacién de las predicciones realizadas.

En la figura 3.23 podemos ver un ejemplo de la informacién generada en esta interfaz.
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Estudiante:

Area del conocimiento:
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Rango de prediccion:

08/01/2021 - 08/31/2021
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Figura 3.23 Ejemplo de la interfaz de predicciéon general.

En este ejemplo podemos apreciar la prediccion para un estudiante en las actividades

realizadas en el rango desde el 1 al 31 de agosto del 2021 en la asignatura de Lengua y

Literatura.

3.4.5 Prediccion por area

La interfaz de prediccion por area permite revisar el promedio de calificaciones obtenidas

por el estudiante en un area de conocimiento determinada. Los elementos que muestra

esta interfaz son:

Tabla 3.35 Elementos de la interfaz de Prediccion General.

Parametros para la
consulta de las
predicciones

conocimiento

Seccién Elemento Descripcion
. Permite seleccionar un estudiante sobre el que se
Estudiante o L
realizara la prediccion.
Area del

Permite seleccionar un area del conocimiento.

Rango de prediccion

Selecciona el rango de fechas de la prediccion.

Procesar

Envia los pardmetros al servicio web para realizar la
prediccion.

Filtro de las
predicciones
realizadas

Tipo de actividad

Permite seleccionar un tipo de actividad para la
visualizacion de las predicciones realizadas.




En la figura 3.24 podemos ver un ejemplo de la informacién generada en esta interfaz.

Estudiante: Area del conocimiento: Rango de prediccion:
& Procesar
Lengua y Literatura 08/01/2021 - 08/31/2021
Tipo de Actividad Promedios:
INSUMO-TAI X v 1 Anterior Prediccion
=1 Anterior Prediccion ] Real ™
10
8 — 1
6 ol Lee
2 /

5]
0

Figura 3.24 Ejemplo de la interfaz de prediccion por area del conocimiento.

En este ejemplo podemos apreciar la prediccion para un estudiante en las actividades
realizadas en el rango desde el 1 al 31 de agosto del 2021 en la asignatura de Lengua y

Literatura y para los tipos de actividad TAI (Trabajos académicos individuales).
3.4.6 Prediccion por tipo de actividad

La interfaz de prediccidon por tipo de actividad permite revisar el promedio de
calificaciones obtenidas por el estudiante en un tipo de actividad determinada. Los

elementos que muestra esta interfaz son:

Tabla 3.36 Elementos de la interfaz de Prediccion General.

Seccién Elemento Descripcion
. Permite seleccionar un estudiante sobre el que se
Estudiante o L
realizara la prediccion.
Parametros para la | Tipg de actividad Permite seleccionar un tipo de actividad.

consulta de las T : T
predicciones Rango de prediccion | Selecciona el rango de fechas de la prediccion.

Envia los pardmetros al servicio web para realizar la
prediccion.

Procesar




Filtro de las
predicciones
realizadas

Area del Permite seleccionar un area del conocimiento para la
conocimiento visualizacion de las predicciones realizadas.

En la figura 3.25 podemos ver un ejemplo de la informacién generada en esta interfaz.

JoNGeneral Estudiante: Tipo de Actividad: Rango de prediccion:
E Por area INSUMO-TAI 08/01/2021 - 08/31/2021
Areas del conocimiento: Promedios:
Lengua y Literatura X v 1 Anterior Prediccién
MaT
1 Anterior Prediccion ] Real -
9 A
8 " :
: 7‘ .
6 "‘ﬁ"’

o - n ow

Numero de actividad

Figura 3.25 Ejemplo de la interfaz de prediccion por tipo de actividad.

En este ejemplo podemos apreciar la prediccion para un estudiante en las actividades
realizadas en el rango desde el 1 al 31 de agosto del 2021 en el tipo de actividad TAI

(Trabajos académicos individuales) y en la asignatura de Lengua y Literatura.
3.5 Métricas y comunicacién de resultados

La tabla 3.37 muestra los principales indicadores que utilizamos para medir el resultado

del presente trabajo.

Tabla 3.37 Indicadores para medir los resultados obtenidos.

Indicador Descripcion
Exactitud (accuracy) | Mide el nivel de exactitud del modelo con respecto a las predicciones
realizadas.
Pérdida (loss) Es la acumulacién de errores entre el conjunto de datos entrenamiento y el de
validacion. Este valor sirve para tener una referencia del valor a minimizar en
el entrenamiento del modelo.




La comunicacion de resultados la realizamos mediante las interfaces graficas detalladas

en el numeral 3.4 Plataformas y prototipos de visualizacion.



CAPITULO 4

4. ANALISIS DE RESULTADOS

4.1 Recoleccion de datos y estrategias para validacion del proyecto

La informacién utilizada para el presente trabajo se extrajo de la base de datos de una
Unidad Educativa particular de educacién primaria y secundaria en la provincia de Santa
Elena. Para extraer la informacion se construyd una sentencia SQL que al ejecutarse
envia el resultado a un archivo en formato CSV. Este archivo luego es pasado por un
proceso de depuracion previo a utilizarlo en el entrenamiento del modelo. El dataset

resultante se analiza con profundidad en el capitulo 3 de este trabajo.

La base de datos de la Unidad Educativa esta en constante evolucion, por lo que se ha
definido una arquitectura que permite implementar una estrategia de entrenamiento

continuo del modelo en base a la informacion que se genera diariamente.

El proyecto se evalud en base a las métricas que se definieron al final del capitulo 3 y
los valores de estas métricas se obtuvieron como resultado del entrenamiento del

modelo.

Training and validation loss

— Taining loss
— Validation loss

Figura 4.1 Grafico de la evolucién del entrenamiento del modelo.
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Figura 4.2 Grafico de la evolucidn de la exactitud del modelo.

Los graficos 4.1 y 4.2 ilustran la evolucion del entrenamiento del modelo, en lo que
corresponde a la pérdida (“loss”) y la exactitud (“accuracy”). La tabla 4.1 muestra los

resultados de las métricas obtenidas en las primeras 32 épocas del entrenamiento.

Tabla 4.1 Resultados de las métricas en los primeros 32 entrenamientos.

Epoch Loss | Accuracy | Validation Loss | Validation Accuracy
1 1.2281 0.7253 0.3371 0.9057
2 0.4827 0.8278 0.3029 0.9054
3 0.4657 0.8299 0.2908 0.9078
4 0.4575 0.8316 0.2883 0.9089
5 0.4493 0.8332 0.2853 0.9100
6 0.4432 0.8342 0.2852 0.9098
7 0.4398 0.8348 0.2830 0.9102
8 0.4372 0.8354 0.2805 0.9107
9 0.4352 0.8359 0.2804 0.9106
10 0.4334 0.8362 0.2802 0.9101
11 0.4320 0.8365 0.2787 0.9108
12 0.4306 0.8369 0.2790 0.9108
13 0.4296 0.8372 0.2809 0.9108
14 0.4287 0.8374 0.2797 0.9111
15 0.4279 0.8376 0.2780 0.9111
16 0.4270 0.8378 0.2843 0.9111




17 0.4265 0.8380 0.2783 0.9111
18 0.4257 0.8382 0.2795 0.9114
19 0.4252 0.8383 0.2796 0.9114
20 0.4246 0.8385 0.2799 0.9113
21 0.4240 0.8387 0.2825 0.9111
22 0.4235 0.8388 0.2791 0.9115
23 0.4230 0.8390 0.2819 0.9114
24 0.4226 0.8391 0.2822 0.9115
25 0.4221 0.8393 0.2805 0.9115
26 0.4217 0.8393 0.2785 0.9116
27 0.4213 0.8395 0.2808 0.9117
28 0.4209 0.8397 0.2790 0.9117
29 0.4206 0.8397 0.2797 0.9116
30 0.4201 0.8399 0.2775 0.9118
31 0.4198 0.8400 0.2793 0.9118
32 0.4194 0.8401 0.2800 0.9117

Podemos apreciar en la tabla que en

las primeras 32 épocas el modelo obtuvo una

exactitud de 0.8401 con una pérdida de 0.4194. En lo que respecta a la validacion, la

exactitud es de 0.9117 con una pérdida de 0.28,

4.2 Puesta en marchay funcionamiento

Si bien es cierto que el prototipo se desarrollé utilizando los servicios de Google

Collaboratory, debemos considerar que la puesta en marcha del prototipo para su

explotacion en produccion se realizé utilizando servicios en la nube.

Una vez desplegados los servidores se procedio a instalar los siguientes componentes

en cada uno de ellos:

Tabla 4.2 Distribucion de los componentes de la solucién en los servidores

implementados.

Servidor

Componentes instalados

Implementado con...

hachiko.korigen.com

Base de datos académica

PostgreSQL 10

Proceso de extraccion de datos

Shell y Cron de Linux

kobi.korigen.com

Almacenamiento del modelo entrenado

Sistema operativo

Pre-Procesamiento de datos

Python 3

Entrenamiento del modelo de prediccién

Python 3




API REST para interaccién con el servidor Web Java 8
API REST para uso del modelo de prediccion Python 3 y Django
kaiser.korigen.com | Aplicacién web Apache web server

4.3 Pruebas de funcionalidad

La figura 4.3 muestra un ejemplo de prediccion para un estudiante en la asignatura de
ciencias naturales sobre actividades planificadas para el periodo entre el 1 y 30 de

septiembre del 2021. Con la finalidad de apreciar la prediccién, en este caso se oculté la

linea de prediccion.
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Figura 4.3 Ejemplo de una prediccidon general de calificaciones.

La figura 4.4 muestra las predicciones realizadas para el mismo estudiante.
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Figura 4.4 Ejemplo de una predicciéon general de calificaciones.

Podemos apreciar en este caso que la unica prediccidn significativamente
desproporcionada es la numero 56, mientras que el resto de las predicciones se ajusta
bastante bien a los datos reales. También se puede apreciar que la prediccién del

promedio final del estudiante se ajusta significativamente bien a los datos reales.

Por otra parte, en la figura 4.5 se muestra la ejecucion de la prediccién general para un
segundo estudiante. Podemos apreciar que, en este caso, a pesar de que la prediccion
tiene un margen considerable de error, el comportamiento de las calificaciones se predice

con bastante similitud.
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Figura 4.5 Ejemplo de una prediccidon general de calificaciones.

En lo que respecta a los indicadores para evaluar el performance del modelo, se

obtuvieron los siguientes resultados:

Tabla 4.3 Valores de los indicadores para evaluacion del trabajo.

Indicador Valor
Exactitud (accuracy) 0.8374
Pérdida (loss) 0.4283

A pesar de que el indicador de pérdida refleja aun un conjunto de errores importante,
debemos resaltar que la exactitud del modelo es bastante aceptable, aunque aun no
llega a los niveles de exactitud del estado del arte, los cuales estan por encima del 0.9
(90%).

4.4 Analisis costo/beneficio

Para analizar el costo/beneficio de implementar la herramienta de software propuesta en
el presente trabajo, debemos considerar que se integrara como un médulo adicional que
agregara valor a una aplicacion que se ofrece en la nube bajo la modalidad de “Software

As A Service” (SaaS por sus siglas en inglés), por lo tanto, el presente analisis se realiza



desde la perspectiva del incremento esperado en las ventas como producto de la

integracion de este componente adicional.
441 Costos

Los costos iniciales relacionados al presente trabajo se reflejan en la tabla 4.4 y se

agrupan en dos categorias: desarrollo del médulo y el paso del prototipo a produccién.

Tabla 4.4 Costos relacionados al trabajo.

Categoria Valor ($)
Desarrollo 3,477.27
Paso del prototipo a produccién 3,809.09
7,286.36

Estos valores se consideran la inversion inicial y sera recuperada con la venta del modulo

a los nuevos clientes.

La tabla 4.5 muestra el costo de operacion mensual del médulo en la nube en el item
“Operacion mensual por los clientes actuales”. Este valor correspondiente al costo del
incremento en los recursos de los servidores para la operacion del médulo desarrollado.
El item denominado “Operacion mensual por cada nuevo cliente” se refiere al costo
mensual del incremento necesario en los recursos de los servidores para soportar un

nuevo cliente que utilice el mddulo de prediccion.

Tabla 4.5 Costos relacionados al trabajo.

Costo mensual Valor ($)
Operacién mensual por los clientes actuales 211.05
Operacién mensual por cada nuevo cliente 20.00

4.4.2 Beneficios

El beneficio principal esperado con este trabajo y su adicion a la aplicacién
comercializada en la nube es el incremento del portafolio de servicios y con ello la
atraccion de nuevos clientes ademas de la fidelizacion de los actuales. Desde esta

perspectiva se realiza el analisis de los beneficios esperados desde tres escenarios:



pesimista, esperado y optimista; estos tres escenarios se detallan en la tabla 4.6, en
donde se describe lo que implica cada uno de ellos, asi como el incremento anual de

clientes que contratara el médulo en cada escenario.

Tabla 4.6 Escenarios para el analisis del costo/beneficio.

Escenario Descripcion Clientes
Pesimista | Ningun cliente nuevo contrata el médulo. 0
Esperado | Al menos el 50% de los clientes nuevos contrata el médulo. 2
Optimista | Todos los clientes nuevos contratan el médulo. 4

El promedio de nuevos clientes al afio para la aplicacién completa, en valores enteros,
es de 4 y el presente analisis se realiza con la premisa de que este promedio se
mantiene, a pesar de que con la implementacion del nuevo médulo se espera un

incremento en esta cantidad.

De la cartera actual de clientes, cuatro de ellos han manifestado su interés en la
contratacion del mddulo de prediccidon académica una vez que se encuentre en
produccion, por razones de reserva los denominaremos: Cliente A, Cliente B, Cliente C
y Cliente D respectivamente. La modalidad de facturacion del servicio se indexa a la
cantidad de estudiantes y el precio de lanzamiento del médulo sera de $ 1,00 (un ddlar)

anual por estudiante. La tabla 4.7 muestra un resumen del analisis realizado:

Tabla 4.7 Resumen de ingresos esperados por la comercializacion del médulo.

Cliente | 21\ diantes. | ostudiante | 1o
Cliente A 863 1.00 863.00
Cliente B 631 1.00 631.00
Cliente C 184 1.00 184.00
Cliente D 962 1.00 962.00

2,640.00

El promedio de estudiantes de las Unidades Educativas es de alrededor de 650, por lo
que utilizaremos esta cifra para los calculos de las proyecciones anuales de ingresos y

gastos. Los resultados para cada escenario en 5 periodos consecutivos son:



Tabla 4.8 Resultados para los escenarios pesimista, esperado y optimista.

Escenario pesimista: Ningun cliente nuevo contrata el médulo.

Periodo 0 1 2 3 4 5
Clientes nuevos 0 0 0 0 0
Ingresos 2,640.00 2,640.00| 2,640.00| 2,640.00| 2,640.00
Costos 211.05 211.05 211.05 211.05 211.05
Resultado -7,686.36 | 2,428.95 2,428.95| 2,428.95| 2,428.95| 2,428.95
Escenario esperado: Al menos el 50% de los clientes nuevos contrata el médulo.

Periodo 0 1 2 3 4 5
Clientes nuevos 2 4 6 8 10
Ingresos 3,940.00 5,240.00| 6,540.00| 7,840.00 9,140.00
Costos 251.05 291.05 331.05 371.05 411.05
Resultado -7,686.36 | 3,688.95 4,948.95| 6,208.95| 7,468.95 8,728.95
Escenario optimista: Todos los clientes nuevos contratan el médulo.

Periodo 0 1 2 3 4 5
Clientes nuevos 4 8 12 16 20
Ingresos 5,240.00| 7,840.00| 10,440.00| 13,040.00| 15,640.00
Costos 291.05 371.05 451.05 531.05 611.05
Resultado -7,686.36| 4,948.95| 7,468.95| 9,988.95| 12,508.95| 15,028.95

Con estos resultados realizamos el céalculo del “Valor Actual Neto” (VAN) y la “Tasa

Interna de Retorno” (TIR),

financieramente el proyecto. La tasa de retorno considerada para estos calculos es del

para cada escenario, con

10%. En la tabla 4.9 se muestran los valores de estos indicadores.

la finalidad de evaluar

Tabla 4.9 Resultados para los escenarios pesimista, esperado y optimista.

Podemos apreciar que la TIR, aun en el escenario pesimista, es mayor a la tasa de
retorno del proyecto (10%), esto nos indica que los beneficios esperados del proyecto
son superiores a los costos incurridos para su desarrollo lo que nos permite concluir que

su ejecucion es completamente viable.

Escenario VAN TIR

Pesimista 1,521.27 17%
Esperado 14,943.53 60%
Optimista 28,365.79 90%




CONCLUSIONES Y RECOMENDACIONES

CONCLUSIONES

1.

El conjunto de atributos seleccionados por su significancia para la prediccion de
calificaciones (detallados en la tabla 3.10) es consistente con lo anticipado en el
estado del arte, pues representan informacion demografica, social y de calificaciones
anteriores del estudiante, sin embargo, durante el analisis se encontrdé que la nota
obtenida también es afectada por factores externos tales como: el tipo de actividad,
su frecuencia, el docente y ademas, en este caso, por la pandemia del COVID-19.
La utilizacion de un modelo que implementa el procesamiento de series temporales
mediante redes neuronales tipo “transformer” nos permiti6 aprovechar Ilas
caracteristicas de este tipo de redes tales como el procesamiento en paralelo, la
deteccion y aprendizaje de patrones, la memoria a largo plazo y el mecanismo de
atencion para mejorar el desempeno de la prediccion. Esta caracteristica se evidencia
en la imagen 4.5, en donde se muestra que la prediccion del comportamiento de las
calificaciones es bastante aproximada a la realidad a pesar de que las calificaciones
anteriores no evidencian un patron definido. Este comportamiento demuestra la
capacidad del modelo de interpretar la incidencia de todos los parametros al realizar
la prediccion.

A pesar del escaso entrenamiento del modelo las predicciones alcanzadas
evidencian su eficiencia al pronosticar el comportamiento de las calificaciones en
forma coherente y muy cercana a la realidad. Esto es consistente con los resultados
detallados en la tabla 4.1, en donde se refleja una exactitud (accuracy) del 84.01%

en el entrenamiento y un 91.17% en la validacion.

. Los requerimientos técnicos necesarios para la implementacion de los diversos

componentes de software desarrollados en el presente trabajo, y detallados en la
tabla 3.31, dificultan su instalacién en cada unidad educativa, lo que genera una

excelente oportunidad de provision como una herramienta de tipo SaaS.



5. La herramienta de software desarrollada en este trabajo muestra el estado del

rendimiento académico de un estudiante con corte a una fecha y permite pronosticar
su comportamiento en un rango de tiempo, con base en las actividades planificadas
con antelacion. Incluye ademas una vista proyectada de su nivel académico en todas
las areas del conocimiento, de manera que los directivos institucionales pueden tener
una vision global del estado cognitivo actual y futuro del estudiante y con ello tomar

decisiones oportunas.

RECOMENDACIONES

1.

Incrementar la cantidad de épocas de entrenamiento con la finalidad de reducir la
pérdida y aumentar la precision previo a la implementacion del modelo en entornos
de produccion. Para ello es recomendable el uso de plataformas especializadas en
el entrenamiento de modelos de machine learning.

Generar modelos independientes para cada entidad, entrenados con sus propios
datos. Esto con la finalidad de que los modelos aprendan de las condiciones
particulares de cada institucion mejorando de esta manera la exactitud de sus
predicciones. Sin embargo, debido a la gran cantidad de tiempo y recursos que
requiere el entrenamiento de las redes neuronales, se recomienda utilizar técnicas de
“Transfer Learning” y aprovechar el conocimiento almacenado en modelos pre-
entrenados como base para los modelos individuales.

Realizar convenios con entidades que puedan proveer la informacidén necesaria para
la generacion de los modelos pre-entrenados. Es importante que los convenios
contengan clausulas de confidencialidad y anonimizacién de datos que permitan
acceder a la informacion de las entidades de manera confiable y segura.

Utilizar la metodologia de seleccidn de atributos detallada en el capitulo 3 para
analizar e incluir nuevos items al modelo de prediccion, con la finalidad de optimizar

en forma progresiva la exactitud de las predicciones.
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GLOSARIO

API

na API o interfaz de programacion de aplicaciones es un conjunto de definiciones y
protocolos que se usa para disefar e integrar el software de las aplicaciones. (¢, Qué es
una API1?, 2017)

APl REST

Una API de REST, o APl de RESTful, es una interfaz de programacion de aplicaciones
(APl o APl web) que se ajusta a los limites de la arquitectura REST y permite la
interaccién con los servicios web de RESTful. El informatico Roy Fielding es el creador
de la transferencia de estado representacional (REST). (¢ Qué es una APl de REST?,
2020)

Cloud computing

El cloud computing es la ejecucion de las cargas de trabajo en las nubes, las cuales son
entornos de Tl que extraen, agrupan y comparten recursos flexibles en una red. (;,Qué

es el cloud computing?, 2018)
CRUD

CRUD (Create, Read, Update, Delete) es un acrénimo para las maneras en las que se
puede operar sobre informacion almacenada. Es un neménico para las cuatro funciones
del almacenamiento persistente. CRUD usualmente se refiere a operaciones llevadas a
cabo en una base de datos o un almacén de datos, pero también pude aplicar a funciones
de un nivel superior de una aplicacion como soft deletes donde la informacién no es
realmente eliminada, sino es marcada como eliminada a través de un estatus. (CRUD -
Glosario | MDN, 2022)

Framework



Un framework es un esquema o marco de trabajo que ofrece una estructura base para
elaborar un proyecto con objetivos especificos, una especie de plantilla que sirve como

punto de partida para la organizacion y desarrollo de software. (Edix, 2021)
Front end

El Front end es la parte de una web que conecta e interactua con los usuarios que la
visitan. Es la parte visible, la que muestra el disefio, los contenidos y la que permite a los
visitantes navegar por las diferentes paginas mientras lo deseen. (;,Qué es Front end y

para qué sirve?, 2020)
Funcién de pérdida

Una funcién de pérdida mide la discrepancia entre la prediccion de un algoritmo de
aprendizaje automatico y la salida supervisada y representa el costo de equivocarse.
(Funcion de funciones de pérdida (MicrosoftML) - SQL Server Machine Learning
Services, 2021)

HTTP

El protocolo de transferencia de hipertexto (HTTP por sus siglas en inglés) fue disefiado
para la comunicacion de clientes con servidores mediante el intercambio de documentos
elaborados con HTML, aunque actualmente se usa para transferir mas tipos de
informacion. HTTP contiene, en su definicidén, algunos verbos que indican la accién que
se desea realizar con un recurso en particular, estos verbos son aprovechados por la

arquitectura REST para la interaccion entre los productores y consumidores.
JSON

La notacion de objetos Javascript (JSON por sus siglas en inglés), es un conjunto de
convenios para la representacion e intercambio de datos en formato texto que se

caracteriza por se ligero y facil de interpretar.
LMS

Los sistemas de gestion de aprendizaje (LMS por sus siglas en inglés) son herramientas

que facilitan la interaccién entre estudiantes y docentes mediante una plataforma



informatica en la que se definen, distribuyen y controlan actividades relacionadas al

proceso de ensefianza / aprendizaje.
Machine learning

El Machine Learning o aprendizaje automatico es un campo cientifico y, mas
particularmente, una subcategoria de inteligencia artificial. Consiste en dejar que los
algoritmos descubran “patterns”, es decir, patrones recurrentes, en conjuntos de datos.

Esos datos pueden ser numeros, palabras, imagenes, estadisticas, etc. (Attal, 2021)
Procesamiento de lenguaje natural (NLP)

El Procesamiento del Lenguaje Natural (PLN), en inglés Natural Language Processing,
es un campo de las ciencias de la computacién e ingenieria que se ocupa de facilitar la
interaccidn humana con las maquinas a través del uso del lenguaje natural o lenguaje
humano. El Procesamiento del Lenguaje Natural ocurre es a través de un proceso en el
cual la maquina, que solamente entiende un lenguaje binario de ceros y unos, es

entrenada para entender el lenguaje humano. (Collaguazo, 2019)
Optimizador

Los optimizadores actualizan los parametros de peso para minimizar la funcién de
pérdida. La funcion de pérdida actua como guia para el terreno, indicando al optimizador
si se esta moviendo en la direccion correcta para llegar al fondo del valle, el minimo

global. (Descripcion general de diferentes optimizadores para redes neuronales, 2020)
Red neuronal

Una red neuronal es un modelo simplificado que emula el modo en que el cerebro
humano procesa la informacion: Funciona simultaneando un numero elevado de
unidades de procesamiento interconectadas que parecen versiones abstractas de

neuronas. (El modelo de redes neuronales, n.d.)
REST

La arquitectura de transferencia de estado representacional (REST por sus siglas en

inglés) fue definida en el 2020 en la tesis doctoral de Roy Fielding y su principal



caracteristica es que utiliza HTTP para comunicar un productor (servidor) con un

consumidor (cliente).
SaaS

El software como servicio (SaaS) es una forma de cloud computing que ofrece a los
usuarios una aplicacion en la nube junto con toda su infraestructura de Tl y plataformas

subyacentes. (¢ Qué es un SaaS?, 2019)
Singe page application

Una web SPA o single page application se refiere a una forma de desarrollo web en la
que la pagina web esta contenida en un unico archivo. De esta forma, se carga todo en
HTML y, mientras naveguemos por la pagina, ira solicitando el contenido al servidor.

(Qué es una web SPA | Single Page Applications, 2020)
Token

Representa un objeto o simbolo (seria esa su traduccién al espanol), que puede ser tanto
software como hardware que representa la capacidad o derecho de realizar una

operacion. (Castillo, 2020)
Transfer Learning

El Transfer Learning, o aprendizaje transferido en espanfol, se refiere al conjunto de
meétodos que permiten transferir conocimientos adquiridos gracias a la resolucion de

problemas para resolver otros problemas. (Attal, 2022)
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