
ESCUELA SUPERIOR POLITÉCNICA DEL LITORAL
Facultad de Ingeniería en Electricidad y Computación

“Uso de información académica histórica para predicción de
rendimiento estudiantil”

TRABAJO DE TITULACIÓN

Previo a la obtención del Título de:
MAGISTER EN CIENCIAS DE LA COMPUTACIÓN

Presentado por:
Gladys Carrillo

GUAYAQUIL - ECUADOR

AÑO: 2018



II

AGRADECIMIENTOS

A mi familia por su apoyo en la

etapa de estudios y en todos los

momentos difíciles.

A todos quienes hicieron posible

que este trabajo llegue a su fin.



III

DEDICATORIA

Dedico este trabajo a mi hijo

Andrés, mi motivación por siempre.



IV

TRIBUNAL DE SUSTENTACIÓN

PhD. Xavier Ochoa
Tutor

PhD. Katherine Chiluiza
Co-Tutora

PhD. César Martín
Subdecano de la Facultad

PhD. Enrique Peláez
Revisor 1

PhD. Otilia Alejandro
Revisor 2



V

DECLARACIÓN EXPRESA

“La responsabilidad por los hechos, ideas y doctrinas expuestas en este

informe me corresponde exclusivamente; y, el patrimonio intelectual de la

misma, a la ESCUELA SUPERIOR POLITÉCNICA DEL LITORAL”

(Reglamento de Graduación de la ESPOL).

Gladys Carrillo Bastidas



VI

RESUMEN

Por la inversión estatal en la educación superior y para mejorar la calidad

de la educación universitaria, las instituciones de educación superior han

puesto gran interés en reducir los fracasos académicos de sus estudiantes

para lograr que avancen en su formación y completen su carrera. Varias

técnicas de minería de datos se han utilizado para predecir el rendimiento

estudiantil con el objetivo de que puedan ser utilizadas por las instituciones

de educación superior para asistir a los estudiantes con problemas en alguna

etapa de su formación universitaria. En el presente trabajo de tesis se evalúa

el rendimiento de las técnicas de minería de datos: Regresión Logística,

Máquina de soporte vectorial, Red Neuronal Profunda y Regresión Lineal

para la predicción de rendimiento estudiantil utilizando solo la información

académica de los estudiantes. Los modelos de predicción propuestos bus-

can predecir la aprobación de la materia y su nota promedio final. Dos

conjuntos de variables se utilizan en los modelos, el primero consiste en

las notas promedio finales de las materias de semestres anteriores y el

otro conjunto de variables combina aspectos relacionados al semestre, a

la materia y al rendimiento académico del estudiante obtenido a través de

sus calificaciones. Los resultados de los experimentos de predicción de

aprobación de una materia obtienen buenos valores de accuracy, siendo

la red neuronal profunda la que obtiene el valor mayor con un 82 %. Sin

embargo, los experimentos para la predicción de calificaciones no lograron

buenos resultados en la estimación del promedio final de una materia.
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CAPÍTULO 1

1. Introducción

1.1. Antecedentes y Justificación

En los últimos años en el Ecuador se ha puesto gran interés en

mejorar la calidad de la educación universitaria ecuatoriana para

satisfacer la demanda de profesionales requeridos en las áreas de

interés de desarrollo productivo del país[1].

El rendimiento académico de los estudiantes es un factor funda-

mental en la medición de la calidad de la educación universitaria[2].

Este indicador, medido a través de las calificaciones obtenidas y

reflejando las materias aprobadas y perdidas[3], permite estimar la

situación actual de los estudiantes frente al curriculum académico de

la carrera que esta cursando.

En la educación superior existen diversas variables que influyen
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en el rendimiento académico tales como relacionadas al entorno

personal, factores socio-familiar y entorno académico[2][3]. Entre las

variables relacionadas al entorno personal se encuentran la edad, el

género, el estado civil, los problemas de salud o discapacidad y la

situación laboral del estudiante. Las variables relacionadas con los

factores socio-familiares son el el estrato social, el apoyo afectivo que

recibe de su familia, el ingreso familiar, las actividades recreativas

y la cantidad de amigos. Las variables relacionadas al entorno

académico y universitario incluyen el promedio de calificaciones

del bachillerato, el tipo de universidad, los resultados de pruebas

vocacionales, el nivel de dedicación del estudiante, el número de

asignaturas cursadas, la relación con el profesor, la carga curricular

y el promedio general. Cualquiera de las variables mencionadas

puede tener un impacto negativo sobre el rendimiento académico

si no son manejados adecuadamente, por lo tanto, es importante

que los directivos de las universidades estén conscientes de los

efectos de los factores y busquen estrategias para detectar a tiempo

cualquier situación que ponga en riesgo los logros académicos de sus

estudiantes.

Además, por la inversión estatal en la educación superior, las uni-

versidades están llamadas a brindar excelente formación académica

y reducir los fracasos académicos de su estudiantado, lograr que

avancen en su formación y completen su carrera. Las universidades

se verían beneficiadas con mecanismos de predicción del rendimiento

académico de sus estudiantes para poder identificar a aquellos que

tienen problemas de rendimiento académico en alguna etapa de su

formación universitaria para poder asistirlos.
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El uso de técnicas de minería de datos ha sido explorado por

instituciones de educación superior en la predicción del rendimiento

académico [4]. La minería de datos es el proceso de descubrir pa-

trones en grandes conjuntos de datos [5] utilizando diversos métodos

como estadística, inteligencia artificial y aprendizaje automático. La

minería de datos aplicada a la educación o EDM 1 es un área activa

de investigación [6] y está relacionada a la aplicación de métodos

de minería en conjuntos de datos originados en entornos educativos,

para descubrir nuevos conocimientos sobre cómo los estudiantes

aprenden [7].

Una de las aplicaciones más antiguas y populares de la minería de

datos en la educación ha sido la predicción del rendimiento estudiantil,

empleando para ello diversas técnicas entre las que se encuentran

las redes bayesianas [8], los árboles de decisión [9] y máquinas de

soporte vectorial (SVM)[10].

Las aplicaciones de las técnicas ya sea para predecir la nota

promedio final o predecir aprobación de una materia, pueden ser

parte de herramientas de software que utilizan las universidades para

dar apoyo a sus estudiantes. Por ejemplo, el sistema de consejerías

académicas que está orientado a proveer a los alumnos el apoyo de

un tutor –quien realiza recomendaciones en base a su experiencia y al

historial académico del estudiante–, podría incluir información adicio-

nal generada a través de técnicas de predicción que permitiría al tutor

contar con datos útiles para adecuar la estrategia de recomendación

para minimizar el riesgo de reprobación de una materia. También

la información de predicción podría ser parte de nuevos sistemas
1Educational Data Mining
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o sistemas existentes que le permitan a un profesor consultar en

cualquier momento el riesgo que tiene un estudiante de reprobar una

materia.

1.2. Objetivos

1.2.1. Objetivo General

Proponer un modelo para predecir el rendimiento académico

de un estudiante en una materia mediante el uso de su

historial académico y el de sus pares.

1.2.2. Objetivos Específicos

Los objetivos específicos del presente trabajo son los siguien-

tes:

1. Diseñar una metodología para predecir la aprobación

de una materia usando solo el historial académico del

estudiantes.

2. Diseñar una metodología para predecir la nota pro-

medio final de una materia usando solo el historial

académico del estudiante.

3. Implementar las metodologías usando las técnicas de

regresión logística, máquina de soporte vectorial, redes

neuronales profundas y regresión lineal.

4. Evaluar el rendimiento de las técnicas al ser aplicadas

al mismo conjunto de datos.
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5. Comparar los resultados de rendimiento entre las dife-

rentes técnicas.

1.3. Alcance

El alcance del presente trabajo es el uso de técnicas de minería

de datos en la educación para proponer un modelo para predecir

el rendimiento académico usando sólo el historial académico del

estudiante y sus pares. No se consideran las variables personales

y socio-familiares de los estudiantes como parte de las variables

empleadas en las técnicas de predicción.

1.4. Organización del documento

En el Capítulo 1 se exponen los antecedentes y la justificación

del presente trabajo, además se plantean los objetivos que se

pretenden alcanzar.

En el Capítulo 2 se hace una revisión de los algoritmos de

predicción y de los trabajos existentes relacionados al uso

de minería de datos en la educación para la predicción del

rendimiento académico a nivel universitario.

En el Capítulo 3 se explica el proceso de recolección de datos,

el diseño de los experimentos y se presentan las variables de

predicción a utilizar.

En el Capítulo 4 se exponen los resultados de los experimentos

y se comparan los valores de rendimiento obtenidos por cada

una de las técnicas empleadas en cada experimento.
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Finalmente se presentan las conclusiones del trabajo realizado.



CAPÍTULO 2

2. Marco Teórico

2.1. Algoritmos de predicción y clasificación

Una máquina de soporte vectorial(SVM)[11] es un algoritmo

de aprendizaje de máquina supervisado usado principalmente para

problemas de clasificación. Es una representación de los ejemplos

como puntos en el espacio de n dimensiones (donde n es el número

de variables), mapeado de manera que los ejemplos de cada clase se

dividan por hiperplanos que definan una brecha clara lo más amplia

posible. SVM tiene ventajas en optimización global, capacidad de

generalización y aprendizaje con muestras de tamaño pequeño.

La regresión logística es un método estadístico para analizar un

conjunto de datos y predecir una salida (variable dependiente con solo

dos valores posibles) en función de las variables independientes. El
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objetivo de la regresión logística es encontrar el mejor modelo de ajus-

te para describir la relación entre la variable de interés(dependiente)

y el conjunto de variables independientes, utilizando una función

logística. Una ventaja de la regresión lineal es que no requiere la

normalidad estricta de los datos.

Una red neuronal se refiere a un conjunto de neuronas o unidades

conectadas entre sí que funcionan en paralelo para completar una

tarea. Cuando la red neuronal tiene varias capas se denomina red

neuronal profunda. La idea principal del uso de una red neuronal

profunda es que con más capas intermedias –con más neuronas cada

una– se pueden mejorar las predicciones en conjuntos de datos más

complejos[12].

La regresión lineal es un método estadístico para aproximar

la relación entre una variable dependiente y una o más variables

independientes. La variable dependiente debe tener un valor continuo.

Cuando el modelo lineal involucra varias variables dependientes –con

el fin de mejorar la precisión en la estimación– se denomina modelo

de regresion lineal múltiple.

2.2. Predicción de rendimiento estudiantil

La predicción del rendimiento estudiantil es un tema que ha sido

objeto de estudio durante varios años. Varias técnicas como modelos

estadísticos o matemáticos, minería de datos y aprendizaje automá-

tico se utilizan para analizar el comportamiento de los estudiantes y

predecir el éxito o fracaso durante sus estudios. Las técnicas pueden

aplicarse para predecir notas en una materia, promedio general, o
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para predecir la aprobación de materias, semestres o carrera. A

continuación se presenta un revisión de trabajos de predicción de

rendimiento estudiantil a nivel universitario.

Un modelo con regresión logística es utilizado por Sule y Saporu

[13] para la predicción del riesgo de reprobación del curso Cálculo

Elemental de la Facultad de Ciencias de la universidad de Maiduguri

(Nigeria). Las variables utilizadas para la predicción incluyen el “GPA”

del estudiante y variables relacionadas a la motivación del estudiante

y su actitud hacia el curso, las cuales fueron recolectadas mediante

una encuesta realizada a los estudiantes. El modelo de regresión

logística pudo realizar la predicción con un 70.8 % de precisión.

Otro modelo con regresión logística es utilizado por Urrutia et al.

[14] para la predicción del rendimiento académico durante el primer

año de la carrera de medicina de la Universidad Nacional Autónoma

de México. El modelo utiliza 72 variables generadas a partir de los

resultados de una encuesta realizada a los estudiantes para conocer

sobre su historial académico, factores sociales, su interés en la

carrera y sus estrategias de estudio. El modelo puede predecir con

un 71 % si los estudiantes aprueban todas las materias o falla alguna

de ellas al final del primer año de estudios.

Strecht et al.[15] evaluaron los algoritmos de clasificación k-

Nearest Neighbors (kNN), Random Forest (RF), AdaBoost(AB), Clas-

sification and Regression Trees (CART) y Máquina de Soporte Vec-

torial(SVM) para predecir la aprobación de los estudiantes en una

materia. Los experimentos se realizaron utilizando la información de

alrededor de 700 materias de diversos programas de la Universidad

de Porto (Portugal). Las variables utilizadas en el proceso de predic-
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ción están relacionadas al estudiante como “edad ’, “género’, “estado

civil ’, “nacionalidad ’ , “beca’, “necesidades especiales’ , “tipo de admisión’,

entre otras; la variable a predecir era la aprobación de la materia.

Los resultados muestran que SVM y los árboles de decisión tienen un

mejor rendimiento con más del 60 % de precisión, aunque no existe

una diferencia estadística significativa entre los demás algoritmos.

Ramanathan [16] propone un algoritmo basado en árboles de

decisión mediante una variación del algoritmo ID3 al asignar pesos

a cada atributo al momento de cada toma de decisión. Para la evalua-

ción de su propuesta utilizaron datos académicos de 304 estudiantes

de la Escuela de Ciencias Computacionales de la Universidad VIT

(India), para predecir la aprobación de las materias de un semestre en

el año 2011. Las variables utilizadas incluían la “edad ’, “género’, “las

notas de la educación secundaria’ y “CGPA’1. Para medir el rendimiento

de su propuesta compararon los resultados de ID3 con los algoritmos

J48 y Naïve Bayes, logrando el algoritmo modificado de ID3 un

rendimiento mayor con un valor de 93 % de precisión sobre el 78.6 %

para J48 y 75 % para Naïve Bayes.

Un modelo usando prototipos difusos y clasificación no supervisa-

da es propuesto por Vásquez et al. [17] para predecir el riesgo que

tiene un estudiante de reprobar un semestre. Las variables utilizadas

describen la carga académica del semestre mediante medidas refe-

rentes a cada materia como la rigurosidad de calificación y la dificultad

de aprobación; además incluyen cinco factores que describen las

habilidades del estudiante cuando aprueban una materia. Con este

conjunto de características se realiza el proceso de clustering para
1Cumulative Grade Point Average
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clasificar de manera no supervisada y predecir el riesgo de reproba-

ción del semestre en base a las características de estudiantes con

semestres similares. En la evaluación el modelo propuesto tuvo una

tasa de acierto superior al 75 % y al ser comparado con un modelo de

regresión logística obtuvo un valor de 0.01 de confiabilidad.

Sharabiani et al. [18] proponen un modelo de predicción basado

en redes bayesianas(BN) con el objetivo de obtener un pronóstico de

las notas de los estudiantes en tres cursos principales de la carrera

de ingeniería de la Universidad de Illinois en Chicago. Las notas de

los cursos Física General II, Cálculo II y Programación C/C++ que se

toman en el segundo semetre, tienen gran impacto en la retención de

los estudiantes ya que son considerados cursos difíciles y la mayoría

obtiene notas bajas. El modelo para la predicción consiste en incluir

como variables principales la información demográfica (edad, género,

raza, estado civil), el GPA del estudiante en el primer semestre y

las notas de las materias requisitos de las asignaturas que se van a

predecir. En el proceso de configuración de la red bayesiana también

definen nuevas variables intermedias para indicar la capacidad del

estudiante en cada semestre y el nivel de dificultad de cada materia.

El rendimiento del modelo con la red bayesiana fue comparado con

otros modelos: DT(árboles de decisión), NB (clasificador bayesiano)

y KNN (k vecinos más próximos). El modelo propuesto obtiene un

mejor rendimiento en la predicción de las notas para las materias de

Física II y Cálculo II; sin embargo, no pudo superar a los modelos

de árboles de decisión en la predicción de la nota para la materia de

Programación C/C++.

Ahmad et al. [19] proponen un framework para predecir el GPA del
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primer año de los estudiantes de la Carrera de Ciencias Computacio-

nales de UniSZA (Malasia), evaluando las técnicas de clasificación

Naive Bayes, Árboles de decisión y Basado en reglas. Las variables

utilizadas para la predicción incluyen el género, ingreso familiar, modo

de ingreso a la universidad y las notas de tres materias: Lengua, In-

glés y Matemáticas. La evaluación se realizó utilizando la herramienta

WEKA con los datos de 497 estudiantes. Los resultados evidencian

que la clasificación basada en Reglas tiene mayor rendimiento que

los otros dos algoritmos, logrando un valor de precisión de 71.3 %.

Arsad et al. [20] describen un modelo basado en una red neuronal

para predecir el CGPA de los estudiantes al final de la carrera

de Ingeniería Eléctrica de UiTM (Malasia). En el trabajo también

se realiza una comparación de la red neuronal con un modelo

de Regresión Lineal utilizando para la evaluación el MSE (Error

cuadrático medio) y el coeficiente de Correlación R. Las variables

utilizadas en el modelo incluyen el CGPA en cada semestre, el

promedio de las notas de las materias de cada semestre y el promedio

de los cursos de inglés. El análisis incluye también una comparación

entre los efectos de las materias principales y los cursos de inglés en

la nota final de la carrera. Los resultados muestran que los modelos

de predicción obtuvieron resultados similares en el error cuadrático

medio y que existe una fuerte correlación entre las notas de las

materias principales y el CGPA final, mientras que los cursos de inglés

tienen poco efecto.

Tekin [21] implementó modelos con Redes Neuronales, Máquinas

de soporte vectorial y Máquinas de aprendizaje extremo para la

predicción del GPA de graduación. Los datos utilizados en el análisis
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corresponden a las notas de 127 estudiantes en 47 materias de la

carrera de Educación informática de la Universidad Fırat (Turquía).

Para la evaluación de los modelos se utilizaron los métodos: media

cuadrática (RMSE), el coeficiente de correlación (R) y el coeficiente

de variación (COV). Los tres modelos de predicción tuvieron un buen

desempeño en la predicción del GPA final con valores de precisión

superior al 80 %. SVM fue el método que obtuvo la mejor precisión

llegando a obtener un coeficiente de correlación de 93.06 %[21].

2.3. Diferencias de los trabajos existentes con el

trabajo propuesto

Como se puede ver existe variedad de modelos que combinan

diferentes variables personales, sociales y académicos. Como en

algunas universidades no se puede tener toda la información de los

estudiantes actualizada y disponible, algunos autores han empleado

encuestas o cuestionarios para recolectar la información que les

permite construir las variables utilizadas en la predicción. Ya que

la elaboración y ejecución de estos instrumentos agrega preproce-

samiento extra al proceso de predicción, los modelos propuestos

en el presente trabajo solo hacen uso de la información académica

disponible de los estudiantes, la misma que corresponde a las notas

promedio de las materias cursadas durante la carrera univesitaria.

Los trabajos revisados construyen modelos utilizando técnicas

populares como árboles de decisión y SVM que generalmente están

disponibles en herramientas como WEKA y SPSS. Hasta donde

conocemos, no se ha encontrado algún trabajo que haga uso de redes
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neuronales profundas para la predicción del rendimiento estudiantil,

quizás porque se sabe que las redes neuronales profundas son utili-

zadas generalmente en áreas donde se maneja grandes cantidades

de datos como por ejemplo el reconocimiento de imágenes y reco-

nocimiento de voz. En el presente trabajo se evalúa un modelo con

una red neuronal profunda utilizando el framework TensorFlow, debido

a las ventajas que ofrece esta herramienta para la construcción de

modelos para aprendizaje automático.

Los modelos de predicción de notas en los trabajos examinados

se utilizan principalmente para la predicción de calificaciones finales

de materias específicas o para la predicción de GPA en un semestre,

en el primero año o al finalizar la carrera. No se observa que se

definan modelos que puedan ser aplicables en cualquier etapa de la

carrera o para cualquier materia. El modelo de predicción de notas

propuesto en el presente trabajo busca realizar la predicción de la

nota promedio final de cualquier materia y explorar como las notas

de materias pasadas pueden ayudar a predecir las notas de cursos

futuros.

2.4. Métricas de evaluación

Accuracy es una métrica utilizada para evaluar un clasificador y

proporciona el porcentaje de ejemplos clasificados correctamente. Su

fórmula está dada por[22]:

𝑎𝑐𝑐𝑢𝑟𝑎𝑐𝑦 = 𝑇𝑃 + 𝑇𝑁

𝑇𝑃 + 𝑇𝑁 + 𝐹𝑃 + 𝐹𝑃
(2.1)

donde:
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TP = verdaderos positivos.

TN = verdaderos negativos.

FP = falsos positivos.

FN = falsos negativos.

El error cuadrático medio (MSE, por sus siglas en inglés) es una

métrica utilizada en un modelo de predicción para medir la dispersión

del error de pronóstico, proporciona la diferencia entre el estimador y

el valor estimado. Su fórmula está dada por[23]:

𝑀𝑆𝐸 = 1
𝑛

𝑛∑︁
𝑖=1

(𝑌𝑖 − 𝑌𝑖)2 (2.2)

donde:

Y es el vector de valores reales.

𝑌 es el vector de n predicciones.

2.5. Medida de dificultad de la materia

La medida de dificultad de la materia (𝛼) introducida por Caulkins

et al. [24] está definida por:

𝛼𝑗 =
∑︀

𝑖𝐺𝑃𝐴2
𝑖∑︀

𝑖 (𝑟𝑖𝑗 · 𝐺𝑃𝐴𝑖)
(2.3)

donde:

𝛼𝑗 es el nivel de dificultad de la materia j

𝐺𝑃𝐴𝑖 es el rendimiento académico general del estudiante i

𝑟𝑖𝑗 es la nota obtenida por el estudiante i en la materia j
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2.6. Factores del rendimiento del estudiante

El rendimiento del estudiante se representa mediante el análisis

de factores propuesto por Mendez et. al [25], estos cinco factores

describen las habilidades que adquieren los estudiantes al aprobar

cada materia. Los factores son:

1. Factor de preparación básica. Comprende dos categorías. La

primera categoría está realacionada con los cursos de ciencias

básicas de diferentes áreas como Matemáticas, Física, Química

y Estadística. La segunda categoría agrupa cursos fundamen-

tales de Ciencias Computacionales como Fundamentos de

Programación, Estructura de Datos, Análisis de Algoritmos,

Computación y Sociedad

2. Factor de temas avanzados de Ciencias Computacionales. Aquí

se agrupan los cursos relacionados a la identificación de los

componentes de un sistema y sus relaciones. Entre los cursos

se encuentran Programación Orientada a Objetos, Arquitectura

y Organización de Computadoras, Sistemas de Bases de datos,

Ingeniería de Software, entre otras.

3. Factor de interacción con el cliente . Está relacionado a los

cursos que cubren aspectos referente a las habilidades de

comunicación necesarias para el trato con los clientes en el

proceso de desarrollo de software. Los cursos agrupados en

este factor son Ingeniería de Software I y II, Interacción Humano

Computadora y Técnicas de Comunicación Oral y Escrita.

4. Factor de programación. Comprende los cursos dedicados ex-
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clusivamente a desarrollar habilidades de programación como

Estructuras de datos, Programación Orientada a Objetos y

Lenguajes de Programación.

5. Factor de cursos no estrechamente relacionados con las Cien-

cias Computacionales. Se incluyen los cursos que están más

relacionados a materias de Ingeniería Eléctrica y que son vistos

por los estudiantes como cursos que no son aplicados directa-

mente para resolver problemas de ciencias computacionales.

2.7. Herramientas de implementación (TensorFlow)

TensorFlow es un framework de Google liberado como software

de código abierto en 2015 que provee un conjunto de herramientas

para el manejo de algoritmos de inteligencia artificial y aprendizaje

profundo. Tensorflow puede correr en CPU, GPUs, en Linux de 64

bits, macOS y plataformas móviles que incluyen Android e iOS. Está

escrito en C++ y ofrece una API de Python, C++, Java y Go. El modelo

de programación de Tensorflow simplifica la complejidad del manejo

de algoritmos de aprendizaje profundo, es altamente escalable y con

un rendimiento mucho mayor [26].



CAPÍTULO 3

3. Metodología y Datos

3.1. Recolección de datos

La información fue recolectada de los datos académicos históricos

de 2214 estudiantes de la carrera de Ingeniería en Ciencias Compu-

tacionales de la ESPOL registrados entre 1998 y 2016. Los datos

académicos utilizados se detallan en la tabla 3.1. Esta información

académica corresponde a las 26 materias que conforman la malla

curricular vigente desde el año 2009, como lo presenta Méndez et al.

[25].
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Campo Descripción
1 Año Año en que la materia fue cursada

2 Término

Término en que la materia fue cursada.
Existen tres términos: el primero de mayo a
septiembre, el segundo de octubre a
febrero y el tercero de marzo a abril

3
Código del
estudiante

Número de identificación del estudiante

4
Código de
materia

Código de identificación de la materia

5 Promedio Nota final promedio de la materia

Tabla 3.1: Datos utilizados del historial académico del estudiante

3.2. Análisis descriptivo de los datos

En esta sección se describen los datos académicos históricos con

la finalidad de conocer el tamaño de los datos recolectados y resumir

la actividad académica del estudiante.

La tabla 3.2 muestra información sobre el conjunto de datos

utilizados para las técnicas de predicción.

Cantidad
Total de estudiantes 2214
Hombres 1663
Mujeres 551
Número de semestres 54
Número de materias 26
Notas promedio finales 93552

Tabla 3.2: Información sobre los datos utilizados en los modelos de
predicción

A continuación se muestra la distribución de los valores para el

promedio general de la carrera 3.1, el promedio de número materias

tomadas por semestre 3.2 y el promedio de materias perdidas por

semestre 3.3.

Como se puede ver en la figura 3.1 el promedio general de la
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Figura 3.1: Promedio general de la carrera

carrera es de 7.4, la mitad de la muestra tiene un promedio entre 7.1

y 7.7. Existen estudiantes que destacan con promedios superiores a

8.8 y muy pocos con promedio bajo 6.2.

Figura 3.2: Promedio de número de materias tomadas por semestre

La figura 3.2 muestra que el 50 % de los estudiantes toman de 3
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a 5 materias por semestre, el 25 % toma más de 5 materias y el otro

25 % menos de 3 materias.

Figura 3.3: Promedio de número de materias perdidas por semestre

En la figura 3.3 se muestra que aproximadamente la mitad

de la muestra tiene cero materias perdidas por semestre, el 25 %

pierde una materia y el otro 25 % dos materias, existiendo casos de

estudiantes que llegan a perder todas las 6 o 7 materias tomadas por

semestre.

El porcentaje considerable de estudiantes que pierden al menos

una materia cada semestre, afirma la importancia de buscar meca-

nismos de apoyo como la predicción de rendimiento estudiantil para

minimizar el riesgo de reprobación.

3.3. Descripción de predictores

Para los análisis de predicción se utilizan dos conjuntos de

predictores: básicos y extendidos.
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Los predictores básicos corresponden a la nota promedio final de

cada uno de cursos tomados por el estudiante antes de la materia

que se analiza.

Los predictores extendidos incluyen:

1. El número del semestre en que se toma la materia, un valor

entre 1 y 10 para una carrera con finalización de 5 años.

2. El número de materias tomadas en el periodo académico que

se analiza.

3. Información de la materia. La información de la materia está

representada por el promedio de notas de todos los estudiantes

que han cursado la materia y la medida de dificultad de la

materia (𝛼).

4. El rendimiento del estudiante durante sus estudios medido a

través de los 5 factores presentados en la sección 2.6.

La tabla 3.3 resume los predictores extendidos empleados en las

técnicas de predicción.

3.4. Preprocesamiento de los datos

3.4.1. Convalidación de materias

Un proceso de convalidación de materias se realizó con

el fin de evitar la pérdida de información debido a los cambios

efectuados en la malla de la carrera de Ingeniería en Ciencias

Computacionales durante el periodo al que pertenecen los
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Variable Descripción

1
promedio de
materia

Promedio de notas de todos los estudiantes
en esa materia

2 𝛼 de materia medida de dificultad de la materia
3 factor 1 Factor de preparación en ingeniería básica

4 factor 2
Factor de temas avanzados de Ciencias
Computacionales

5 factor 3 Factor de interacción con el cliente
6 factor 4 Factor de programación

7 factor 5
Factor de cursos no estrechamente
relacionados con las Ciencias
Computacionales.

8
carga
semestral

Número de materias registradas en el
semestre

9
número de
semestre

Número del semestre en que se toma la
materia

Tabla 3.3: Predictores extendidos empleados en las técnicas de predicción

datos académicos utilizados. El proceso consistió en iden-

tificar materias que hayan cambiado de nombre o que se

hayan dividido en dos o más cursos, para encontrar la materia

correspondiente en la malla académica vigente.

3.4.2. Sustitución de valores ausentes

El GPA del estudiante es utilizado para cubrir valores

ausentes de los factores en los predictores extendidos, prin-

cipalmente para el análisis de las materias en los primeros

niveles de la malla.

3.4.3. Preprocesamiento de predictores

Para los predictores extendidos, se realiza el proceso

de estandarización de rango para que cada dato tenga un

valor entre 0 y 1. Este proceso se realizó debido a que las
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variables “carga semestral”, “número de semestre” y “alpha de la

materia” tienen un rango diferente a las variables “factores” y

“promedio” cuyos valores van de 0 a 10. La fórmula utilizada

para reescalar es:

𝑥′ = 𝑥 − 𝑚𝑖𝑛(𝑥)
𝑚𝑎𝑥(𝑥) − 𝑚𝑖𝑛(𝑥) (3.1)

3.5. Experimentos

Los experimentos que se detallan a continuación buscan analizar

el comportamiento de cuatro técnicas de minería de datos para la

educación con los dos conjuntos de predictores explicados en la

sección 3.3. Cada conjunto de predictores se utiliza para predecir la

aprobación de una materia y su nota promedio final. Para evaluar

el rendimiento y la aplicabilidad de las técnicas para predecir el

rendimiento estudiantil se utilizan las métricas de “accuracy” y “error

cuadrático medio” de acuerdo al tipo de predicción que se realiza.

Experimento 1: Predicción de aprobación de una materia usando

predictores básicos

El primer experimento consiste en predecir la aprobación de una

materia utilizando predictores básicos. Se entrenaron tres modelos de

clasificación: Máquinas de soporte vectorial (SVM), Regresión Logís-

tica y Red Neuronal Profunda. Para la evaluación del rendimiento de

los clasificadores se utiliza la métrica de accuracy.
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Experimento 2: Predicción de aprobación de una materia usando

predictores extendidos

Este experimento consiste en predecir la aprobación de una

materia utilizando predictores extendidos. Se entrenaron también

tres modelos de clasificación: Máquinas de soporte vectorial (SVM),

Regresión Logística y Red Neuronal Profunda. Para la evaluación del

rendimiento de los clasificadores se utiliza la métrica de accuracy.

Experimento 3: Predicción de promedio final de una materia

usando predictores básicos

El tercer experimento consiste en predecir la nota promedio final

que un estudiante obtiene en una materia usando los predictores

básicos. Para este experimento se entrenó una Red Neuronal Profun-

da y un modelo de Regresión Lineal. Los resultados se compararon

mediante el error medio cuadrático (MSE).

Experimento 4: Predicción de promedio final de una materia

usando predictores extendidos

Este experimento consiste en predecir la nota promedio final

que un estudiante obtiene en una materia utilizando predictores

extendidos. Para este experimento se entrenó una Red Neuronal

Profunda y un modelo de Regresión Lineal y los resultados se

compararon mediante el error medio cuadrático (MSE).



CAPÍTULO 4

4. Resultados.

4.1. Evaluación de los resultados

A continuación se detallan los resultados de la evaluación de

los experimentos implementados en TensorFlow utilizando el API de

Python.

4.1.1. Experimento 1: Predicción de aprobación de una

materia usando predictores básicos

La figura 4.1 muestra la distribución de los resultados

de accuracy de las tres técnicas de predicción aplicadas al

conjunto de materias de la malla curricular presentes en el

primer término del año 2016. Como se puede observar en la

tabla 4.1, todos los modelos de predicción obtienen un valor
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medio de accuracy superior a 0.75, aunque el modelo con la

Red Neuronal Profunda obtiene mejores valores de accuracy

reflejados en los valores de media, media y desviación

estándar.

Figura 4.1: Resultados de accuracy para los modelos de predicción
utilizados en el Experimento 1

Media Mediana Desviación Estándar
SVM 0.79 0.78 0.12
Regresión Logística 0.81 0.83 0.10
Red Neuronal Profunda 0.82 0.84 0.10

Tabla 4.1: Valores de media, mediana, desviación estándar para resultados
de accuracy de los modelos de predicción utilizados en el Experimento 1

La tabla 4.2 muestra los resultados de accuracy en la

predicción de reprobación para cinco materias de la categoría

capacitación profesional de la malla curricular con los por-

centajes más altos de reprobación. A pesar de que el valor

de accuracy de las tres técnicas en la predicción general

(aprobación/reprobación) se encuentra alrededor de 0.75 , los

valores de accuracy para reprobación son bajos, alrededor
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de 0.40. Estos valores de accuracy en la clasificación de

reprobación, afectan el valor de accuracy general que para

todas las técnicas está por debajo de la media como se

muestra en la tabla 4.1.

Nombre de
Materia SVM Regresión

Logística
Red Neuronal

Profunda

Fundamentos de
Programación

AP/RP: 0.68
RP: 0.37

AP/RP: 0.69
RP: 0.31

AP/RP: 0.69
RP: 0.39

Estructuras de
datos

AP/RP: 0.75
RP: 0.43

AP/RP: 0.75
RP: 0.42

AP/RP: 0.75
RP: 0.54

Lenguajes de
Programación

AP/RP: 0.75
RP: 0.44

AP/RP: 0.74
RP: 0.41

AP/RP: 0.75
RP: 0.48

Programación
Orientada a
Objetos

AP/RP: 0.74
RP: 0.43

AP/RP: 0.75
RP: 0.44

AP/RP: 0.76
RP: 0.51

Métodos de
Investigación
aplicados a la
Computación

AP/RP: 0.78
RP: 0.71

AP/RP: 0.79
RP: 0.44

AP/RP: 0.81
RP: 0.51

Tabla 4.2: Resultados de accuracy en predicción de aprobación para cinco
materias con las tasas mayores de reprobación usando predictores básicos

4.1.2. Experimento 2: Predicción de aprobación de una

materia usando predictores extendidos

La figura 4.2 muestra la distribución de los resultados

de accuracy de las tres técnicas de predicción utilizando los

nueve predictores extendidos. Como se puede observar en la

tabla 4.3, todos los modelos de predicción obtienen un valor

medio de accuracy superior al 0.80, siendo el modelo con la

Red Neuronal Profunda el que obtiene mejores valores para

esta métrica.



29

Figura 4.2: Resultados de accuracy para los modelos de predicción
utilizados en el Experimento 2

Media Mediana Desviación Estándar
SVM 0.82 0.84 0.11
Regresión Logística 0.82 0.85 0.11
Red Neuronal Profunda 0.85 0.85 0.08

Tabla 4.3: Valores de media, mediana, desviación estándar para resultados
de accuracy de los modelos de predicción utilizados en el Experimento 2

La tabla 4.4 muestra los resultados de accuracy en la

predicción de aprobación para las cinco materias con los

porcentajes más altos de reprobación. Como se puede ob-

servar, se evidencia la diferencia de la técnica de Red

Neuronal Profunda sobre las técnicas de SVM y Regresión

Logística, tanto en el valor de accuracy general de aprobación

y reprobación como en el valor de accuracy en la predicción

de reprobación.
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Nombre de
Materia SVM Regresión

Logística
Red Neuronal

Profunda

Fundamentos de
Programación

AP/RP: 0.68
RP: 0.39

AP/RP: 0.69
RP: 0.46

AP/RP: 0.77
RP: 0.77

Estructuras de
datos

AP/RP: 0.83
RP: 0.67

AP/RP: 0.76
RP: 0.42

AP/RP: 0.85
RP: 0.76

Lenguajes de
Programación

AP/RP: 0.73
RP: 0.42

AP/RP: 0.76
RP: 0.43

AP/RP: 0.84
RP: 0.62

Programación
Orientada a
Objetos

AP/RP: 0.77
RP: 0.50

AP/RP: 0.75
RP: 0.49

AP/RP: 0.80
RP: 0.58

Métodos de
Investigación
aplicados a la
Computación

AP/RP: 0.77
RP: 0.49

AP/RP: 0.85
RP: 0.49

AP/RP: 0.92
RP: 0.75

Tabla 4.4: Resultados de accuracy en predicción de reprobación para cinco
materias con las tasas mayores de fracaso usando predictores extendidos

4.1.3. Experimento 3: Predicción de nota promedio final

de una materia usando predictores básicos

La figura 4.3 muestra la distribución del error cuadrático

medio (MSE) de la predicción realizada con la Red Neuronal

Profunda y con Regresión Lineal. Como se puede ver en la

figura 4.3 la Red Neuronal Profunda tiene valores mayores

de error comparado con la técnica de Regresión Lineal, pero

ninguno de los dos métodos obtiene valores menores a 1.

Para visualizar mejor el comportamiento de las técnicas

de predicción se muestran las figuras 4.4 y 4.5 que corres-

ponden a la predicción de notas promedio para dos de las

materias con mayor porcentaje de reprobación: Fundamentos

de Programación y Estructuras de datos. Como se puede
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Figura 4.3: Resultados de error cuadrático medio (MSE) para Experimento 3

observar en las figuras muchas de las notas promedio esti-

madas se alejan de la nota promedio real, especialmente en

la predicción de notas promedio bajas.

(a) Red Neuronal Profunda (b) Regresión Lineal

Figura 4.4: Comparación de promedios reales y estimados para la materia
Fundamentos de Programación con la Red Neuronal Profunda y Regresión

Lineal usando predictores básicos
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(a) Red Neuronal Profunda (b) Regresión Lineal

Figura 4.5: Comparación de promedios reales y estimados para la materia
Estructuras de Datos con la Red Neuronal Profunda y Regresión Lineal

usando predictores básicos

4.1.4. Experimento 4: Predicción de nota promedio final

de una materia usando predictores extendidos

La figura 4.6 muestra la distribución del error cuadrático

medio (MSE) de la predicción realizada con la Red Neuronal

Profunda y con Regresión Lineal. Como se puede ver en la

figura la técnica de Regresión Lineal tiene valores menores

de MSE en relación a la Red Neuronal Profunda, con el 25 %

de los resultados con valores por debajo de 1.2.

Las figuras 4.7 y 4.8 muestran una comparación de los

promedios reales y los promedios estimados para las mate-

rias Fundamentos de Programación y Estructuras de datos.

Como se puede ver en las figuras los valores estimados no

guardan relación con los valores reales, incluso los resultados

de Regresión Lineal parecen concentrarse horizontalmente

entre los valores 4 y 8.
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Figura 4.6: Resultados de error cuadrático medio (MSE) para Experimento 4

(a) Red Neuronal Profunda (b) Regresión Lineal

Figura 4.7: Comparación de promedios reales y estimados para la materia
Fundamentos de Programación con la Red Neuronal Profunda y Regresión

Lineal usando predictores extendidos

4.1.5. Comparativa de resultados entre experimentos

La figura 4.9 muestra la distribución de los valores de

accuracy para los modelos de clasificación utilizados en los

experimentos 1 y 2.

Como se puede observar los valores de accuracy para el

experimento 2 donde se utilizan los predictores extendidos

son mayores a los valores del experimento 1. La mayor
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(a) Red Neuronal Profunda (b) Regresión Lineal

Figura 4.8: Comparación de promedios reales y estimados para la materia
Estructuras de Datos con la Red Neuronal Profunda y Regresión Lineal

usando predictores extendidos

Figura 4.9: Comparación de los valores de accuracy en la predicción de
aprobación de materias para experimentos 1 y 2

diferencia se evidencia en la Red Neuronal Profunda donde

el 75 % resultados son mayores que 0.8.

La figura 4.10 muestra la distribución de los valores de

error cuadrático para los experimentos 3 y 4. Como se

puede observar los valores de error para el experimento

4 que utiliza los predictores extendidos son menores a los

resultados del experimento 3 que usa los predictores básicos.
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La principal reducción del error se evidencia en los resultados

del experimento 4 con la Red Neuronal Profunda donde el

75 % de los valores son menores que 2.4. De las figuras 4.4,

4.5, 4.7 y 4.8 se puede observar que en los experimentos

3 y 4 los promedios estimados para las materias de Funda-

mentos de Programación y Estructuras de datos no guardan

relación con los promedios reales. A pesar que los valores

de MSE mejoran en el experimento 4, la predicción de los

promedios finales conservan el mismo comportamiento que

los resultados del experimento 3.

Figura 4.10: Comparación de los valores de error cuadrático medio para
predecir nota promedio final
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CONCLUSIONES

En el presente trabajo se ha examinado el uso de técnicas de minería

de datos para la predicción del rendimiento estudiantil a nivel universitario.

Principalmente se explora el uso de una máquina de soporte vectorial,

regresión logística, una red neuronal profunda y regresión lineal, sobre un

conjunto de datos académicos de los estudiantes para la predicción de

aprobación de materias y su nota promedio final. Luego del desarrollo de

la tesis las conclusiones son las siguientes:

1. Es posible obtener buenos resultados de predicción de aprobación de

materias utilizando calificaciones de materias cursadas en semestres

anteriores, por medio de la implementación de las técnicas SVM, red

neuronal profunda y regresión logística siendo el modelo implementado

con la red neuronal profunda el que obtiene mejor resultado de accuracy

con el 82 %.

2. Mejores resultados de precisión para predecir la aprobación de materias

se pueden obtener mediante el uso de predictores extendidos que

corresponden a variables que combinan información de la materia y
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rendimiento del estudiante. Con este modelo, la red neuronal profunda

también presenta un mejor rendimiento con el 85 % de accuracy.

3. Para predecir la reprobación de las materias, los resultados muestran que

el modelo con predictores extendidos es mejor al modelo con predictores

básicos y que la red neuronal profunda es la única técnica que puede dar

mejores resultados de accuracy.

4. Aunque en los dos modelos para predecir la aprobación de materias los

resultados son prometedores, no ocurre lo mismo para la predicción de la

nota promedio final, ya que los resultados muestran que a pesar de que el

error de predicción es menor con los predictores extendidos, las notas que

se predicen no guardan relación con los promedios reales, por lo que se

podría explorar con otros predictores para tratar de reducir la variabilidad

de los resultados.
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