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RESUMEN

En el presente estudio se busca ajustar de la mejor manera creando, transformando y
comparando modelos de una forma en que se pueda disefiar para optimizar las
precipitaciones en la estacion meteorolégica Guayaquil- Aeropuerto. Teniendo en cuenta
modelos anteriores sin beneficio para las predicciones, se planteé crear un modelo con
mucha capacidad de computacibn que sea capaz de optimizar las predicciones
minimizando errores. Considerando Modelos de Regresion Lineal, Gamma,
Transferencia lineal y Redes Neuronales mediante muchos enfoques distintos
(trasformaciones, adecuaciones e iteraciones) para lo cual se utilizé: Precipitaciones
medias mensuales Enero 1915 — Mayo 2018 y Temperaturas Superficiales del Mar

respecto a la Isolina con mayor correlacion en las fechas antes indicadas.

Al comparar modelos descritos anteriormente, se obtuvo que la aplicacién de la Red
Neuronal utilizando Retardos significativos retornd estimaciones cercanas a la realidad
hasta 30 metros alrededor de la estaciébn meteorolégica y con un error menor en
comparacion con todos los modelos aplicados, pero que se puede mejorar integrando
variables que expliguen mas el comportamiento de la precipitacion de manera que la red

se alimente de estas y pueda lograr predicciones mas impecables.
Los datos utilizados se realizaron con ayuda del Software R Studio.

Palabras clave: Redes Neuronales, Precipitacion, Temperatura, Iteraciones.
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ABSTRACT

In this study we seek to adjust the best way to create, transform and compare models in
a way that can have to optimize precipitation at the Guayaquil-Aeropuerto weather
station. Considering the previous models for predictions, you can create a model with a
lot of computing capacity that is able to optimize precipitation and minimize errors. Models
of Linear Regression, Gamma, Linear Transfer and Neural Networks among many others
(transformations, adjustments and iterations) for what they are used: Monthly average
precipitation January 1915 - May 2018 and Sea Surface Temperatures with respect to

Isoline with the highest correlation.

When comparing models described above, it was obtained that the application of the
Neural Network using significant delays returned estimates close to reality up to 30
meters around the meteorological station and with a minor error in comparison with all
applied models, but that can be improved integrating variables that explain more the
behavior of the precipitation so that the network feeds on these and can achieve more
impeccable predictions.

The data used was made with the help of the R Studio Software.

Keywords: Neural Networks, Precipitation, Temperature, Iterations.

Vi



INDICE GENERAL

RESUMEN. ... ..ottt e ettt e e e e e e e e s st e e e e e e e s s e nb b b et eeeaeeeesssnssbbneeeeaens VI
AB STRACT L.ttt ettt e e ettt et e e e e e e e ettt et e e e e e e e e b et re e e e e e e e e a i areeaaeas VI
INDICE GENERAL ...ttt e et e e e e e e e e e e e eaaeeeeanaeees VIII
ABREVIATUR A S ... et e e et e e et e e e e e e e e e e e eanas X
SIMBOLOGIA ...ttt e et se e er e et e enens Xl
LISTA DE FIGURAS ...ttt et e e e e e e e e e e e e e e e e e e eaneeeans Xl
LISTA DE TABLA oottt ettt e e e e ettt e e e e e e e e e st e e e e e e e e e e e nnnnneeees Xl
SECCION L.ttt ettt ettt e b et e e e ettt n e e 1
1. INTRODUGCCION .....coiiiiitiiieiteete e ee et e ettt ete ettt et e et e et et eete et eetesaeeaeeee e 1
1.1 Descripcion del problema ..o 2
1.2 Justificacion del problema ..o 2
R S (o> o o U 2
R @ o] =110 3
1.4.1 ODJELIVO GENEIAL ......uuuiiiiiiiiiiiiiiiiiiii bbb 3
1.4.2 ObjetivOS ESPECITICOS .....ccii it 3

IR T 1Y/ F= T oo I (=0 o T 3
1.5.1 Precipitacion atMOSIEIICaA .......cccceeiiieiiiiee e e 4
1.5.2 IMAQEN TASIE ...uuiiii et e e e e e e e e e e e e e e e e e ea s 5
1.5.3 Temperatura superficial del mar..........ccoooeiiii i, 5
1.5.4 Transferencia INEal..............ooiiii i 6
1.5.5 REAES NEUIONAIES ......cceeeeeiieie ettt e e e e e e e e e e aeeannnas 6
SECCION 2 ...ttt sttt e st et s e sb e s e e s e e et ese st et et ene et e enens 9
2. METODOLOGIA ..ottt ettt nenas 9
2.1 Distancia de Mahalanobis ... 9
2.2 COrrelacion A PEAISON........uuu ittt aaeanraeansnaesennansssasnnnnnnnnnnnnnes 9
2.3 Regresion Lineal SIMPIE .........uuuuiiiiiiiiiiiiiiiiiiiiiisnnsnessnnssnnnsnnnnnnnnnes 10
A \Y [oTe (=] (ol €= g o[t T T T SRR 10
2.5 Modelo de Transferencia LINEal ..............uuuuuuummmmimiiiiiiiiiiiiiiiiiiiiiiiiniiieeeeeeeeeees 11
2.6 Red Neuronal (Feed - FOrward) ...........uuuuiiiiiioiiiiieicse e e e 12
RS 0011 ] N OSSR 14



3. RESULTADOS Y ANALISIS .....cooiiiieiiiiieeeeeee ettt 14

3.1 EStadiStiCa DESCIPLIVA ....uuuuiiie e eeeieeiiei e et e e e e e e e e e e e ea s 14
3.1.1 Precipitacion Acumulada MenSUal ............cooviiiiiiiiiiiieei e 14
3.1.2 Temperatura Superficial del Mar...........cccccciiiiiiii 15
3.2 Estadistica INfErencial ..............cccoiiiuiiiiiiiiii e 16
3.2.1Distribucion de PrecipitaCion ...............eeiiiiiaiiiiiiiiiiecee e 16
3.2.2 Valores SOSPECNOSOS .....ccceeiiiiiieici e 18
3.3 Estadistica Especializada.............ooouuuiiiiiiiiieiciee e 20
3.3.1 Correlacion Precipitacion vS TEMPEratUras ..........cccoevvvvvvuiiiiieeeeeeeeiiiiiieeeeeen 20
I 0 |V (o To [= = Tor o] o 22
3.4.1 RegresSion LINEAI ..........uuuuiiiiiieiiiiiieieete e 22
3.4.2 MOdelo GamMMA LOQ.......ccoiiiiiiiiiiiiiiiiee e 25
3.4.3 Modelo de Transferencia Lineal............ccovvuuiiiiiiiiieiiieiiie e 26
3.4.4 REUES NEUIONAIES .....uuuiieieiiieieeiie ettt e e e e e e e e e e e e e 30
3.5 Discusion y Analisis Final de Modelos Propuestos .............c.vveeiieeeeeeeeevinnnnnnn. 39
SECCION 4 ..ttt ettt s et e ettt e 41
4. CONCLUSIONES Y RECOMENDACIONES.......cottiiiieiiiiiiiiiiieee e e e e 41

R O] T [ 1S3 o] =TT 41

A = ToTo] o 1= g o = Yod o =S 42
BIBLIOGRAFIA......oiiiitt ettt ettt ettt et s e e e ne e s 43
N AL 1 T 45
[ 0 357 2 4 [ 45
Valores de la Red Neuronal Artificial Modelo 2 .............ooiiiiiiiiii e 46



ABREVIATURAS

INAMHI Instituto Nacional de Meteorologia e Hidrolégica del Ecuador.
DGAC Direccion General de Aviacion Civil del Ecuador.

NOAA National Oceanic and Atmospheric Administration.

RNA Red Neuronal Artificial.

RL Regresion Lineal.

MTL Modelo Transferencia Lineal.

SST Temperatura Superficial del Mar.

SCE Sumatoria Cuadratica del Error.



SIMBOLOGIA

Mm Milimetros.

cO Grados centigrados.

Xl



LISTA DE FIGURAS

Figura 1.1 Ejemplo de PIUVIOMELIO .......uuiiiiiiiiieeeeeieeee e 4
Figura 1.2: Ejemplo de Imagen RaASTer. ...t 5
Figura 1.3: Ejemplo de Red Neuronal Biol6gica vs Red Neuronal Artificial............ 7
Figura 1.4: Ejemplo de Red Neuronal de una capa oculta........ccccccevvvvieiiiiiiiiiinnnnnnnn. 8
Figura 3.1: Diagrama de Paneles Precipitacién Acumulada Mensual, INAMHI,
GUAYAQUIT-ACTOPUETTO ...ttt 15
Figura 3.2: Histograma Temperatura Superficial del Mar Mensual, NOAA............. 15
Figura 3.3: Histograma Precipitacion Mensual, INAMHI, Guayaquil Aeropuerto...16
Figura 3.4: Gréafico Quantile - Quantile, INAMHI, Guayaquil- Aeropuerto............... 17
Figura 3.5: Gréafico Valores Sospechosos, INAMHI, Guayaquil-Aeropuerto .......... 19
Figura 3.6: Temperatura Superficial del Mar, en el Dominio de la Isolina con

(oL oY g =] F=Tod 101 1O X A 21
Figura 3.7: Serie Temporal Temperatura Superficial del Mar, en el dominio ......... 21
Figura 3.8: Serie Temporal Regresion Lineal.............cooovviiiiiiiiii i, 23
Figura 3.9: Autocorrelaciones de Residuos Regresién Lineal ............ccccoooeeeeiienns 24
Figura 3.10: Serie Temporal Modelo Gamma LOog ......ccoovvvviviiiiiieeiieeeceee e, 25
Figura 3.11: Cross - correlacion Precipitacion filtrada vs los residuos del modelo
auto-regresivo de orden 5 para la Temperatura .........ccccceeeeeeeeeieieiiiiie e, 27
Figura 3.12: Serie Temporal Modelo de Transferencia Lineal .....................coooeees 29
Figura 3.13: Disefio de Red Neuronal Modelo 1...........coooviiiiiiiieiiiieeeee e 32
Figura 3.14: Serie Temporal Red Neuronal Modelo 1...........ccccoviiiiiiiiiiiiiiiciiieeeen 33
Figura 3.15: Disefio de Red Neuronal Modelo 2..........cccccovvviiiiiiiiiiiiiiiiiiiiiiiiieeeeeee 35
Figura 3.16:Autocorrelaciones de Residuos RNA Modelo 2........cccccvvvvvvviiiiiiinnnnnn. 36
Figura 3.17: Serie Temporal Red Neuronal Modelo 2.........cccccovvviiiiiiiiiiiiiiiiiiiiiinnn, 37
Figura 3.18: Curva Roc Red Neuronal Modelo 2.........cccccvviiiiiiiiiiiiiiiiiiiiiiiiiieeeee 38
Figura 3.19: Gréfico Predicciones de los Mejores Modelos .......cccccceeeeviiiiiiiienennn. 39

Xl


file:///C:/Users/USER/Desktop/TESIS/documento%20proyecto%20integrador%2012-8-2018/Project_Javier_Suarez.docx%23_Toc523586805
file:///C:/Users/USER/Desktop/TESIS/documento%20proyecto%20integrador%2012-8-2018/Project_Javier_Suarez.docx%23_Toc523586805

Tabla 3.1:
Tabla 3.2:
Tabla 3.3:
Tabla 3.4:
Tabla 3.5:
Tabla 3.6:
Tabla 3.7:

LISTA DE TABLA

Estadisticas de precipitacion POr MESES .........uuurruumurrrmrimiiiinieninnnnnnnennanne 14
Prondsticos Regresion Lineal..............oiiiiiiiiiiiee e 23
Pronosticos Modelo Gamma Log «.cooooeveeeeieeiieeeeee e 26
Prondsticos Modelo de Transferencia Lineal ..........ccoooevvvvviiieiiiviinieeeennen, 29
Prondsticos Red Neuronal Modelo 1........cooovvvvviiiiiieiieeeeeeee e, 34
Prondsticos Red Neuronal Modelo 2.........ooevvveviiiiiieie e, 38
Sumatoria cuadratica de 10S €ITOIeS .......coivvvveeie e 39

XMl



SECCION 1

1. INTRODUCCION

A lo largo de los afios se ha intentado predecir el clima utilizando modelos
matematicos y estadisticos que permitan proyectar con el mayor grado de exactitud
variables como las temperaturas y las precipitaciones con un margen de error
bastante pequefio que permitan tomar decisiones que resulten en un buen modelo
de gestion publica. (Wang, 1996 - 1997).

La importancia de la prediccion de las precipitaciones incumbe a sucesos que tiene
esta para resguardar y crear planes de contingencia por efectos de cambios bruscos
de clima y fendbmenos como la corriente de “El Nifio” y con esto disminuir problemas
en zonas de riesgo.

Para poder proyectar las precipitaciones, es necesario comprender un poco del
aspecto fisico de las mismas. La precipitacion atmosférica se da generalmente por el
calentamiento del aire himedo en donde existe elevacion de masas de aire en vertical
lo que produce cumulos que empujan el agua ya condensada hacia el suelo, para
medir el agua que cae en un determinado lugar se utiliza un instrumento llamado

pluvidmetro que es un cilindro circular calibrado en milimetros (mm), cada milimetro

1 litro de agua
m2

de agua que recolecta el pluvibmetro equivale a decir , dicho de otra

manera los mm que registra el pluvidmetro representan la altura en mm que
alcanzaria la capa de agua sobre el suelo. (Hernandez Leal, 2016)

Como el pluviometro solo puede medir lo que cae en sitio especifico en este caso en
la estacién meteorolégica Guayaquil — Aeropuerto se utilizan métodos matematicos
(Regresion Lineal, Regresion no Lineal, Modelos ARIMA y por supuesto Redes

Neuronales) para determinar cuanta lluvia cayo en cierta zona. (INAMHI, 2015)



1.1 Descripcion del problema

Las constantes exigencias en tiempos actuales donde la informacion llega casi de
inmediato generan la necesidad de precision. En especifico, las predicciones de
precipitaciones que son de mucha importancia para las prevenciones a poblaciones
con exposicién a riesgos o fendmenos de parte de esta, considerando que en el
Ecuador no se cuenta con radares meteoroldgicos que midan y estimen con mayor
precision las predicciones del clima existe la necesidad de estudiar estos problemas
y usar recursos menores para establecer predicciones mucho mas efectivas que
ayuden a incrementar la preparacién ante posibles fenbmenos que provocarian las

precipitaciones.

1.2 Justificacion del problema

Este trabajo se ha elaborado con el fin de comprobar que se puede ajustar un modelo
con Redes Neuronales para predecir las precipitaciones de una manera mas efectiva
a meétodos distintos que han generado poco beneficio como en los pasados
fendmenos (“El Nifio)” de los afios 1982 y 1997; para que, desde un punto de vista
estadistico, se puedan crear planes de emergencia que eviten catastrofes en nuestro

pais.

1.3 Alcance

El presente estudio se establece en la estacion meteorolégica Guayaquil —
Aeropuerto perteneciente a la DGAC con datos proporcionados por INAMHI y se
estima en la costa del Ecuador continental, utilizando datos medidos de precipitacion
media mensual (mm) y las temperaturas superficiales del mar (SST) que esta en
periodos mensuales desarrollado por NOAA, de Enero 1915 - Mayo 2018.



En este trabajo proyectara de forma Optima la precipitacion en la estacién antes
mencionada y con una estimacion de 30 metros a la redonda, no se espera predecir
para otra zona o para un pais entero, lo que es incierto, pero si tener una idea de que

tan probable es la precipitacién en cierto punto especifico.

1.4 Objetivos
1.4.1 Objetivo General

Disefiar un modelo de Redes Neuronales para predecir las precipitaciones
atmosféricas en los primeros 5 meses del afio 2018, analizando sus errores,
comparando con diferentes modelos y estimando en la estacion meteoroldgica

Guayaquil — Aeropuerto.

1.4.2 Objetivos Especificos

v' Minimizar el error de las Predicciones de precipitaciones de Enero - Mayo
2018.
v' Predecir los primeros 5 meses del afio 2018.

v' Comparar diferentes modelos y su interacciéon con Redes Neuronales.

1.5 Marco tedrico

En la siguiente seccién se explica la definicion de variables, recursos y metodologias
a implementar para la aplicacion de la Red Neuronal Artificial optima para la

prediccion de precipitaciones (lluvias).



1.5.1 Precipitacion atmosférica

Se conoce a la precipitacion como la capa o placa de agua que es reunida en los

objetos meteoroldgicos como pluviometros y otros, se mide en milimetros de agua

listros

(mm) o litros por metro cuadrado ( ), las precipitaciones usadas estan

mZ
medidas en mm de manera mensual desde Enero 1915 — Mayo 2018 de la
estacion meteoroldgica Guayaquil - Aeropuerto con cédigo M0056 longitud y
latitud (-79.88333, -2.15333). (Troncoso, 2010)

Figura 1.1 Ejemplo de Pluviometro
FUENTE: INAMHI, actualizacién de lluvias intensas 2015

1.5.1.1 Variacion de la precipitacion

Se analiza por estaciones del afio o por afio para verificar ciclos de periodos
secos y humedos por los que pasan ciertas partes del planeta en relacion
con la costa del ecuador en donde se puede evidenciar fendbmenos como

el nifio y la nifia. (Troncoso, 2010)
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1.5.2 Imagen raster

Es una estructura de datos compuesta por arreglos que simbolizan una rejilla de
pixeles que se conoce como matriz y se puede visibilizar o escanear en algun
dispositivo de representacion. En el presente estudio se utiliza una imagen raster
de temperaturas superficiales del mar en un rango de 160 este, 30 norte, 60 oeste
y 30 sur. (Wu, 1999)

-180 -160 -140 -120 -100 -80 -60 -40

Longitud

Figura 1.2: Ejemplo de Imagen Raster.
FUENTE: Elaboracion propia

1.5.3 Temperatura superficial del mar

La temperatura superficial del mar es una de las insignias mas importantes para
la simulacion del clima a lo largo de los afios, designada por sensores remotos y
obtenida entre una capa de agua de (0-200 metros), siendo clave en el cambio del
clima provee la capacidad de evaluar patrones que puedan afectar ecosistemas o
fendmenos como “El nifio”.

Se mide en (C°) y se registra en los ficheros e imagenes raster antes mencionadas
en la que se usaran datos de reanalisis de forma mensual desde Enero 1915 —
Mayo 2018. (] Boyin Huang, 1915-2018)



1.5.4 Transferencia lineal

En el modelo de transferencia lineal establece que la variable independiente esté
cros-correlacionada con la variable a predecir o dependiente y con al menos una
parte de datos histéricos en el tiempo segun la medida que estos lleven, pueden
ser dias, meses, afios o0 de comparabilidad en el tiempo entre ambas variables;
surge asi la posibilidad de verificar la relacibn temporal entre las variables
mencionadas, donde emerge un indicador de perturbacion sin ejecutarse como
ruido blanco y que hace imperioso la entrada de una estructura ARMA para definir
dicho indicador.

Un ejemplo claro es la utilizacién del modelo para predecir el consumo de energia
eléctrica con un resultado en la prediccion mucho mas impecable que con modelos
rudimentarios o ya conocidos. (Javier Contreras, 2003) o del calculo de la inflacion
esperada en Venezuela verificando los efectos externos que la afectan

directamente. (José Guerra, 1997)

1.5.5 Redes neuronales

Se atribuye el nombre red neuronal a un sistema conectado entre mdultiples
neuronas, biolégicamente a esta conexion se la conoce como sinapsis que es la
manera en que una red neuronal aprende segun las experiencias vividas que al
final se llama conocimiento. En este estudio se pretende simular el concepto de
red neuronal en lo que se denomina Red Neuronal Artificial que es un conjunto de
nodos (neuronas) que se conectan entre si, para estimar una informacion

determinada y trasladarla al exterior. (Pedro Larraifiaga, 2016)
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Figura 1.3: Ejemplo de Red Neuronal Biol6égica vs Red Neuronal Artificial

FUENTE: Pedro Larrafiaga, Ifiaki Inza, Abdel malik Moujahid Departamento de Ciencias de la Computacion e

Inteligencia Artificial Universidad del Paiz Vasco-Euskal Herriko Unibertsitatea

Teniendo en cuenta los conceptos anteriores, se puede definir de una manera
mas formal que una Red Neuronal Artificial comprenden a nodos de entrada (input
nodes) los cuales recaudan informacion, nodos de salida (output nodes) los cuales
difunden la informacion pretendida y nodos ocultos (hidden nodes) que solo
intercambian informacién con otros nodos y son los que mas fuertemente estan
interconectados.

Los nodos ocultos adquieren los datos de entrada que se van transformando en
un término conocido como aprendizaje, existen varios tipos de algoritmos para el
funcionamiento de los nodos ocultos en este estudio se utiliza Feed-Forward.
(Ripley W. N., 2002)



Figura 1.4: Ejemplo de Red Neuronal de una capa oculta

FUENTE: Elaboracion propia

1.5.5.1 Red neuronal Feed-Forward

Generalmente conocida como modelos de regresion no lineales, pero con
una cantidad de parametros que permite una flexibilidad para estimar
cualquier funcion suave, utilizada en muchos casos para series temporales
y con relacion ya confirmada entre las variables, se puede utilizar una
cantidad de datos que realice una buena prediccion. (Ripley W. N., 2002)

Una vez estructurada la red neuronal se establece los nodos de aprendizaje
y entrenamiento donde por medio de patrones objetivos, los valores en los
nodos se ajustan de manera iterativa hasta que se muestran respuestas
satisfactorias, es decir en base a lo mencionado la red estara en capacidad
de crear, destruir y modificar nodos para dar respuestas Optimas para el

modo de entrenamiento y validacion. (Hernandez Leal, 2016)



SECCION 2

2. METODOLOGIA

2.1 Distancia de Mahalanobis

Es una medida de distancia y es utilizada para verificar la similitud entre dos

variables aleatorias multidimensionales y se calcula de la siguiente forma:

d}%/l (l,]) = (Xl' - xj)’S_l(xi - x])
(2.1)

S= es la matriz de covarianzas de la matriz de datos X adecuada como medida de

discrepancia entre datos.
2.2 Correlacion de Pearson

La correlacion de Pearson es muy utilizada para medir la covariacion de variables

cuantitativas relacionadas fuertemente en forma lineal.

r _ZZny
xy —

n

Donde:

, X=X

x SX
, V=7

y SY

(2.2)



1y = Correlacion de Pearson

n = Numero total de datos

Zy, Z, = Datos estandarizados variables X, Y
Medias de variables X, Y

XY=
Sx: Sy = desviacion estandar de variables X, Y

2.3 Regresion Lineal Simple

La regresion lineal es una funcion de relacién entre la variable dependiente Y con
la variable independiente X, con la cual se puede verificar causas, efectos y

variacion de la variable dependiente o de interés. El modelo es el siguiente:

Yt = ﬁo + ﬁlXt + &t donde t: 1,2,3
(2.3)

Y,= Variable dependiente

X,= Variables independientes

Bo= Intercepto o valor esperado de Y cuando X, es cero

B,= Coeficiente que mide el cambio en Y por cada cambio de unidad en X,

& = Errores de las observaciones debido a variables no controladas
2.4 Modelo Gamma Log

Se busca que U; = E[Y;] en términos de la prediccion teniendo p covariables
B'Xi= Bo+BuiX] + -+ BpX]

B' = Vector de parametros
X = Matriz del modelo
Si una funcion monotona y diferenciable definiendo relacion entre U; y la

prediccidon B'X; seria de la siguiente forma:

10



gy = B'X;

Esto permite modelar una funcién segun su parametro asi, 8 = 8'X entonces se

puede aplicar la funcion logaritmica de la siguiente forma:

log(U;)

Distribucion Gamma (A, v)
A
EY) =-
\Y

Modelo final:

log(A) —log(U;) = Bo + B1X;
log(U;) = log(A) — Bo — B1X;
(2.4)

2.5 Modelo de Transferencia Lineal

Se utiliza el modelo de transferencia para explicar el comportamiento de sistemas
en general que dependen de la Cross-Correlacion de
X(variable indepeniente) con Y (variable dependiente) (Ripley K.-S. C., 2018)

de la siguiente forma matematica:
Yt=u+a(B)*X;+y(B)*et

60 + 51 * B1 + + 65_1 * BS—l

— d
a(B) =C * TR Ta— T * B
1+6;%B'+ -+ 6, * B
y(B) = T
1— @y *Bt— -~ @, « BP
(2.5)
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ds , wy = Polinomios en el operador de retardos B

d = Numero de periodos que transcurren antes de que X afecte a 'Y

s, r= Orden de los polinomios § , w

et = Termino de perturbacion que no se comporta como ruido blanco

u= Termino constante

C= Constante de escala para el efecto directo de X sobre Y

84, @,= Polinomios en el operador de retardos B, especificaciones ARMA para la
perturbacion et (variable aleatoria idénticamente distribuida, con media 0, y
desviacion estandar a21)

g, p= Orden de los polinomios 4, @

Yt= Variable de respuesta

Xt= Variable predictora
2.6 Red Neuronal (Feed - Forward)

Se utilizan para predecir en base a la experiencia o historia de una gran cantidad
o voliumenes de datos, teniendo en cuenta variables de entrada (inputs), variables
ocultas (hidden) y variables de salida (outputs). El modelo se puede representar

de la siguiente forma:

Ve = B (“k + Z Whi On(ap + Z Win xi))
I i

(2.6)

v, = Variable de salida (salidas)

@; = Funcidn fija o de activacion para capa oculta
a, = Constante (sesgo) para capa oculta

w;, = Pesos de capa oculta

x; = Variable de entrada (entradas)

12



@, = Funcion fija o de activacion para entradas
a;, = Constante (sesgo) para entradas
wy, = Pesos de entradas

La funcién de activacion esté definida por:

P

On(x) = 1+ e*

Las salidas pueden ser lineales, logisticas o de umbral este ultimo de la siguiente

forma:

Do(x) =1(x > 0)

13



SECCION 3

3. RESULTADOS Y ANALISIS

3.1 Estadistica Descriptiva

En lo sucesivo de la seccion se elabora estadistica descriptiva de la precipitacion
atmosférica medidas en mm y la temperatura superficial del mar medidas en C°.
Para el efecto se uso registros desde Enero 1915 - Mayo 2018 y con esto preparar

la conducta de las variables mencionadas con los modelos a aplicarse entre ellas.

3.1.1 Precipitacion Acumulada Mensual

Los datos usados se obtuvieron de la estacion meteorolégica Guayaquil —
Aeropuerto perteneciente a la DGAC con datos proporcionados por
INAMHI, organizada y tratada para el andlisis actual. Dado a cémo se
comporta la precipitacion segun (Troncoso, 2010) se realiza un andlisis
descriptivo general con énfasis en los fendbmenos y perturbaciones que se

observe.
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En la Figura 3.1 se distingue las precipitaciones de la base de datos
correspondiente desde el afio 1915 al 2018, se puede apreciar que los
meses de Enero, Febrero, Marzo, Abril, mayo y parte de Junio
experimentan altos indices de lluvia, la causa de este evento es la ubicacion
de la zona intertropical con constantes precipitaciones en donde se
encuentra la estacion meteoroldgica Guayaquil — Aeropuerto, mientras que
en los meses de Julio a Noviembre existe menor probabilidad de lluvia;

ademas se puede observar una reactivacion de lluvia en Diciembre.

Tabla 3.1: Estadisticas de precipitacién por meses

Desviacion

Meses Media |Estandar |Minimo|Mediana Maximo
Enero 220,08 |138,72 13,5 177,4 701,3
Febrero 299,31 |162,81 44,5 274 795,2
Marzo 298,2 182,82 6,7 272,75 832,4
Abril 188,53 |171,52 5,3 145,4 1124
Mayo 57,54 |85,57 0 251 618,4
Junio 21,57 72,04 0 1,3 612,2
Julio 5,49 31,06 0 0 291,5
Agosto 0,54 2,3 0 0 19,7
Septiembre |1,52 6,55 0 0 58,2
Octubre 3,11 10,57 0 0 94,4
Noviembre 10,17 |57,08 0 0 549,4
Diciembre 38,39 190,14 0 13,6 818,6

FUENTE: Elaboracion propia

Enla Tabla 3.1 se distingue el valor promedio de las precipitaciones (media)
que siguiendo al andlisis realizado en la Figura 3.1 con promedios altos
entre los meses de Enero — Abril, intermedios entre Mayo — Julio y bajos de
Agosto — Noviembre; ademas una reactivacion en diciembre.

En la desviacion estandar que se refiere al valor que difiere de la media, es
decir que entre Enero — Abril se registraron lluvias fuertes como débiles en
cada mes, siendo abril la mas probable en tener dias sin lluvia dentro del

mes promedio.
14



En los valores extremos tenemos a los maximos y minimos importantes ya
que provee las maximas y minimas precipitaciones en los meses, asi como
la mediana que se refiere al valor intermedio de los datos de precipitacion
ordenados.

Estos datos seran de gran importancia para la comparacion y analisis de

modelos.

3.1.2 Temperatura Superficial del Mar

Los datos usados se obtuvieron de NOAA, tratados para el andlisis actual.
Los ficheros almacenan registros desde 1915 - 2018. Dado que las
temperaturas son tan importantes en el comportamiento de los cataclismos
y cambios del clima, se realiza un analisis descriptivo en la zona con mayor
correlacion obtenida en la Figura 3.6 especificando en variaciones y forma

de la misma.

Enero 1915 - Mayo 2018

801

60 1

40

Frecuencia

201

17.5 20.0 225 25.0 275
Temperatura superficial del mar

Figura 3.2: Histograma Temperatura Superficial del Mar Mensual, NOAA
FUENTE: Elaboracion propia
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En la Figura 3.2 se puede distinguir las temperaturas superficiales del mar
con una correlacion significativa, por otra parte, se visualiza una
acumulacion de observaciones en el rango de 19C° a 21¢°
aproximadamente, ademas se puede notar la oscilacion de las
temperaturas entre 18C°a 28C°. Dado que ya esta probado que las
precipitaciones y temperaturas son proporcionales, se espera que a mayor
temperatura las lluvias aumenten en el sitio de estudio. (] Boyin Huang,
1915-2018)

3.2 Estadistica Inferencial

En lo sucesivo de la seccion se elabora estadistica inferencial de la precipitacion
atmosférica y con esto se logra especificar fendbmenos y cambios en los que la

precipitacion incide regularmente y su forma sobre la estacién meteoroldgica.

3.2.1 Distribucion de Precipitacion

Enero 1915 - Mayo 2018

0.08-

0.06 1

0.04 1

Frecuencia

0.02+

O-OO_ I_ I — — r i - =

0 50 100
precipitacion (mm)

Figura 3.3: Histograma Precipitacion Mensual, INAMHI, Guayaquil Aeropuerto
FUENTE: Elaboracion propia
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En la Figura 3.3 se presenta un histograma de las precipitaciones mas
representativas que dan lugar a la distribucion aproximada en estas, se
aprecia una compacta acumulacion de 0 a un valor aproximado a 25 mm,
visualizando una distribucidon que se equipara a una Gamma lo cual es
importante en los modelos a implementarse en este estudio. Dado que se
podria ajustar dicha distribucién es eficaz indagar el comportamiento de la

precipitacion en dicho modelo.

Prueba Shapiro Wilk

H, = Precipitacion pertenece a una distribucion normal

H, = Precipitacion no pertenece a una distribucion normal

Segun la prueba de Shapiro Wilk con un valor p de 2.2 e71¢ < 0.05 existe
evidencia estadistica para rechazar la hipotesis nula H,, lo cual solo indica

que los datos de precipitacién no se ajustan a una distribucién normal.

Enero 1915 - Mayo 2018

900+
o
» 600 - /
)
-0
=

300+

0 - [
-2 0 2
Teodrico

Figura 3.4: Grafico Quantile - Quantile, INAMHI, Guayaquil- Aeropuerto
FUENTE: Elaboracion propia
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Hy, = La muestra proviene de una poblacién con distribucién normal

H, = La muestra no proviene de una poblaciéon con distribucion normal

En la Figura 3.4 se distingue que los datos de la muestra de precipitacion
no provienen de una distribucion normal ya que los datos no se ajustan a

la linea referencial.

3.2.2 Valores Sospechosos

Un problema a menudo es el uso de los datos y arreglo de estos,
frecuentemente los valores sospechosos son datos que no son
congruentes con el resto, en general son valores extremos o muy bajos,
dado que esto es un indicador que interviene mucho en optimizar las
predicciones ya que pueden crear errores muy grandes como potenciar la

prediccién segun sea el caso.
Distancia de mahalanobis

Para esto se utilizo la distancia de mahalanobis para verificar similitud entre
los diferentes datos de precipitacion, dado que mahalanobis es una longitud

entre punto y una distribucion D se puede escribir de la siguiente forma:

!
d% (i,j) = (Precipitacién; — precipitaciénj) S~Y(Precipitacion,

- preczpltaaonj)

S~1 = covarianza de precipitaciéon

(3.1)

utilizando también una distribucién X? (ji) cuadrado con 3 grados de libertad
y un umbral de D mayor a 12 se puede obtener valores que estan fuera de

lo normal en una serie de datos. (Ruefer, 2016)
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Figura 3.5: Grafico Valores Sospechosos, INAMHI, Guayaquil-Aeropuerto
FUENTE: Elaboracion propia

En la Figura 3.5 se puede distinguir que existen 8 valores sospechosos
(atipicos) los cuales tienen una explicacion ya que los valores de 1983,1997
y 1998 son conocidos en Ecuador por los problemas que ocasioné el
fendmeno “El Nifo”. Considerados fenobmenos ENOS declarados por la
NOAA (NOAA, n.d.) en los afios 1972-1973, 1982-1983 y 1986-1987;
siendo los mas intensos 1982-1983 y 1997-1998 registrados hasta la fecha
(Margarita, 2005), mientras que, en los afios 1929 existe un desface en el
mes de febrero que es normal esperar y donde la precipitaciéon es mayor.

Todos estos valores se representan como atipicos en los episodios
registrados en estos afos, que por motivos investigativos es importante
mantenerlos en la serie, y conocer si el modelo estadistico es capaz de

sobre estimar un evento como el fendmeno del Nifio.
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3.3 Estadistica Especializada

En lo sucesivo luego de un analisis general de las variables a utilizar, se procede
con la metodologia descrita en el capitulo 2 para demostrar los comportamientos
conjuntos de precipitacion y temperatura, basado en la evidencia estadistica se

resuelve adjuntar los siguientes analisis:

3.3.1 Correlacion Precipitacion vs Temperaturas

En este ensayo se pretende conocer la correlacion de Pearson que segun
su metodologia sirve para medir la covariacion entre variables
estrechamente relacionadas de forma lineal, para el efecto se realiza
ajustes multidimensionales desde Enero 1915 — Mayo 2018. Los multiples
ajustes figuran pixeles como grillas donde se contienen valores de la
temperatura, latitudes y longitudes, teniendo en cuenta esto se procede a
crear una serie de tiempo con los valores de temperatura de igual manera
procediendo a adjuntar los datos referenciales de precipitacion, obteniendo
dos series de predmbulo para el calculo de la correlacién de Pearson. De
esta forma se puede construir la Figura 3.6 que simboliza el célculo de las

correlaciones en el rango especificado. (J. Cedefio, 2018)
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Figura 3.6: Temperatura Superficial del Mar, en el Dominio de la Isolina con

correlacién 0.67
FUENTE: Elaboracion propia

En la Figura 3.6 se puede distinguir la correlacion minima, media y maxima
en todo el rango mencionado, para escoger la mayor correlaciéon posible
entre precipitacion y temperatura se obtiene la curva de nivel donde la
correlacidon en este caso 0.67 (percentil 95) donde obtendremos valores
promedios espaciales para la temperatura que es la variable predictora que

se utilizé para los modelos.
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22 24
|

20
1

18

Afios

Figura 3.7: Serie Temporal Temperatura Superficial del Mar, en el dominio
FUENTE: Elaboracion propia
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En la Figura 3.7 se puede distinguir la serie temporal de temperaturas (SST)
con la maxima correlacion en la curva de nivel antes mencionada como se
especifica en la Figura 3.2 en su distribucién con temperaturas entre 18C° a
28C° , observando ademas que en los afios 1983 y 1998 se encuentran los
valores maximos de temperatura que produjeron una precipitacion alta

verificada en la Figura 3.6.

3.4 Modelacion

En este apartado se explica los modelos preliminares para el correcto disefio de

la red neuronal que es el objetivo ya descrito del contenido, en donde se puede

notar mejor el comportamiento de las variables.

3.4.1 Regresion Lineal

1
Precipitacionz = B, + B, Temperatura + &

1
Precipitaciéonz = —53,78 + 2,83 Temperatura + &,

(3.2)

En este caso se realizO una regresion lineal dado la proporcionalidad
confirmada entre precipitacion y temperatura, pero con una variante que es
la transformacién de precipitacion y utilizando a la temperatura como
variable independiente, muestra la variacion de la precipitacion en funcion
de la temperatura que permitio realizar las proyecciones representadas en
el Grafico 3.8.

22



Precipitaciones Observadas .

Precipitaciones Estimadas [
9 J1915 1918 1921 1924 1927 1930 1933 1936 1939
o
§ 81
g o
§ 8 -
g i
o -
@ - 1941 1944 1947 1950 1953 1956 1959 1962 1965
o
§ 81
g o
.§ 3 -
o -
@ J1967 1970 1973 1976 1979 1982 1985 1988 1991
o
§ 81
3 i
B o
.§ g -
g i
o -
2 - 1993 1996 999 2002 2005 2008 2011 2014 2017
5 8-
3 i
s 84
8 <
g i
o -
Figura 3.8: Serie Temporal Regresion Lineal
FUENTE: Elaboracion propia
En la Figura 3.8 se puede distinguir los valores observados y estimados lo
cual visualmente nos indica que en general existe una subestimacion de la
precipitacion, ya que es un modelo en donde no se tiene en cuenta el
tiempo se puede pasar a un modelo con una estructura mejorada.
Tabla 3.2: Pronosticos Regresion Lineal
Meses Precipitacion Estimada Precipitacion Observada
Enero 99,5 59,2
Febrero [205,7 553,9
Marzo 167,7 177,7
Abril 110,3 18,9
Mayo 48,0 46,3

FUENTE: Elaboracion propia
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En la Tabla 3.2 se puede notar una subestimacion en febrero y marzo,

como una sobreestimacion de Enero, Abril y Mayo, lo que indica que es una

proyeccion optimista en algunos casos pero que se puede mejorar.

Analisis de residuos

Lag

Figura 3.9: Autocorrelaciones de Residuos Regresion Lineal
FUENTE: Elaboracion propia

En la Figura 3.9 se detalla las autocorrelaciones de los residuos en
donde se puede observar que varias espigas sobresalen de los
intervalos rotulados en color azul, asi como una notable forma ciclica
gue supone el uso de un componente autorregresivo estacional, en
este caso la espiga 12 se puede interpretar como la inclusién en el
modelo de un retardo en la precipitacion que se tendra en cuenta

para la implementacion en la red neuronal a disefiar.
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3.4.2 Modelo Gamma Log

log(E (Precipitacion)) = logA — By — ByTemperatura
log(E(Precipitacion)) = 14,80 — 0,87 Temperatura
(3.3

En este modelo se utiliza el logaritmo en los valores esperados de
precipitacion teniendo en cuenta la distribucion Gamma que se efectlua por
la forma de la distribucion en la Figura 3.3; ademas de la elasticidad de la
distribucion de precipitacion que es beneficioso para el modelo
mencionado. Un ejemplo claro son las ventajas mencionadas de la
inclusion del modelo en precipitaciones que inician intensamente y bajan

progresivamente. (Henriquez)

Precipitaciones Observadas .
Precipitaciones Estimadas @
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Figura 3.10: Serie Temporal Modelo Gamma Log

FUENTE: Elaboracion propia
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En la Figura 3.10 se puede distinguir una sobreestimacién en general en tal

caso se puede verificar que este modelo es muy optimista ya que espera

mayor precipitacion en cuanto a los valores estimados.

Tabla 3.3: Pronésticos Modelo Gamma Log

Meses Precipitacion Estimada Precipitacion Observada
Enero 79,2 59,2

Febrero [305,9 553,9

Marzo 199,0 177,7

Abril 93,2 18,9

Mayo 30,8 46,3

FUENTE: Elaboracion propia

En la Tabla 3.3 se puede distinguir que en los meses de Enero, Marzo y
Abril se sobreestima y en Febrero y Mayo se subestima de acuerdo a esto
el Modelo Gamma Log es menos efectivo que el Modelo de Regresion

Lineal.

3.4.3 Modelo de Transferencia Lineal

Segun lo expuesto en el marco tedrico de este trabajo, es necesario que la
precipitacion este Cross-Correlacionada con la temperatura, para el efecto

se realiza un Grafico CCF que impulsa a la obtencion del modelo ARMA.
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Figura 3.11: Cross - correlacion Precipitacion filtrada vs los residuos del modelo

auto-regresivo de orden 5 para la Temperatura
FUENTE: Elaboracion propia

En la Figura 3.11 se puede demostrar el retado a partir del 0 a izquierda es
decir la espiga -3 sobresale de los intervalos de confianza, teniendo un
retardo significativo de hasta 3 meses de la temperatura con respecto a la
precipitacion, en el dominio explicado anteriormente. Segun la metodologia
Box-Cox, se analizé este sistema dinamico, segun la ayuda de la tabla 11.1
del libro Time Series Analysis Forecasting and Control.

Esto marca una huella en la Precipitacion que crea un movimiento en la
temperatura con esto se estructur6 un el modelo con (r, s, d) como (0,1,3).
(Javier Contreras, 2003).

Con lo analizado utilizando temperatura como variable dependiente se
propone un modelo AR (5) para que los residuos sean de ruido blanco, en
donde se empled la funcion ARIMAX (Ripley K.-S. C., 2018).

El modelo de transferencia lineal estd compuesto de la siguiente forma

segun la metodologia:
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1

Y.~ 5,B3X §:B*X
t~Bo + 6o t +01 t+1—(¢1Bl+¢232+¢3B3+®4B4+®535)*

&t

Y,(1— ¢,B' — ¢,B% — ®;B> — ¢,B* — ®sB>)
= Bs + 6B3*X, 1 - ¢,B* — 9,B* — ®3B* — 9,B* — ®sB>)
+8,B1X,(1 — 9,B' — 9,B% — $,B% — 0,B* — BB5) + ¢,

Yi=Bo+ 01V +0,Y 2+ B3Y, 5+ @sYV s+ 0BsYis+ 66X 1 —8: X5+ (6
—6102)Xt—3 + (6001 — 6103)Xr—s + (6002 — 6104) X5 + (—60D3
— 0105)Xt—6 — 6004Xi7 — 80DsX;_g + &

Y, = 467,36 +0,47Y, ; —0,03Y, , —0,13Y, 3+ 0,05Y,_, + 0,14 Y, g
— 76,41 X,_1 + 35,91 X,_, + 56,54 X,_3 — 35,58 X,_4 + 5,59 X,_s
+18,35X,. 6 — 2,94 X,_7 — 8,24 X, g + &,

(3.4)

Y:: Precipitacion en el mes't

Xi_i,Yi_i: Temperatura y precipitaciéon del mes anterior i

Precipitaciones Observadas .
Precipitaciones Estimadas @
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Figura 3.12: Serie Temporal Modelo de Transferencia Lineal
FUENTE: Elaboracion propia
En la Figura 3.12 se puede distinguir que las estimaciones no estan
cercanas a la realidad y provee un resultado cauteloso teniendo en cuenta
gue en este modelo se toman los retados y el tiempo, se espera sea
superior a los dos modelos analizados anteriormente que segun lo
observado no alcanza a las estimaciones a lo largo de 1915 — 2018.
Tabla 3.4: Pronosticos Modelo de Transferencia Lineal
Meses Precipitacion Estimada Precipitacion Observada
Enero 138,5 59,2
Febrero |242,9 553,9
Marzo 253,0 177,7
Abril 229,4 18,9
Mayo 164,2 46,3

FUENTE: Elaboracion propia

En la tabla 3.4 se puede observar lo mencionado antes, que es un modelo

muy reservado en las estimaciones dado que en el mes de marzo por
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ejemplo existe un error alto asi mismo en abril y en contraste con los dos

modelos anteriores el Modelo de Regresion lineal sigue siendo el mejor.

3.4.4 Redes Neuronales

En este ensayo se estableci6 dos modelos de redes neuronales que
resultaron interesantes en la fase de conformacion de estas, de las cuales

se escogera la mejor para la Prueba y recomendacion final.

Y; = Precipitacion atmosferica en el mest

X; = Temperatura superficial del mar en el mes t

Teniendo en cuenta la variable Y; (variable dependiente) y X, (variable
independiente), segun la metodologia de redes neuronales se propone a
10 nodos como entrada dado a un analisis sobre aquellas de la siguiente

manera:

Xi_1,Yi_1: Temperatura y precipitacion del mes anterior
Xi_o, Yi_o: Temperatura y precipitacion de 2 meses anteriores
X¢_12,Yi_12: Temperatura y precipitacion de 12 meses anteriores
Xt_13, Yi_13: Temperatura y precipitacion de 13 meses anteriores

Xi_24,Yi_24: Temperatura y precipitacién de 24 meses anteriores

es decir, los retardos de cada variable ya que en la practica lo mejor es
trabajar con la historia.

Se propone una capa oculta con 20 nodos para la sinapsis que estaran
denotados de la siguiente manera H,, H,, ..., H,, ¥ una capa de salida con
un solo nodo, puesto que es necesario la estimacion de una sola variable

en este caso Y; es decir Precipitaciones. (Ripley W. N., 2002)
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3.4.4.1 Modelo 1

Para el modelo 1 se utilizé una transformacion en los retardos y la
variable real de precipitaciones para intentar establecer datos entre
0y 1 los cuales adopta mejor una red neuronal dado que la funcién
de activacion es logistica se esperaria mejores resultados (Ripley W.
N., 2002), siendo la transformacion de la siguiente forma:

am,(Y)
am,(Y,) +1
_ 1
“ T me()
(3.5)

m, (7)) = 0.5

m, = mediana de las precipitaciones mayores a cero

Y, = Precipitaciones

_ 1
=77
1
ﬁ Yt—l
1 ; dondei=1,2,12,13 y 24
ﬁ Yt—i + 1
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Figura 3.13: Disefio de Red Neuronal Modelo 1
FUENTE: Elaboracion propia

En la Figura 3.13 se puede distinguir el disefio de la red neuronal
con 3 capas, la capa de entrada con 10 nodos, la capa oculta con 20
nodos y la capa de salida con un solo nodo que representa la
estimacion de las precipitaciones.

A continuacion, se detalla el Modelo mateméatico para la Red

Neuronal del modelo 1:

Vi = Do(a + W1®1(0‘1 + Wy 1Xe—1 +Wo1YVio1 + W3 1X
T Wy1Ye—2 T W51 Xp—12 + Wg1Ve—12 + W7 1X¢e-13
+ Wg1Ve-13 + Wo1Xr—24 + Wi01Ve-24 )
+ w, 0, (“2 T WipXe1 + WY1 + WapXe o
T Wy2Ye—2 T WsoXp12 + Wg2Ve—12 + W72X¢-13
+ Wg2Ve-13 + Wo2Xr—24 + Wig2Ve—24 ) + -
+ Wao®@20( 20 + Waz0%e—1 + Wa20Ve-1
+ W320Xt—2 + Wy 20Ye-2 + W5 20X¢-12
+ Wg20Ye-12 + W720Xt-13 + Wg20Ye-13

+ Wo20Xt—24 + W1020Yt-24 )

(3.7)
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Para el modelado de la red neuronal se utilizd los parametros y
funciones descritos en (Ripley W. N., 2002), asi como la funcion nnet
en donde se utilizo fase de entrenamiento (Enero 1915 — Diciembre

2017) y validacién (5 primeros meses del 2018).

Precipitaciones Observadas .
Precipitaciones Estimadas <@

1915

1817 | 15019 | 1921 1833 | 1935

1943 | 1945 | 1947 | 1949 | 1951 | 1953 | 1955 | 1957 | 1959 | 1961 | 1963 | 1965

1969 | 1971 | 1973 [ 1975 | 1977 | 1979 | 1981 | 1963 | 1985 | 1937 | 1939 | 1991

2008 | 2011

Figura 3.14: Serie Temporal Red Neuronal Modelo 1
FUENTE: Elaboracion propia

En la Figura 3.14 se puede notar sobreestimaciones en algunos
afos, pero en general mantiene una tendencia casi cercana a las
observaciones para lo cual se analizo las estimaciones de los cinco

ultimos meses.
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Tabla 3.5: Prondsticos Red Neuronal Modelo 1

Meses Precipitacion Estimada Precipitacion Observada
Enero 248,2 59,2

Febrero (698,8 553,9

Marzo 231,6 177,7

Abril 70,2 18,9

Mayo 3,1 46,3

FUENTE: propia

En la Tabla 3.5 se puede apreciar una notable sobreestimacion,
aunque se usa los retardos no supera al Modelo de Regresion Lineal,

pero es mucho mejor que

Transferencia Lineal.

3.4.4.2 Modelo 2

Para el modelo 2 se utilizé una transformacion en los retardos y la
variable real de precipitacion para intentar replicar la transformacion
usada en el Modelo de Regresion Lineal con la Unica diferencia que
se aplicara en las variables de entrada para los retardos de

precipitaciones de la red neuronal de esta manera quedaria un

los modelos Gamma Log y de

disefio que se aprecia en la Figura 3.15.

J); dondei =1,2,12,13 y 24

34

(3.8)




Yt 1

Yt 2
Yt_12
Yt 13
Yt_24

Xt_1

Xt 2
Xt_12
Xt_13
Xt_24

Figura 3.15: Disefio de Red Neuronal Modelo 2
FUENTE: Elaboracion propia

En la Figura 3.15 se puede distinguir el disefio de la red neuronal
con 3 capas, la capa de entrada con 10 nodos, la capa oculta con 20
nodos y la capa de salida con un solo nodo que representa la
estimacion de las precipitaciones.

A continuacion, se detalla el Modelo matematico para la Red

Neuronal del modelo 2:

Ve = Do(a + W1¢1(a1 T Wi X1 +Wo1Ve-1 T W31Xt2 + Wa1Vi2
+ Ws51X¢—12 + We1Ve-12 + W71X¢—13 + Wg1YVe-13
+ Wo1Xt—24 + Wi01YVt—24 )
+ WZQZ(QZ T WipXe—q1 +WooVi1 + W3aXe o + WarVie o
+ Ws52X¢—12 + We2Vi-12 + W72X¢—13 + Wg2Ve-13
+ Wo2Xt—24 + Wi02Vt-24 ) + -
+ Wao®@20 (20 + Waz0%eo1 + Wa20Ve-1 + Wa20X¢—2
+ Wy 20YVe-2 + W5 20Xt-12 + We20Ye—12 + W720X¢-13

+ Wg20Yt-13 + Wo20Xt—24 + W1020Yt-24 )

(3.9)
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+0,23 Yy, 24)

(3.10)

Para el modelado de la red neuronal se utiliz6 los parametros y
funciones descritos en (Ripley W. N., 2002), asi como la funcion nnet
en donde se utilizé fase de entrenamiento (Enero 1915 — Diciembre

2017) y validacion (5 primeros meses del 2018).

Analisis de autocorrelaciones

10 15 20 25 30

Lag

Figura 3.16:Autocorrelaciones de Residuos RNA Modelo 2

FUENTE: Elaboracion propia
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En la Figura 3.16 se puede distinguir que no existen
autocorrelaciones y como se acoto en la Figura 3.11 existe la
necesidad de incluir retardos que se implementaron en el modelo de

la Red neuronal para la optimizacion.

Precipitaciones Observadas .
Precipitaciones Estimadas <@

1915 | 1907 [ 1919 | 1921 | 1923 | 1935 | 1927 | 1929 | 1931 | 1933 | 1935 | 1957 | 1935

1941 | 1943 | 1945 | 1947 | 1949 | 1951 | 1953 | 1955 | 1957 | 1959 | 1961 | 1963 | 1965

WA o s uah.

| 1967 | 1969 | 1971 | 1973 | 1975 | 1977 | 1979 | 1981 | 1933 | 1935 | 1937 | 1989 | 1991

| 1883 | 1885 | 1957 (1999 2001 | 2003 2005 2007 | 2000 | 2001 | 2003 | 20015 | 2017

Figura 3.17: Serie Temporal Red Neuronal Modelo 2
FUENTE: Elaboracion propia

En la figura 3.17 se puede distinguir una mejor adecuacion de la red
neuronal en base a las variables de entradas que se le proporciond,
dado que se nota una estimacion correcta en la mayoria de los afios

se espera una estimacion cercana a la realidad.
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Tabla 3.6: Prondsticos Red Neuronal Modelo 2

Meses Precipitacion Estimada Precipitacion Observada
Enero 152,0 59,2

Febrero (4419 553,9

Marzo 276,4 177,7

Abril 44,2 18,9

Mayo 0,2 46,3

Tasa deVYerdaderos Positivos

FUENTE: Elaboracion Propia

En la Tabla 3.6 se puede observar uno de los mejores prondésticos
gue la red neuronal puede conseguir, aunque no exactas, pero si
cercanas con una semilla (6930) se pueden plantear muchas mas
estimaciones con diferentes semillas que optimizaran las

estimaciones para estudios futuros.

(=]
fa
o

Bajo ({==P33), ABC=0.884
=== Mormal (F33==K==PE6), ABC=0.779
Sobre (X==PB6), ABC=0.979

0.00 0.25 0.50 0.75 1.00
Tasa de Falsos Positivos

Figura 3.18: Curva Roc Red Neuronal Modelo 2
FUENTE: Elaboracion propia

En la Figura 3.18 se puede notar la precision del modelo que es muy
bueno para estimar sobre la normal es decir que en los meses de

Enero — Mayo 2018 existiria probablemente lluvias intensas en un
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Precipitacion

97%, en contraste con lo dicho anteriormente el modelo también es
bueno para estimar bajo la normal es decir en estos meses existiria

probablemente menos intensidad de lluvias en un 88%.

3.5 Discusion y Andlisis Final de Modelos Propuestos

Tabla 3.7: Sumatoria cuadratica de los errores

Modelos SCE
Regresion Lineal 12’586 026
Gamma Log 63’368 405
Transferencia Lineal 15247 428
RNA Modelo 1 34’226 086
RNA Modelo 2 8’481 833

FUENTE: Elaboracion Propia

En la Tabla 3.7 se puede distinguir los diferentes modelos aplicados y la sumatoria
cuadratica del error que fue la medida para la discriminacion de los modelos dado
gue en cada uno se usan diferentes pardmetros se concluyd utilizarla, de esta
manera se puede tener la fidelidad de que RNA Modelo 2 estimara prondsticos
Optimos para la futura toma de decisiones.

600
500
400 ——RL
300 ——RNA
200 M2
100 —o—REAL

0

Enero Febrero Marzo Abril Mayo
Meses

Figura 3.19: Grafico Predicciones de los Mejores Modelos
FUENTE: Elaboracién Propia
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En la Figura 3.19 se puede distinguir los dos mejores modelos obtenidos en los
analisis previos, se nota claramente que la Red Neuronal Modelo 2 después de
diferentes iteraciones trata de adecuarse a la realidad por lo cual es sin duda el
mejor modelo obtenido que gracias a la Regresion lineal también mostrado aqui,

se pudo establecer la transformacion final que llegé a estabilizar la prediccion.
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SECCION 4

4. CONCLUSIONES Y RECOMENDACIONES

4.1 Conclusiones

v' A través de los andlisis generales de las precipitaciones en la estacion
meteoroldgica Guayaquil- Aeropuerto y de las Temperaturas superficiales
del mar obtenidos de NOAA, se puede concluir que significativamente
existe una relacién positiva es decir proporcional entre ambas variables.

v" En base a la distribucién de precipitaciones se puede concluir que existen
meses en donde hay menor precipitacion y que en los primeros 5-6 meses
del afio existen lluvias abundantes.

v Existen temperaturas entre 18 a 28 grados en la correlacion de la curva de
nivel esto debido a la posicion de la estacibn meteoroldgica en la Zona
intertropical.

v' Se coincide en los analisis con los eventos ocurridos en los afios 1982 y
1997 en donde se observan fendmenos que si se comparan con la historia
se deben a fenémenos como “El Nifio”.

v' En base a la Minimizacién de los errores entre modelos aplicados se pudo
lograr en la Red Neuronal Modelo 2 la minima SCE que sugiere el mejor
modelo posible utilizando datos historicos.

v' En la comparaciéon de modelos es importante mencionar que la Regresion
Lineal con transformacién \/§ fue determinante para la aplicacién de la Red

Neuronal que se planted y la implicacion de los residuos para su

implementacion

41



4.2 Recomendaciones

v' Se recomienda Mejorar el cédigo utilizado en la modelacién de las Redes
Neuronales para obtener una mejor estimacion o en su defecto ejecutar el
procesamiento de la red hasta obtener una semilla mucho mejor que la
planteada en el mejor modelo.

v Se recomienda realizar un analisis de puntos de quiebre para determinar
distintos patrones que puedan mejorar tanto la serie de datos y por
consiguiente las predicciones.

v' Se recomienda utilizar variables Humedad y Vientos para optimizar las
estimaciones de la precipitacion en trabajos futuros ya que esas variables
tienen alta correlacion e influyen en el comportamiento de las lluvias y

fendbmenos.
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ANEXOS

GLOSARIO

Precipitacion: Descenso del agua contenida en las nubes debido a la condensacion
de vapor.

Atipico: Observaciones o datos que son diferentes al resto de la serie.

Distribucion estadistica: Funcién que establece a cada evento en la variable aleatoria
la probabilidad que este ocurra.

Estacion meteoroldgica: Base estratégica que registra y mide diferentes variables
meteoroldgicas.

Zona intertropical: Franja latitudinal del planeta tierra en donde los rayos solares
chocan verticalmente.

Meteorologia: Estudio de la atmosfera y su estado en el tiempo.

Milimetros: Medida de representacion que detalla el agua acumulada que se precipita
hacia el suelo.

Proyeccion: Estimaciones en las que se establecen supuestos para anticipar un
suceso.

Prediccion: anticipacion de un suceso de interés.

Prediccion Estadistica: Proyeccidn en situacion de incertidumbre utilizando supuestos
de la manera mas realista para tratar de representar lo que va a ocurrir.

ENOS: Oscilacion sur fendmeno “El Nifio” que es una guia climatica que implica en
cambios de la temperatura del mar.
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Valores de la Red Neuronal Artificial Modelo 2

b->hl -6,43E+01|i6->h4 -1,27E-01|i4->h8 1,38E+01(i2->h12 141E-01{b->h16 -1,03E-01i9->h19 -3,50E+01
i1->h1 -5,22E+01i7->h4 -1,95E-01|i5->h8 4,69E+01]i3->h12 9,75E-02]i1->h16 -1,01E-02|i10->h19 -1,66E+01
i2->h1 4,62E+01]i8->h4 -1,45E-01|i6->h8 9,31E+00|i4->h12 8,79E-02|i2->h16 1,16E-01|b->h20 8,50E-02
i3->h1 -5,98E+01|i9->h4 -6,27E-02|i7->h8 -1,96E+01i5->h12 3,43E-01[i3->h16 1,25E-01]i1->h20 1,13E-01
i4->h1 8,17E+01i10->h4 -2,29E-01|i8->h8 1,94E+01|i6->h12 3,24E-01]i4->h16 9,65E-02]i2->h20 1,84E-02
i5->hl -2,85E+01 [b->h5 2,65E-02]i9->h8 -1,42E+401)i7->h12 4,26E-01)i5->h16 9,87E-02i3->h20 111E-01
i6->h1 7,51E+01]i1->h5 -2,31E-02|i10->h8 -2,26E+01i8->h12 2,82E-01i6->h16 -3,46E-01 |i4->h20 8,18E-02
i7->h1 -9,71E+01i2->h5 -7,89E-02 |b->h9 8,53E-02[i9->h12 2,70E-01|i7->h16 -2,89E-01i5->h20 -8,54E-03
i8->h1 1,83E+01[i3->h5 -2,01E-02|i1->h9 1,47E-03[i10->h12 4,56E-01)i8->h16 -2,15E-01i6->h20 8,02E-02
i9->h1 -4 46E+01 |i4->h5 1,11E-01{i2->h9 6,49E-02|h->h13 4,04E+01]i9->h16 -1,69E-01|i7->h20 1,39E-01
i10->h1 4,53E+01]i5->h5 -2,30E-02|i3->h9 4,79E-02]i1->h13 3,44E+01]i10->h16 -1,94E-01i8->h20 2,02E-01
b->h2 4,62E-04i6->h5 -2,44E-01|i4->h9 -1,75E-02|i2->h13 1,62E+01[b->h17 2,77E-03]i9->h20 -1,95E-02
i1->h2 9,17E-02]i7->h5 -7,83E-02|i5->h9 -2,58E-02|i3->h13 5,39E+00|i1->h17 5,25E-02]i10->h20 2,26E-01
i2->h2 -4,59E-02i8->h5 -1,46E-01i6->h9 7,18E-02(i4->h13 2,06E+01[i2->h17 -9,96E-02|b->0 -1,15E-02
i3->h2 1,00E-01{i9->h5 -8,80E-02|i7->h9 -8,71E-02|i5->h13 4,66E+00]i3->h17 1,19E-01|h1->0 -1,60E+00
i4->h2 6,67E-02]i10->h5 -1,30E-01i8->h9 7,61E-02|i6->h13 5,75E+01[i4->h17 9,55E-02|h2->0 4,21E-01
i5->h2 -2,12E-01 |b->h6 2,97E+01[i9->h9 8,93E-02[i7->h13 1,31E+01[i5->h17 -6,32E-02|h3->0 -2,09E+00
i6->h2 -1,50E-01|i1->h6 1,31E+00(i10->h9 9,78E-02i8->h13 -6,06E+01)i6->h17 -3,17E-01|h4->0 8,97E-02
i7->h2 -2,38E-01|i2->h6 2,43E+01|b->h10 -7,18E-02|i9->h13 -3,42E+01|i7->h17 -2,45E-01|h5->0 -1,29E-01
i8->h2 -8,87E-02|i3->h6 -4,13E+01]i1->h10 1,96E-01{i10->h13 -1,24E+01i8->h17 -2,40E-01|h6->0 -3,59E+00
i9->h2 -1,33E-01|i4->h6 2,17E+01{i2->h10 2,37E-01|b->h14 5,73E-02[i9->h17 -1,50E-01 [h7->0 4,93E+01
i10->h2 -2,51E-01|i5->h6 -1,08E+01i3->h10 2,60E-01[i1->h14 -1,25E-02i10->h17 -1,22E-01|h8->0 3,92E+00
b->h3 2,98E+01]i6->h6 -1,01E+01)i4->h10 1,92E-01|i2->h14 -9,17E-02|b->h18 2,90E-03|h9->0 9,93E-02
i1->h3 4,50E+00]i7->h6 9,97E+01]i5->h10 2,34E-01[i3->h14 -9,77E-02i1->h18 -4,02E-011h10->0 1,58E+00
i2->h3 6,54E+01]i8->h6 5,14E+01]i6->h10 2,75E-01]i4->h14 4,26E-03]i2->h18 -9,86E-02|h11->0 2,75E+00
i3->h3 -2,13E+00(i9->h6 -4,32E+00i7->h10 3,35E-01i5->h14 6,99E-03]i3->h18 -4,42E-011h12->0 -5,29E-01
i4->h3 -5,06E+01 [i10->h6 -1,02E+02i8->h10 2,33E-01[i6->h14 -1,75E-01i4->h18 -2,19E-011h13->0 -2,93E+00
i5->h3 -4,49E+00 [b->h7 -3,71E+00(i9->h10 343E-01|i7->h14 -9,05E-02i5->h18 -1,75E-01|h14->0 2,63E-02
i6->h3 191E+01[i1->h7 1,35E-02[i10->h10 3,53E-01{i8->h14 -6,55E-02i6->h18 -4,68E-01h15->0 -3,09E-02
i7->h3 4,22E+01]i2->h7 2,81E-02|b->h11 -1,32E+01]i9->h14 -1,79E-01i7->h18 -4,43E-01|h16->0 5,16E-01
i8->h3 -8,80E+00(i3->h7 -9,06E-03i1->h11 1,05E+02(i10->h14 -1,84E-01/i8->h18 -3,86E-01|h17->0 151E-01
i9->h3 -3,90E+01 |i4->h7 1,42E-02{i2->h11 -1,64E+01|b->h15 -5,63E-02i9->h18 -447E-01|h18->0 1,68E-01
i10->h3 1,22E+00|i5->h7 -1,10E-02|i3->h11 4,11E+01]i1->h15 9,51E-02i10->h18 -5,00E-01|h19->0 -3,28E+00
b->h4 1,00E-01]i6->h7 4,29E-01{i4->h11 -3,35E+01i2->h15 1,14E-01|b->h19 2,75E+02|h20->0 5,98E-03
i1->h4 -9,83E-02|i7->h7 -2,712E-01|i5->h11 2,80E+01]i3->h15 8,98E-02]i1->h19 -1,84E+00

i2->h4 -1,99E-02|i8->h7 6,55E-02|i6->h11 -5,76E+01i4->h15 1,32E-01[i2->h19 -5,65E+00

i3->h4 -3,32E-04|i9->h7 -1,32E-01|i7->h11 -6,02E+01i5->h15 1,52E-01[i3->h19 8,37E-01

i4->h4 3,20E-03)i10->h7 9,92E-04]i8->h11 -1,94E+00|i6->h15 1,74E-01[i4->h19 3,07E+00

i5->h4 -1,90E-03 |b->h8 1,19E+01i9->h11 1,10E+01{i7->h15 1,07E-01[i5->h19 -2,33E+00

i6->h4 -1,27E-01)i1->h8 6,08E+01i10->h11 4,24E+01]i8->h15 2,33E-01]i6->h19 3,24E+01

i7->h4 -1,95E-01)i2->h8 -3,30E+01|b->h12 6,16E-02i9->h15 5,84E-02i7->h19 -2,22E+01

i8->h4 -1,45E-01)i3->h8 3,79E+01]i1->h12 2,72E-01]i10->h15 1,42E-01]i8->h19 2,50E+01
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