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RESUMEN 

En la actualidad, la enfermedad de Parkinson ocupa el segundo lugar como la enfermedad 

neurodegenerativa más común, después del Alzheimer, afectando a aproximadamente 10 millones 

de personas en todo el mundo. A pesar de no existir una cura definitiva, existen tratamientos 

disponibles para aliviar los síntomas y mejorar la calidad de vida de los pacientes. Por esto, es 

esencial una detección temprano de la enfermedad para ralentizar su progresión. Uno de los 

síntomas característicos de esta afección es la dificultad en la escritura, lo que a menudo motiva a 

los pacientes a buscar atención médica. Basándose en esta premisa, se propone la utilización de 

técnicas de aprendizaje poco profundo y aprendizaje profundo para identificar estos cambios en la 

escritura como patrones asociados a la enfermedad y calcular la probabilidad de que una persona 

tenga Parkinson. 

Para el desarrollo de este proyecto, se utilizó un conjunto de datos que incluía registros de 

tres grupos diferentes: personas sanas, personas con Parkinson en el hemisferio derecho y personas 

con Parkinson en el hemisferio izquierdo. Estos registros comprendían la escritura en cuatro 

experimentos distintos: la firma, la escritura de una palabra en español, polca y griego. A partir de 

estas escrituras, se extrajeron características matemáticas que se utilizaron como datos de 

entrenamiento para un modelo SVM, el cual obtuvo los mejores resultados en comparación con 

otras arquitecturas evaluadas, logrando una tasa de clasificación binaria del 88.06% y un 74% para 

la clasificación multiclase. Este modelo se implementó en una aplicación web que permite a los 

usuarios cargar archivos de escrituras de pacientes y obtener un diagnóstico de la enfermedad de 

Parkinson. 

Palabras Clave: Enfermedad de Parkinson, inteligencia artificial, aprendizaje poco profundo, 

micrografía. 



 

 

ABSTRACT 

Currently, Parkinson's disease ranks as the second most common neurodegenerative 

disease, following Alzheimer's, affecting approximately 10 million people worldwide. Despite the 

absence of a definitive cure, there are available treatments to alleviate symptoms and enhance 

patients' quality of life. Therefore, early detection of the disease is crucial to slow its progression. 

One of its characteristic symptoms is handwriting difficulty, often prompting patients to seek 

medical attention. Building on this premise, the use of shallow and deep learning techniques is 

proposed to identify these handwriting changes as disease-associated patterns and calculate the 

likelihood of a person having Parkinson's. 

To develop this project, a dataset was used, including records from three different groups: 

healthy individuals, individuals with Parkinson's in the right hemisphere, and individuals with 

Parkinson's in the left hemisphere. These records encompassed handwriting in four distinct 

experiments: signature, writing a word in Spanish, polka, and Greek. Mathematical features were 

extracted from these writings and employed as training data for an SVM model, which 

outperformed other evaluated architectures, achieving an 88.06% binary classification rate and 

74% for multiclass classification. This model was implemented in a web application that enables 

users to upload patient handwriting files and obtain a Parkinson's disease diagnosis. 

Keywords: Parkinson's Disease, artificial intelligence, shallow learning, micrographia.  
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CAPÍTULO 1 

1.1 Introducción 

La enfermedad de Parkinson (EP) es un trastorno neurodegenerativo crónico que impacta 

considerablemente en la calidad de vida de las personas que la padecen. Este trastorno se 

caracteriza por una serie de síntomas motores, que incluyen temblores en reposo, bradicinesia, 

rigidez e inestabilidad postural [50]. Según datos de la Fundación de Parkinson, se estima que 

aproximadamente 10 millones de personas en todo el mundo conviven con esta enfermedad [40]. 

Aunque la edad media de inicio de los síntomas suele situarse en torno a los 60 años, es importante 

destacar que un 10% de los diagnosticados son menores de 50 años [40].  

Los síntomas motores comienzan a aparecer una vez que los cuerpos de Lewy (depósitos 

anormales de proteína llamada alfa-sinucleína) se han propagado a la sustancia negra según la 

hipótesis de Braak [47]. Los criterios actuales para diagnosticar la enfermedad de Parkinson 

incluyen la necesidad de observar bradicinesia junto con rigidez o temblor [47]. Aunque la 

inestabilidad postural es una característica central de esta enfermedad, si se presentan caídas 

tempranas, se debe considerar la posibilidad de un síndrome parkinsoniano poco común, como la 

parálisis supranuclear progresiva (PSP) [47]. La detección temprana de la enfermedad es crucial, 

ya que los esfuerzos para desarrollar terapias neuro protectoras se enfocan en las etapas iniciales 

de la EP, las cuales ofrecen la mejor oportunidad para intervenir [48]. 

En tiempos recientes, se han desarrollado soluciones innovadoras que emplean inteligencia 

artificial para la detección temprana y el monitoreo de los síntomas de la Enfermedad de Parkinson 

(EP). Por ejemplo, en un estudio reciente se utilizaron tres algoritmos de clasificación: SVM, K-

NN y AdaBoost, con el propósito de construir un modelo predictivo de la EP a partir de 
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características cinemáticas y de presión relacionadas con la escritura [42]. Se aplicaron pruebas 

estadísticas para seleccionar las 20 características más relevantes. Los resultados mostraron que el 

modelo SVM alcanzó la mayor precisión de clasificación, alcanzando un impresionante 82% de 

precisión utilizando únicamente características cinemáticas y de presión básicas [42]. El modelo 

K-NN logró una precisión de clasificación del 71.7% con un valor de k igual a 3, mientras que el 

modelo AdaBoost obtuvo una precisión de clasificación del 78.9% utilizando árboles de decisión 

como clasificadores débiles y deteniéndose después de 500 estimadores.  

El presente trabajo se centra en el análisis de la escritura en pacientes con EP utilizando un 

modelo predictivo que es escogido tras la comparación entre el mejor modelo que hace uso 

exclusivo de datos tabulares basados en las características extraídas de las muestras de escritura y 

el mejor modelo que hace uso exclusivo de imágenes de muestras de escritura. El enfoque del 

proyecto es de naturaleza no intrusiva, lo cual puede resultar útil para identificar el deterioro en la 

escritura de las personas, ya que frecuentemente constituye uno de los primeros signos que motiva 

la búsqueda de atención médica [45]. De hecho, se ha observado que aproximadamente el 5% de 

los pacientes con EP experimentan dificultades en la escritura antes de manifestar cualquier otro 

síntoma motor, y después del inicio de los síntomas, el 30% informa acerca del agravamiento de 

sus habilidades de escritura [45]. 

1.2 Descripción del Problema 

La identificación automática de la EP en fases tempranas es un desafío para la medicina 

actual, ya que el comportamiento en las primeras etapas suele ser similar a personas sanas [58]. 

Aunque la escritura no se incluye formalmente en los diagnósticos de la EP, el empeoramiento de 

esta es una de las principales razones por lo que los pacientes buscan atención médica [59]. No 

obstante, el diagnóstico y el estudio de estos síntomas motores se complican y se vuelven menos 
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detectables en pacientes donde el lado dominante no coincide con el inicio de los síntomas motores 

en la EP [60]. 

La escritura se revela como una característica que puede identificarse desde las primeras 

etapas de esta enfermedad, lo que subraya la importancia de su análisis para detectar signos 

tempranos y permitir un tratamiento oportuno [54]. No obstante, estas alteraciones pueden llegar 

a ser casi imperceptibles en un inicio para las personas y doctores, por lo que se podría usar las 

bondades de la IA para analizar la escritura de una persona que se encuentra afectada por diferentes 

hemisferios en esta enfermedad [61]. Gracias a la calidad de los dispositivos de comunicación 

disponibles actualmente, fáciles de usar, no es necesario que el diagnóstico se haga solo en un 

entorno hospitalario. Esto abre la puerta a un diagnóstico más accesible y conveniente sin 

necesidad de movilizarse a un centro médico [61].  

Ilustración 1 

Muestras de escritura en papel, controles vs pacientes 

 

Nota. Extraído de [65]. 
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1.3 Justificación del Problema 

La epidemiología de la enfermedad de Parkinson presenta incertidumbres al realizar un 

diagnóstico preciso en vida [62]. Con el envejecimiento de la población y el aumento de 

expectativa que existe de vida, se espera que haya un incremento significativo en el número de 

casos para las próximas décadas [62]. La Organización Mundial de la Salud proyectó que para el 

año 2040 existirá alrededor de 17 millones de casos en todo el mundo [46]. Por ello, el proyecto 

presente se enfoca en el análisis de datos de escritura a mano para desarrollar un modelo de 

inteligencia artificial que sea capaz de diagnosticar de forma prematura la enfermedad de 

Parkinson, porque las actuales técnicas utilizadas para evaluar la enfermedad dependen en gran 

medida de la pericia de los expertos [43]. Es menester señalar que, dado que la enfermedad afecta 

de forma crónica y progresiva al paciente que la padece, la negligencia que puede existir al aplicar 

las técnicas mencionadas en el diagnóstico y monitoreo podría traer un impacto negativo en los 

pacientes en términos de costos de asistencia médica y terribles desordenes relacionados a la salud 

[44]. Los enfoques no intrusivos son más apropiados para ancianos y no requieren la constante 

intervención de especializados. Entre las medidas no invasivas tenemos el trazado de formas como 

espirales, ondas y otros textos escritos a mano [44]. Tradicionalmente para las medidas 

mencionadas, se necesitaba un intérprete, lo cual podía representar una desventaja, pero en el 

presente proyecto que tiene el enfoque no intrusivo junto a sus beneficios, se hará uso de una 

tableta para obtener los datos de escritura de forma más eficiente [51].  

En términos prácticos, este proyecto se centra en el análisis de la escritura como una 

herramienta fundamental para poder realizar el diagnóstico temprano de la enfermedad de 

Parkinson debido a una serie de ventajas sustanciales. La fácil accesibilidad y lo poco invasivo 
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que es la escritura permite que este sea un enfoque idóneo, ya que puede ser implementado de 

manera sencilla y sin tener que requerir costosos procedimientos médicos [44]. 

1.4 Objetivos  

1.4.1 Objetivo General 

Desarrollar un prototipo que utilice técnicas de Aprendizaje Profundo o Aprendizaje Poco 

Profundo para asistir a los profesionales de la salud en la identificación temprana de la enfermedad 

de Parkinson a través del análisis de la escritura del paciente. Este sistema analizará muestras de 

escritura de pacientes previamente diagnosticados con la enfermedad, así como de individuos 

sanos que servirán como grupo de control.  

1.4.2 Objetivos específicos  

• Identificar las características importantes en el deterioro de la escritura.   

• Clasificar patrones asociados al deterioro de la escritura de estos pacientes  

• Entrenar y evaluar los modelos de Aprendizaje Poco Profundo y Aprendizaje Profundo 

utilizando la base de datos recopilada, utilizando métricas de rendimiento adecuadas. 

• Identificar el mejor modelo de IA para predecir la probabilidad de que una persona padezca 

la EP. 

1.5 Marco teórico 

1.5.1 Enfermedad de Parkinson 

La enfermedad de Parkinson (EP) es una compleja enfermedad neurodegenerativa que 

afecta a una gran parte de la población mundial [1]. Con tasas de prevalencia actuales que varían 

entre 10 y 800 personas por cada 100,000 habitantes, la EP está entre los trastornos 
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neurodegenerativos más comunes [2]. Se caracteriza por ser un trastorno del movimiento que se 

manifiesta por medio de síntomas como temblor en reposo, rigidez, pérdida de reflejos posturales 

El diagnóstico de la Enfermedad de Parkinson (EP) se basa en la evaluación de las 

principales manifestaciones clínicas que se manifiestan en los pacientes, que incluyen [5]: 

• Manifestaciones cardinales: Estas son las características fundamentales de la enfermedad 

e incluyen el temblor en reposo, la rigidez muscular, la lentitud de movimiento (acinesia) 

y la inestabilidad postural. 

• Manifestaciones no motoras: Además de los síntomas motores, la EP también se asocia 

con manifestaciones no motoras que pueden incluir déficits cognitivos sin llegar a la 

demencia, trastornos del estado de ánimo como la depresión y la ansiedad, así como 

problemas relacionados con el sueño. 

• Alteraciones en los ojos: La enfermedad puede afectar la función ocular, lo que puede dar 

lugar a problemas visuales y oculares. 

• Disartria: La disartria es un trastorno del habla que se caracteriza por dificultades en la 

articulación de palabras debido a la afectación de los músculos responsables del habla. 

• Disfagia: La disfagia se refiere a dificultades en la deglución, lo que puede ocasionar 

problemas al tragar alimentos y líquidos. 

• Anomalías olfatorias: Los pacientes con EP pueden experimentar alteraciones en el sentido 

del olfato. 

• Alteraciones autonómicas: Estas manifestaciones pueden incluir problemas como el 

estreñimiento, la hipotensión ortostática (descenso de la presión arterial al ponerse de pie), 

disfunción sexual y trastornos urinarios. 
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• Sensitivas: Los pacientes pueden experimentar dolor, parestesias (sensaciones anormales 

como hormigueo) y calambres. 

• Dermatológicas: Algunas manifestaciones cutáneas, como la seborrea (exceso de 

producción de grasa en la piel), también pueden estar presentes en la EP. 

Uno de los mayores obstáculos en el diagnóstico de la Enfermedad de Parkinson (EP) 

radica en la carencia de un método objetivo para su detección. Actualmente, el diagnóstico puede 

prolongarse varios meses y requiere una vigilancia meticulosa de los síntomas. Incluso con este 

seguimiento riguroso, existe una probabilidad aproximada del 25% de recibir un diagnóstico 

erróneo [52]. 

1.5.2 Correlación entre la enfermedad del Parkinson y la escritura a mano 

Trastornos neurológicos como el autismo [6,7], el Parkinson [9] y el Alzheimer [11,20] 

tienen un impacto directo en las habilidades grafomotoras de las personas afectadas. Además de 

estos trastornos, se ha observado que la influencia en la escritura también puede ser causada por 

medicamentos psicotrópicos [21] y el proceso de envejecimiento [22,23]. Los efectos visibles de 

trastornos neurológicos, como la apraxia constructiva, la disgrafía y la micrografía, se pueden 

evaluar directamente mediante el análisis de muestras de escritura y dibujos a mano de los 

individuos [53]. 

Las tres principales manifestaciones de la EP que pueden ser detectadas a través de la 

escritura a mano incluyen la micrografía, la bradicinesia y el temblor [17]. La micrografía se refiere 

a la dificultad que experimentan los pacientes para mantener un tamaño y alineación adecuados en 

las letras y trazos que producen al escribir [25]. La bradicinesia, que se caracteriza por la lentitud 

en los movimientos, hace que los pacientes con EP requieran más tiempo del habitual para 
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completar tareas de escritura y dibujo [26]. Por último, los "temblores" se refieren a movimientos 

involuntarios de vaivén que se manifiestan en la escritura a través de trazos irregulares en 

caracteres y dibujos. Estas condiciones parkinsonianas pueden aparecer de manera independiente 

o coexistir, dependiendo del tipo y la etapa de la enfermedad [54]. Identificar con precisión estos 

indicadores en muestras de escritura de pacientes puede ser de gran ayuda en la detección temprana 

y en el diagnóstico diferencial de la EP [54]. 

Investigaciones recientes han planteado la posibilidad de utilizar la escritura a mano como 

un indicador para el diagnóstico de la Enfermedad de Parkinson (EP) [12,13]. La razón subyacente 

a esta idea es que la escritura normal se caracteriza por la automatización; los movimientos son 

tan rápidos que el bucle de retroalimentación normal a través de la percepción visual y el control 

muscular se desactiva. Esto resulta en una configuración de bucle abierto. En el caso de los 

pacientes con Parkinson, la automatización ya no es válida; su escritura depende del bucle cerrado 

visual [14]. Esto sugiere que las personas con EP confían más en la retroalimentación visual para 

guiar su escritura, posiblemente debido a alteraciones en su control motor. En contraste, las 

personas sanas pueden escribir de manera más automática y requieren menos retroalimentación 

visual. 

En la literatura científica [55-57], se han propuesto diversas características de la escritura 

que pueden utilizarse para predecir la presencia de la Enfermedad de Parkinson (EP) y otros 

trastornos neurológicos. Estas características se pueden dividir en dos categorías según cómo se 

obtiene y mide la información: características estáticas y características dinámicas. Las 

características estáticas se obtienen típicamente a partir de muestras de escritura que no requieren 

de una conexión en tiempo real y se centran en atributos espaciales, como la forma y las 

dimensiones de los caracteres (por ejemplo, sesgo e inclinación), proporciones (como 
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altura/anchura y relación de aspecto), distancias entre caracteres, colocación en el plano x-y, 

bucles, cierres y curvatura de los trazos. Estas características se han utilizado en investigaciones 

previas para identificar signos de micrografía y temblores en la escritura [27]. Por otro lado, las 

características dinámicas requieren información temporal adicional y se obtienen a partir de 

muestras de escritura en línea, que capturan los movimientos de escritura y medidas cinemáticas 

como la velocidad y la aceleración del trazo en dirección vertical y horizontal, así como las 

trayectorias del movimiento. Estas características dinámicas se obtienen comúnmente utilizando 

dispositivos como tabletas digitalizadoras y bolígrafos inteligentes [28]. Además, estos 

dispositivos pueden registrar intervalos de tiempo en el aire o en la superficie, que reflejan el 

tiempo que un individuo tarda en planificar la acción de escritura siguiente, siendo un indicador 

de la capacidad cognitiva [28]. La presión ejercida en el instrumento de escritura también es un 

indicador relevante, ya que disminuye con la progresión de la EP [29]. Para medir con mayor 

precisión la presión del bolígrafo, se utilizan dispositivos especializados en la adquisición de 

muestras de escritura en línea. 

En el contexto de las pruebas de evaluación de la EP, la representación de espirales se ha 

utilizado ampliamente, ya que permite evaluar el rendimiento motor en diversos trastornos del 

movimiento, incluyendo la EP [4,8,15-17]. Además, se han empleado palabras que contienen 

repeticiones de la letra cursiva "l" en la evaluación de la escritura [10,18]. 
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Ilustración 2 

Presencia de la letra cursiva "l" en la evaluación de escritura 

 

 

 

 

 

Nota. Extraído de [55] 

1.5.3 Procedimientos actuales para el diagnóstico 

Actualmente el diagnóstico de la EP se basa en una combinación de la historia médica, el 

examen físico y, en algunos casos, pruebas de apoyo como imágenes cerebrales y pruebas de 

función dopaminérgica. La confirmación del diagnóstico se realiza en consulta con un médico 

especializado en trastornos del movimiento [49]. 

La Sociedad Internacional de Parkinson y Trastornos del Movimiento (MDS) ha 

desarrollado los criterios recientes para el diagnóstico de la EP, que reflejan el conocimiento actual 

de la enfermedad. Para que se considere un diagnóstico de EP, el paciente debe presentar 

bradicinesia (lentitud de movimiento) y al menos uno de los siguientes síntomas: temblor en un 

miembro en reposo, rigidez en brazos, piernas o tronco, problemas de equilibrio y caídas [49]. 

Una de las pruebas que pueden contribuir a respaldar el diagnóstico de la EP es el DaTscan 

[49], que evalúa la función del sistema de dopamina en el cerebro. Aunque el DaTscan puede 

resultar útil para confirmar la presencia de la EP, no se considera necesario en todos los casos. Un 

DaTscan positivo puede ayudar a confirmar la enfermedad de Parkinson. Sin embargo, un DaTscan 

negativo no descarta la enfermedad de Parkinson, especialmente en las primeras etapas de la 
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enfermedad [49]. En última instancia, el diagnóstico se basa principalmente en la evaluación 

clínica y los síntomas del paciente, y el DaTscan se emplea como una herramienta complementaria 

en situaciones específicas. 

1.5.4 Conceptos importantes en Aprendizaje Automático 

En el ámbito del aprendizaje de representación de datos, los algoritmos se pueden clasificar 

en dos categorías: aprendizaje poco profundo y aprendizaje profundo, según el nivel de abstracción 

jerárquica de los datos [89]. 

El aprendizaje de modelos poco profundos es un tipo de algoritmos de aprendizaje 

automático que puede generar un buen modelo predictivo generalizado con solo unas pocas capas 

de composición. Requiere muestras con características discriminativas bien estudiadas extraídas 

por expertos [90].  Ejemplos de algoritmos de aprendizaje poco profundo incluyen la Regresión 

Lineal, la Regresión Logística, los Árboles de Decisión, KNN (K-Nearest Neighbors) y SVM 

(Support Vector Machines) [88].  

El aprendizaje profundo en sí mismo es una rama del aprendizaje automático, que puede 

entenderse como redes neuronales con múltiples capas ocultas. En comparación con las 

aplicaciones basadas en aprendizaje poco profundo, los modelos de aprendizaje profundo 

requieren grandes cantidades de datos de entrenamiento [88].  

En el ámbito de la construcción, el aprendizaje profundo presenta ventajas notables al 

procesar datos complejos y no estructurados, como imágenes y videos, permitiendo la 

identificación precisa de patrones en grandes conjuntos de datos. Sin embargo, su desventaja radica 

en la necesidad de grandes cantidades de datos de entrenamiento y recursos computacionales 

significativos. Por otro lado, el aprendizaje poco profundo, representado por técnicas como la 



12 

 

 

 

Regresión logística, Árboles de Decisión y SVM, destaca por su simplicidad y capacidad de 

interpretación, siendo más eficiente en situaciones con conjuntos de datos más pequeños [88]. 

Aunque estas técnicas son menos propensas a problemas como el sobreajuste, también pueden 

presentar limitaciones en términos de precisión y capacidad para manejar datos faltantes [88]. La 

elección entre aprendizaje profundo y poco profundo dependerá de las demandas específicas del 

problema y de la disponibilidad de recursos y datos de entrenamiento en el contexto de la 

construcción. [88] 

1.5.5 Tecnologías Implementadas 

En una serie de estudios relacionados [30,31,39], se examinó la eficacia de diversas 

características en línea para predecir la EP. La mayoría de estas características se centraban en 

mediciones cinemáticas, como la velocidad del trazo, la aceleración en direcciones vertical y 

horizontal, y la sacudida, que se calculaban a partir de intervalos de tiempo en el aire y en la 

superficie [55].  

En dos estudios [34,35], se evaluaron características tanto offline como en línea basadas 

en señales (datos registrados o medidas relacionadas con la escritura o el movimiento de una 

persona) para predecir la EP utilizando diversos clasificadores de grafos y aprendizaje automático. 

Se utilizó datos con muestras de espirales dibujadas a mano por 55 individuos para evaluar las 

características offline, y se alcanzó una precisión de aproximadamente el 75% combinando 

diferentes características offline con un clasificador SVM. También se evaluaron características 

basadas en señales utilizando un conjunto de datos de dibujos en espiral y el curso de trazado de 

35 sujetos, y las precisiones oscilaron entre el 79% y el 87%. Sin embargo, se observó que los 

resultados variaban según el clasificador utilizado. 
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En el artículo de Pereira et al. [63], se alcanzó una precisión del 83.77% con el método 

OPF (Optimum-Path Forest) utilizando imágenes de 64 × 64 píxeles y la mitad del conjunto de 

datos para el entrenamiento. También se utilizaron Redes Neuronales Convolucionales (CNN), la 

arquitectura ImageNet logró una precisión general del 87.14% con una división de 

entrenamiento/prueba del 75% / 25% utilizando imágenes de 128 × 128 píxeles, mientras que la 

arquitectura LeNet tuvo las tasas de reconocimiento más bajas [63]. Estos experimentos se llevaron 

a cabo utilizando la biblioteca Caffe [119] e involucraron diversas arquitecturas de CNN, con un 

análisis estadístico realizado mediante validación cruzada en 20 ejecuciones [63]. Se emplearon 

características basadas en la dinámica de la escritura a mano, específicamente dibujos de escritura 

realizados por personas sanas y pacientes, con el objetivo de contribuir al diagnóstico de la 

enfermedad de Parkinson [63]. 

En general, se observa una tendencia creciente hacia el uso de características dinámicas en 

línea debido a su facilidad de adquisición y la riqueza de información que proporcionan. A pesar 

de esto, no se debe subestimar el potencial de la información visual estática. Es fundamental 

considerar diversos parámetros, como la tarea de escritura seleccionada y las características 

técnicas de clasificación, para evaluar el rendimiento de un sistema de predicción automatizado. 
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Ilustración 2 

Pluma Biométrica - sensores localizados en cuatro puntos diferentes 

 

Nota. Extraído de [63]. 
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CAPÍTULO 2 

En este capítulo se detalla la metodología, la cual está dividida en 5 etapas secuenciales y 

que se pueden observar en la Ilustración 3, son: obtención de escritura, preprocesamiento de la 

escritura, extracción de características de la escritura, diseño e implementación de modelos 

basados en aprendizaje autónomo a utilizar en el sistema. Cada una de estas etapas es importante 

para la realización del proyecto y es descrita en su respectivo procedimiento.  

Ilustración 3 

Etapas de la metodología aplicada  

 

2. Metodología 

2.1 Obtención de datos de escritura 

El conjunto de datos se obtuvo a través de experimentos realizados en individuos sanos, 

así como en aquellos que padecían EP predominante en el hemisferio derecho e izquierdo. La 

tableta SMART TAB se empleó para estos experimentos, proporcionando una interfaz versátil 

para la tarea de escritura. Su avanzada capacidad de entrada/salida (I/O) y control de adquisición 

de datos permitieron una marcación continua y sincronización con otros dispositivos. La SMART 

TAB ofreció control total sobre la configuración de adquisición de datos y una exportación 

eficiente para análisis detallado. Durante los experimentos, se llevaron a cabo cuatro tipos de 
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pruebas diferentes: la firma (Ilustración 7), la escritura de una palabra en español (Ilustración 4), 

polaco (Ilustración 6) y griego (Ilustración 5). En resumen, el conjunto de datos se dividió en 

1,160 registros de personas sanas, 920 registros de personas con Parkinson en el hemisferio 

derecho y 600 registros de personas con Parkinson en el hemisferio izquierdo. 

Ilustración 4  

Palabra en español 

 

Ilustración 5 

Palabra en griego 

 

Ilustración 6 

Palabra en polaco 

 

Ilustración 7 

Firma 
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2.2 Preprocesamiento de datos 

Inicialmente, se adquirieron datos a partir de archivos de escritura, de donde se extrajo 

información clave como, series temporales, coordenadas en los ejes x, y, el tipo de evento de 

prueba, y la afiliación al grupo de sujetos. Las coordenadas extraídas corresponden a los puntos 

por lo que pasó el lápiz durante cada experimento. Estos datos se almacenaron en archivos en 

formato MATLAB. En algunos de estos archivos, se identificó discrepancias entre el número de 

registros de tiempo y las coordenadas registradas, lo que requirió la eliminación de las últimas 

entradas de tiempo para lograr una concordancia. 

Para los modelos de aprendizaje poco profundo, se crearon tres conjuntos de datos 

distintos: el primero con características médicas, el segundo con características matemáticas, y un 

tercer conjunto que combinaba las características de los conjuntos previos. Posterior a eso, se 

extrajeron las características más importantes.  

Para el conjunto de características matemáticas, se empleó la biblioteca “tsfresh” [107], la 

cual genera una amplia variedad de características de series temporales. En el proceso de 

preparación de datos para el análisis y modelado con “tsfresh”, se sigue una serie de pasos. 

Primero, se crea un DataFrame con columnas para 'id', 'time', 'x', y 'y', que representan las series 

temporales de coordenadas. Luego, se realiza la conversión de esas columnas a tipos de datos 

enteros para asegurar la compatibilidad con las operaciones de “tsfresh”. A continuación, se utiliza 

la función “extract_features” de “tsfresh” para derivar un nuevo DataFrame que contiene diversas 

características temporales generadas a partir de las series temporales proporcionadas. Se crea una 

serie (instancia de la clase Pandas Series) para almacenar las etiquetas relacionadas con la 

presencia de Parkinson. La imputación de posibles valores nulos en el DataFrame de características 

extraídas se realiza mediante la función impute de “tsfresh”. Finalmente, se utiliza la función 
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“select_features” de “tsfresh” para realizar la selección de características, considerando su 

contribución a la variabilidad en las etiquetas de presencia de Parkinson. El resultado es un nuevo 

DataFrame con 761 características matemáticas. 

Las características médicas abarcaban diversos parámetros relacionados con la posición 

horizontal y vertical, así como con la velocidad, aceleración y jerk. Además, se incluyeron métricas 

de trazo, como el NCV (número de cambios de velocidad por trazado) y el NCA (número de 

cambios de aceleración por trazado) [64]. Para enriquecer estas características médicas, se 

aplicaron siete medidas estadísticas, que incluyen la media, mediana, desviación estándar, valor 

máximo, rango intercuartil, kurtosis y sesgo (skewness). Inicialmente, se calcularon métricas 

básicas a lo largo de las dimensiones 'x', 'y', almacenándolas en listas que luego se utilizaron para 

construir un DataFrame. Posteriormente, se realizaron operaciones para convertir las columnas 

velocidad, aceleración y jerk a valores absolutos, seguidas por el cálculo de estadísticas adicionales 

para cada dimensión. El resultado es un DataFrame que incorpora métricas cinemáticas derivadas 

de las coordenadas de las series temporales, enriquecidas con características estadísticas que 

proporcionan una representación más completa de los datos médicos. 

Con los tres conjuntos de datos, se aplicaron métodos de extracción de características para 

cada uno de estos. Los métodos utilizados fueron Recursive Feature Elimination (RFE) [108], la 

prueba U de Mann-Whitney [109] y la prueba de Kruskal-Wallis [110]. Con estos métodos se 

extrajeron las 10, 15, 20 y 25 características más importantes y, para cada uno de estos 

subconjuntos de características, se generó un archivo en formato CSV.  

Para los modelos de aprendizaje profundo, se implementó una función que, para cada 

muestra de escritura, emplea sus correspondientes coordenadas que se filtran para crear una 

representación gráfica de las coordenadas. Tras la creación del gráfico, se invierte su eje para lograr 
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obtener una correcta representación de la muestra de escritura. Cada gráfico se almacenó como un 

archivo en formato PNG. Posteriormente, se introdujo una funcionalidad adicional en la cual, para 

cada imagen, se utilizó la biblioteca OpenCV para leer, redimensionar y comprimir la imagen en 

formato JPEG. Además, se realizó el etiquetado de las imágenes según su grupo y según la 

condición del sujeto de prueba con respecto a la EP, para ello utilizó la codificación one-hot de las 

etiquetas. Finalmente, crea registros TFRecord utilizando TensorFlow, que contienen las imágenes 

procesadas y sus respectivas etiquetas.  

2.3 Desarrollo de modelos a utilizar 

En la etapa del desarrollo del proyecto, se realizaron pruebas exhaustivas en modelos de 

predicción basados en aprendizaje poco profundo con los datos tabulares producidos en la etapa 

anterior y en modelos de aprendizaje profundo con las imágenes generadas de la escritura. 

Posteriormente, se llevó a cabo un análisis comparativo para determinar el modelo más efectivo. 

2.3.1 Pruebas con Modelos de Aprendizaje Poco Profundo 

En esa etapa de la investigación, se llevó a cabo pruebas en modelos de aprendizaje poco 

profundo para evaluar el rendimiento de los datos de atributos extraídos. Cada modelo fue 

entrenado utilizando todos los atributos disponibles para cada uno de los conjuntos de datos, así 

como los subconjuntos de características importantes de cada uno de estos.  

Durante el entrenamiento y las pruebas, se monitoreó la precisión y la pérdida, registrando 

estos datos a lo largo de las épocas. Los resultados fueron graficados mediante diagramas de líneas 

para analizar el comportamiento de estas métricas a lo largo del tiempo. 

Se realizaron pruebas específicas para predecir la condición del paciente y para asignarlos 

a grupos basados en la afectación en la zona izquierda o derecha del cuerpo, o en el grupo de 



20 

 

 

 

pacientes sanos. Estas pruebas abordaron la complejidad de pacientes diestros cuya zona izquierda 

se vio más afectada por la EP. 

La evaluación del rendimiento de los modelos incluyó el análisis de matrices de confusión, 

proporcionando una visión detallada de los resultados de predicción y permitiendo evaluar la 

precisión, sensibilidad y especificidad de los modelos en diferentes escenarios.  

Los modelos poco profundos seleccionados para la evaluación del rendimiento de los datos 

extraídos incluyen Support Vector Machine (SVM), AdaBoost, Random Forests y Multi-Layer 

Perceptron (MLP). 

2.3.1.1 Support Vector Machine (SVM) 

SVM es un algoritmo de aprendizaje supervisado usado tanto para clasificación como para 

regresión [66]. La idea principal detrás de las Máquinas de Vectores de Soporte (SVM) es la 

construcción de un hiperplano óptimo que se puede utilizar para la clasificación de patrones 

linealmente separables. El hiperplano óptimo es seleccionado de un conjunto de hiperplanos para 

clasificar patrones, maximizando el margen del hiperplano, es decir, la distancia desde el 

hiperplano hasta el punto más cercano de cada patrón [66]. El objetivo principal es maximizar el 

margen para poder clasificar correctamente los patrones dados, es decir, cuanto mayor sea el 

tamaño del margen, más correctamente clasifica los patrones [68]. Los "vectores de soporte" en el 

contexto de las SVM, son observaciones que se encuentran en el límite o borde entre las clases en 

el espacio de características [67].  
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Ilustración 8 

Dos clases separadas por un hiperplano en tres dimensiones 

 

Nota. Extraído de [68]. 

2.3.1.2 AdaBoost 

Según [69], AdaBoost es un algoritmo de aprendizaje que busca mejorar el rendimiento de 

los algoritmos de clasificación, combina las predicciones de varios modelos base para generar una 

mejor predicción (o meta aprendizaje) que construye un clasificador de manera iterativa. En cada 

iteración, llama a un algoritmo de aprendizaje simple que devuelve un clasificador y le asigna un 

coeficiente de peso. La clasificación final se decide a través de un "voto" ponderado de los 

clasificadores base. Cuanto menor sea el error del clasificador base, mayor será su peso en el voto 

final.  

Entre las ventajas que ofrece este algoritmo, se tiene que es flexible, ya que puede 

combinarse fácilmente con otros algoritmos de aprendizaje [70] y tiene buena capacidad de 

generalización, dado que, en problemas reales, es posible construir composiciones que son 

superiores en calidad a las de otros algoritmos de aprendizaje simples [71].  
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Ilustración 9 

Diagrama del algortimo AdaBoost para problemas de clasificación multiclase 

 

Nota. Extraído de [111]. 

2.3.1.3 Random Forests 

Random Forest es un clasificador compuesto por múltiples clasificadores basados en 

árboles [72]. Cada árbol vota por la clase más probable para una entrada dada, y operan de manera 

independiente. La aleatoriedad proviene del uso de vectores aleatorios distribuidos de manera 

independiente en la construcción de estos árboles [72]. La elección de utilizar el modelo de 

Bosques Aleatorios se justifica por dos razones clave: (1) como el Bosque Aleatorio puede generar 

resultados de predicción a partir de todos sus componentes base en lugar de depender de un solo 

puntaje de probabilidad; (2) es fácil obtener la importancia de las características en cada uno de 

los componentes base. La primera razón posibilita la construcción de una Red Neuronal Profunda 

(DNN) posterior al detector de características, algo que no se lograría si el detector solo 

proporcionara una única predicción, como sucede en las SVM. La segunda razón simplifica el 



23 

 

 

 

proceso de evaluación de características para el modelo completo, a diferencia de otros 

clasificadores como los métodos basados en kernel, que pueden no incorporar de manera natural 

un mecanismo de selección de características. [73] 

Ilustración 10 

Representación de Random Forest 

 

Nota. Extraído de [105]. 

2.3.1.4 MLP 

La estructura básica de una red neuronal de perceptrones multicapa incluye una capa de 

entrada, una o varias capas ocultas y una capa de salida. De acuerdo a [74], la capa de entrada 

contiene tantas neuronas como variables independientes, siendo igual a la cantidad de indicadores 

aplicados. De manera similar, la capa de salida tiene tantas neuronas como variables 

independientes, representando los subperiodos propuestos. La estructura de la capa oculta depende 

del tipo, tamaño y velocidad de ejecución del programa para resolver el problema [74]. Las redes 

neuronales de perceptrones multicapa (MLP) están diseñadas para aproximar cualquier función 
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continua y pueden resolver problemas que no son linealmente separables. Los principales casos de 

uso de MLP incluyen clasificación de patrones, reconocimiento, predicción y aproximación. [75] 

Ilustración 11 

Representación esquemática de una MLP con una capa oculta 

 

Nota. Extraído de [75]. 

2.3.2 Pruebas en Modelos de Aprendizaje Profundo 

Tras las pruebas con los modelos de aprendizaje poco profundo, se puso a prueba modelos 

de aprendizaje profundo para revisar el rendimiento que tendrían estos en distintos experimentos 

y finalizar con la selección del modelo con mejor rendimiento.  

2.3.2.1 Pre-procesamiento 

Se cargan las imágenes y sus etiquetas de los archivos en formato TFRecord. Con el 

objetivo de abordar el desbalance entre las imágenes correspondientes a sujetos con EP y sujetos 

sin EP, se implementó aumento de datos, específicamente para el conjunto de imágenes de sujetos 

sanos (HC) y aquellos con EP predominante en el lado izquierdo. Este proceso de aumento de 
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datos involucró la aplicación de la normalización ZCA whitening y rotación de 90 grados. Como 

resultado, se logró reducir la disparidad inicial de 360 registros a una diferencia de 200 registros, 

mitigando de manera efectiva el desbalance entre las clases y mejorando la representación del 

conjunto de datos. Finalmente, con el desbalance mitigado, las imágenes y sus etiquetas se agrupan 

y dividen en conjuntos de entrenamiento (70%) y prueba (30%).  

2.3.2.2 Experimentación en Modelos 

Se utilizarán varios modelos de redes neuronales profundas para la tarea de procesamiento 

de imágenes. Estos modelos incluyen las Redes Neuronales Convolucionales (CNN), en particular, 

los modelos VGG16, VGG19, ResNet, MobileNet e Inception. Además, como alternativa a las 

CNN, se empleará el modelo Vision Transformer (ViT). 

La experimentación en modelos de redes neuronales convolucionales se basó en el 

aprendizaje por transferencia utilizando los modelos VGG16, VGG19, ResNet, MobileNet e 

Inception. Cada experimento incluyó un aumento de datos mediante rotación, desplazamiento, 

cizallamiento, zoom y volteo horizontal. El optimizador utilizado fue Adam, con una función de 

pérdida de entropía cruzada binaria, y se midieron métricas de precisión. Los modelos se 

entrenaron a lo largo de 100 épocas y se evaluaron los resultados que se encuentran detallados en 

las siguientes figuras del próximo capítulo: Tabla 17 (Resultados en modelos de aprendizaje 

profundo), Ilustración 25 (Progreso de precisión y pérdida en el mejor modelo) e Ilustración 26 

(Matriz de confusión del mejor modelo). 

Para cada experimento con las arquitecturas VGG, se cargó el modelo correspondiente 

(VGG16 o VGG19) y se ajustaron ciertas capas para adaptarse al problema específico. En el primer 

experimento, se congelaron las capas convolucionales, se aplicaron capas de normalización y se 

añadieron capas completamente conectadas. En el segundo, se ajustaron las últimas capas 
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convolucionales, y en el tercero, se modificaron aún más capas convolucionales con la adición de 

regularización, normalización de lotes y capas de desconexión (dropout). En los experimentos con 

MobileNet, se ajustaron más capas intermedias, utilizando tanto técnicas de normalización y capas 

densas en los primeros dos experimentos como una combinación de ajuste de capas 

convolucionales específicas y técnicas de regularización en el tercer experimento. Por otro lado, 

en los experimentos con ResNet, se observó un enfoque en ajustar capas convolucionales en los 

extremos de la red, ya sea congelando la mayoría de las capas y ajustando solo las últimas 

completamente conectadas, o ajustando capas específicas en las etapas iniciales con técnicas de 

regularización. Por último, en los experimentos con Inception, el primer experimento se asemeja 

al de los modelos VGG y ResNet. En el segundo experimento, se empleó el promedio global en 

lugar de aplanar las características como en el segundo experimento con la ResNet y en el tercer 

experimento, se aplicaron técnicas de regularización, normalización de lotes y capas de abandono 

(dropout) en las últimas capas del modelo.  

Se exploró adicionalmente el modelo Vision Transformer (ViT). Se definieron capas 

personalizadas para extraer y codificar parches de las imágenes.  Se utilizó un generador de datos 

para aplicar aumentos como rotación y desplazamiento del mismo modo en que se realizó con los 

modelos CNN. Después de entrenar el modelo con datos aumentados, se evaluó en un conjunto de 

prueba y se mostró la precisión. La implementación incluyó visualizaciones de las curvas de 

pérdida y precisión, así como la matriz de confusión. 

2.3.2.3 Redes Neuronales Convulcionales – CNN 

Las CNN constituyen una categoría especial de redes neuronales profundas diseñadas para 

tareas específicas de clasificación de imágenes, ya que son capaces de procesar representaciones 
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matriciales de datos de entrada. Los enfoques más avanzados de las CNN se centran en su 

utilización como CNN bidimensionales (2D) [79].  

Las CNN constan de cuatro capas: la capa de convolución, la capa de reducción, la capa 

completamente conectada y la capa de salida [18]. Estas cuatro capas se ilustran en Ilustración 13. 

La capa de convolución utiliza filtros para realizar la convolución de las imágenes de entrada, 

extrayendo las características fundamentales. El filtro tiene el mismo tamaño, pero un valor 

constante más pequeño que la imagen de entrada [20]. La capa combinará dos capas 

convolucionales consecutivas. Esto reduce la cantidad de parámetros y la carga computacional al 

realizar representaciones de muestreo descendente. La función en la capa de agrupación puede 

generar un valor maximizado o promediado [82]. La tercera capa es la capa completamente 

conectada que se asemeja a una red neuronal MLP. Por lo general, se encuentra en la capa 

clasificadora. Recibe la entrada de la capa de salida convolucional, que se aplana antes de ser 

enviada a la capa siguiente. La distribución uniforme de la salida implica desenrollar todos los 

valores obtenidos después de la última capa convolucional en un vector (matriz tridimensional) 

[83]. Una función de activación desempeña un papel fundamental en las capas de convulción (la 

capa de no linealidad). La salida filtrada proporciona otra función matemática conocida como 

activación [83]. ReLU, abreviatura de la Unidad Lineal Rectificada (Rectified Linear Unit, en 

inglés) [84], es la función de activación más común en la extracción de características mediante el 

uso de CNN. 
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Ilustración 12 

Capas de Red Neuronal Convolucional 

 

 

Nota. Extraído de [87]. 

En las pruebas realizadas con CNN, se empleó la técnica de Transfer Learning con modelos 

preentrenados, los cuales fueron VGG16, VGG19, ResNet, MobileNet e Inception. Estos cuatro 

modelos tienen sus respectivas implementaciones en la librería keras.  

2.3.2.3.1 VGG16 

VGG16 consta de 13 capas convolucionales, seguidas por 3 capas completamente 

conectadas. Obtuvo un rendimiento de vanguardia en el conjunto de datos ImageNet, que es un 

referente ampliamente utilizado para tareas de clasificación de imágenes. El tamaño de la entrada 

de imagen de la red es de 224 por 224. [85]. Las ventajas del uso de la VGG116 están relacionada 

a su profundidad que posee pocas capas convulcionales y que permite el uso de transfer learning 

para poder preentrenar con un conjunto de datos similares para poder acelerar en entramiento y 

rendimiento.[97] 
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Nota. Extraído de [101]. 

Tabla 1 

Hiperparámetros de la VGG16 

Arquitectura Hiperparámetro Descripción 

VGG16 Capas congeladas Número de capas iniciales de la red que se mantienen no 

entrenables, generalmente para la transferencia de 

aprendizaje. 

 Tamaño del kernel Tamaño de la ventana convolucional utilizada para extraer 

características de la imagen. 

 Función de 

activación 

La función matemática aplicada a la salida de una neurona. 

 Padding La forma en que se manejan los bordes de la imagen durante 

la convolución. 

 Regularización L2 Tasa de regularización que penaliza los pesos grandes en la 

función de pérdida para prevenir el sobreajuste. 

Ilustración 13 

Arquitectura de la VGG-16 
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Tabla 2 

Experimentos con la VGG16 

Número de 

Experimento 

Arquitectura de 

VGG16 

Descripción 

Experimento 1 Arquitectura 

personalizada 1 

Utiliza una arquitectura personalizada que extrae 

características de las capas 'block3_conv3', 'block4_conv3' 

y 'block5_conv3' de VGG16. Se aplican capas de 

normalización y se agregan capas totalmente conectadas. 

Experimento 2 Arquitectura 

personalizada 2 

Utiliza la arquitectura VGG16 con las capas 

completamente conectadas originales ('include_top=True') 

y congela las primeras tres capas convolucionales. Se 

agrega una capa de salida para la clasificación binaria. 

Experimento 3 Arquitectura 

personalizada 3 

Utiliza una arquitectura personalizada que congela las 

primeras 11 capas convolucionales de VGG16 

('include_top=False'). Se agregan capas de convolución y 

normalización, y se aplican tasas de dropout en las capas 

convolucionales y totalmente conectadas. 

2.3.2.3.2 VGG19 

VGG-19 es una red neuronal convolucional que consta de 19 capas en su profundidad. 

Tiene la capacidad de cargar una versión preentrenada de la red, la cual fue entrenada con más de 

un millón de imágenes procedentes de la base de datos de ImageNet. El tamaño de la entrada de 

imagen de la red es de 224 por 224 al igual que en VGG16 [86]. La VGG16 al tener cinco bloques 
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de capas convolucionales, permitirá descubrir de forma autónoma en las imágenes las 

características de esta [98]. 

 

 

Nota. Extraído de [102]. 

Tabla 3 

Experimentos con la VGG19 

Número de 

Experimento 

Arquitectura de 

VGG19 

Descripción 

Experimento 1 Arquitectura 

personalizada 1 

Utiliza una arquitectura personalizada que extrae 

características de las capas 'block3_conv3', 

'block4_conv3' y 'block5_conv3' de VGG19. Se aplican 

capas de normalización y se agregan capas totalmente 

conectadas. 

Experimento 2 Arquitectura 

pre-entrenada 1 

Utiliza la arquitectura VGG19 con las capas 

completamente conectadas originales 

('include_top=True') y congela las primeras tres capas 

Ilustración 14 

Arquitectura de la VGG-19 
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convolucionales. Se agrega una capa de salida para la 

clasificación binaria. 

Experimento 3 Arquitectura 

personalizada 2 

Utiliza una arquitectura personalizada que congela las 

primeras 11 capas convolucionales de VGG19 

('include_top=False'). Se agregan capas de convolución y 

normalización, y se aplican tasas de dropout en las capas 

convolucionales y totalmente conectadas. 

2.3.2.3.3 ResNet 

ResNet se caracteriza por introducir la idea de conexiones residuales. Esto permite que el 

gradiente fluya más fácilmente a través de la red, lo que facilita el entrenamiento de redes 

profundas. Estas redes son conocidas por su capacidad para alcanzar un alto rendimiento en la 

clasificación de imágenes y la detección de objetos. 

 

 
 

Nota. Extraído de [103]. 

Ilustración 15 

Funcionamiento de una ResNet 
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Tabla 4 

Hiperparámetros de la ResNet 

Arquitectura Hiperparámetro Descripción 

ResNet Tamaño del filtro (kernel 

size) 

El tamaño del filtro convolucional utilizado. 

 
Número de capas residuales La profundidad de la red, que puede variar. 

 
Tasa de aprendizaje (learning 

rate) 

La velocidad de ajuste de los pesos durante el 

entrenamiento. 

 
Tamaño del batch (batch 

size) 

El número de ejemplos de entrenamiento en 

cada lote. 

Tabla 5 

Experimentos con la ResNet 

Número de 

Experimento 

Arquitectura de 

ResNet50V2 

Descripción 

Experimento 1 Arquitectura 

personalizada 1 

Utiliza una arquitectura personalizada que extrae 

características de las capas 'conv3_block4_out', 

'conv4_block6_out' y 'conv5_block3_out' de 

ResNet50V2. Se aplican capas de normalización y se 

agregan capas totalmente conectadas. 

Experimento 2 Arquitectura 

pre-entrenada 1 

Utiliza la arquitectura ResNet50V2 con las capas 

completamente conectadas originales 

('include_top=True') y congela las primeras tres capas 
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convolucionales. Se agrega una capa de salida para la 

clasificación binaria. 

Experimento 3 Arquitectura 

personalizada 2 

Utiliza una arquitectura personalizada que congela todas 

las capas excepto las últimas 10. Se aplican capas de 

convolución, normalización y dropout en las capas 

convolucionales y totalmente conectadas. 

2.3.2.3.4 MobileNet 

MobileNet está diseñada para aplicaciones en dispositivos móviles y embebidos con 

restricciones computacionales. La flexibilidad de este modelo radica en la capacidad de ajustar el 

ancho y la profundidad de la red, lo que proporciona un equilibrio entre eficiencia y precisión. Su 

característica única es su uso de convoluciones separables en profundidad, que pueden 

considerarse como convoluciones estándar divididas en convoluciones en profundidad y 

convoluciones 1 por 1 en punto. [94] 

 

 

Nota. Extraído de [100]. 

Ilustración 16 

Arquitectura de una MobileNet 
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Tabla 6 

Hiperparámetro de la MobileNet 

 

Arquitectura Hiperparámetro Descripción 

MobileNet Ancho de ancho (width 

multiplier) 

Controla el tamaño de la red y la eficiencia 

computacional. 

 
Resolución de entrada El tamaño de la imagen de entrada. 

Tabla 7 

Experimentos con MobileNet 

Número de 

Experimento 

Arquitectura de 

MobileNetV3 

Small 

Descripción 

Experimento 1 Arquitectura 

personalizada 1 

Utiliza una arquitectura personalizada que extrae 

características de la última capa convolucional y aplica 

capas de normalización y capas totalmente conectadas. 

Experimento 2 Arquitectura pre-

entrenada 1 

Utiliza la arquitectura MobileNetV3 Small pre-entrenada 

con las capas completamente conectadas originales 

('include_top=True') y congela el modelo base. Se agrega 

una capa de salida para la clasificación binaria. 

Experimento 3 Arquitectura 

personalizada 2 

Utiliza una arquitectura personalizada que congela todas 

las capas excepto las últimas 20. Se extraen 

características de ciertas capas y se aplican capas de 
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convolución, normalización y dropout. Se agregan capas 

totalmente conectadas para la clasificación. 

2.3.2.3.5 Inception 

Inception es una arquitectura que se destaca por el enfoque que tiene en la precisión en 

tareas de visión por computadoras. La Inception v3 es una red convolucional que cuenta con 48 

capas de profundidad, que usa bloques de construcción simétricos y asimétricos, incluyendo una 

variedad de operaciones como convoluciones, promedios y máximos de agrupación, 

concatenaciones, eliminaciones y capas completamente conectadas [95]. Entre sus ventajas están 

su eficiencia computacional, la baja cantidad de parámetros y su capacidad de escalar redes de 

forma efectiva [96]. 

 

 

Nota. Extraído de [95] 

Ilustración 17 

Arquitectura de una Inception 
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Tabla 8 

Hiperparámetros de la Inception 

Arquitectura Hiperparámetro Descripción 

Inception Tamaño del filtro (kernel 

size) 

El tamaño del filtro convolucional utilizado. 

 
Número de módulos 

Inception 

La cantidad de módulos Inception en la red. 

 
Tasa de aprendizaje (learning 

rate) 

La velocidad de ajuste de los pesos durante el 

entrenamiento. 

Tabla 9 

Experimentos con la Inception 

Número de 

Experimento 

Arquitectura de 

InceptionV3 

Descripción 

Experimento 1 Arquitectura 

personalizada 1 

Utiliza una arquitectura personalizada que extrae 

características de ciertas capas de InceptionV3, aplica 

capas de normalización y capas totalmente conectadas. 

Experimento 2 Arquitectura pre-

entrenada 1 

Utiliza la arquitectura InceptionV3 pre-entrenada con las 

capas completamente conectadas originales 

('include_top=True') y congela el modelo base. Se agrega 

una capa de salida para la clasificación binaria. 

Experimento 3 Arquitectura 

personalizada 2 

Utiliza una arquitectura personalizada que congela las 

primeras 11 capas de InceptionV3, extrae características 

de ciertas capas, aplica capas de normalización, 

convolución y dropout. Se agregan capas totalmente 

conectadas para la clasificación. 
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2.3.2.4 Vision Transformer 

La arquitectura Vision Transformer (ViT) representa una alternativa a las Convolutional 

Neural Networks (CNN) en el campo de la visión por computadora. En lugar de emplear capas 

convolucionales como las CNN, las ViT descomponen las imágenes en parches y los transforman 

en vectores, de modo que pueden ser procesados como palabras en un transformer convencional. 

Entre las ventajas notables de las ViT se encuentra la utilización de bloques de atención que 

facilitan la detección de relaciones entre diversos elementos dentro de la imagen [99]. 

 

 
 

Nota. Extraído de [104]. 

 

 

 

Ilustración 18 

Arquitectura de una ViT 
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Tabla 10 

Hiperparámetros de ViT 

Arquitectura Hiperparámetro Descripción 

ViT Tamaño del batch (batch size) El número de parches de la imagen en cada 

lote. 

 
Número de cabezas de atención La cantidad de cabezas de atención en el 

modelo. 

 
Dimensiones de los embeddings Las dimensiones de los vectores de 

embeddings. 

Tabla 11 

Experimentos con ViT 

Número de 

Experimento 

Arquitectura de 

InceptionV3 

Descripción 

Experimento 1          Arquitectura 

personalizada 

Utiliza una arquitectura personalizada de Vision 

Transformer (ViT) que extrae parches de la imagen, los 

codifica, aplica atención multi-cabeza y capas MLP para 

la clasificación binaria. 

 

2.4 Desarrollo de Prototipo 

2.4.1 Actores del Sistema 

Gracias a las reuniones tanto virtuales como presenciales con el cliente, logramos 

identificar los siguientes roles dentro del sistema: 
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2.4.1.1 Actor Doctor 

Este rol está diseñado para médicos que utilizarán el sistema para realizar diagnósticos de 

enfermedades. El sistema ofrece las siguientes funcionalidades: 

• Cargar archivos que contengan la escritura del paciente a ser diagnosticado. 

• Visualizar los resultados del diagnóstico. 

• Registrar observaciones pertinentes al diagnóstico proporcionado por el sistema. 

2.4.1.2 Actor Administrador 

Este rol se diseñó para el administrador del sistema, cuya responsabilidad es supervisar los 

diagnósticos y asegurar el funcionamiento del modelo basado en inteligencia artificial. Entre sus 

funciones se incluyen: 

• Crear, editar y eliminar usuarios. 

• Visualizar la información de los diagnósticos realizados por los médicos. 

• Acceder a la ubicación de los archivos con la escritura de los pacientes. 

2.4.2 Requerimientos no funcionales 

• Entorno:  

La interacción de los médicos con el sistema debe ser a través de un computador con 

conexión a internet. 

• Implementación: 

El sistema deberá ser implementado en Python en el framework de FastApi 

• Escalabilidad y Almacenamiento 

El sistema debe ser capaz de almacenar de manera eficiente y segura un volumen medio de 

archivos de escritura de pacientes, junto con sus respectivos diagnósticos. 



41 

 

 

 

2.4.3 Alcance de la solución 

La solución será una página de acceso exclusivo para médicos autorizados que le ayudará 

a calcular la probabilidad de que un paciente tenga o no EP a partir de datos extraídos de una 

tableta que se utilizó para distintas pruebas de escritura. Para el alcance de este proyecto, se 

utilizará el lenguaje de programación Python para el desarrollo de los modelos, la librería React y 

el marco web FastAPI para el desarrollo de la aplicación web en Front-End y Back-End 

respectivamente. 

2.4.4 Riesgos y beneficios del prototipo de la solución 

Riesgos: 

• Errores de lectura de archivos. 

Que no se entienda bien el tipo de formato de archivo de escritura que se tiene que subir a 

la aplicación. 

Beneficios: 

• Accesibilidad 

Es fácilmente accesible la recopilación de datos de pacientes al ser la escritura una 

actividad cotidiana para la mayoría de las personas. 

• Poco invasivo 

La escritura no representa una amenaza para la salud del paciente y es cómoda de realizar. 

• Bajo costo 

No es necesario el uso de equipos médicos costosos ni procedimientos complicados. Solo 

es necesario tener un dispositivo para poder registrar la escritura, haciéndolo 

económicamente viable. 
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• Monitoreo continuo 

La escritura puede ser monitoreada de manera continua a lo largo del tiempo, lo que permite 

un seguimiento más preciso de la evolución de la enfermedad. 

2.4.5 Arquitectura del prototipo 

2.4.5.1 Tecnologías 

Esta plataforma web estará integrada por las siguientes tecnologías para el front-end y el 

back-end: 

• FastAPI: Este framework de Python facilita el desarrollo del backend, para realizar los 

endpoints de la aplicación de manera rapida. 

• React: Este framework de JavaScript nos brinda las herramientas necesarias para 

desarrollar el frontend de la aplicación de manera eficaz y efectiva. 

• MySQL: Sistema de gestión de base de datos relacional que proporciona una estructura de 

base de datos robusta y escalable que puede gestionar eficientemente grandes cantidades 

de datos. Permite realizar consultas SQL para acceder y manipular la información 

almacenada en la base de datos. 

2.4.5.2 Diagramas de la arquitectura 

En esta seccion se muestra los requerimientos funcionales de la plataforma. Los usuarios 

de esta plataforma van a ser el: Doctor y administrador. El doctor es el usuario principal, en cual 

va a existir la opcion de subir datos de escritura de los sujetos, a través de archivos sbs (los cuales 

tienen que ser preprocesados). En cambio, el administrador se va a encargar de ver los diagnosticos 

y todos los archivos subidos al sistema. 
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Este sistema contiene las siguientes clases: 

• User: Tiene un nombre, apellido, id, username, contraseña, indicador de si el usuario sigue 

activo y un rol que puede ser el de doctor (0) o administrador (1).  

• Diagnosis (Diagnóstico): Tiene su id, la fecha en que se realizó, la ubicación del archivo 

correspondiente al diagnóstico, la probabilidad calculada y el id del médico para el que se 

realizó el diagnóstico. 

• MedicalObsevation: Tiene su id, contenido de la observación, fecha en la que se realizó 

y el id del diagnóstico al que se asigna. 

Ilustración 19 

Diagrama de casos de uso de la aplicación  
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Ilustración 20 

Diagrama de entidad-relación  

 

2.4.6 Prototipo Actual 

En esta sección, se muestran imágenes del prototipo actual de la aplicación web que fue 

diseñado en la aplicación ‘Figma’. El prototipo se divide para los 2 roles que hay para satisfacer 

que el rol del médico y otra enfocada en las del rol del administrador. Para ambos roles, se tiene 

una pantalla de inicio de sesión (Ilustración 21). 
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Ilustración 21 

Pantalla de Inicio de Sesión 

 

El rol de médico tiene la posibilidad de registrarse (Ilustración 22). Este mismo rol, tras 

iniciar sesión, tiene la posibilidad de subir los datos de la muestra de escritura para los que desee 

que se le genere una predicción (Ilustración 23). Una vez dado el resultado de la predicción, se 

da la opción al médico para agregar observaciones.  

Ilustración 22 

Pantalla de registro de médico 
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Ilustración 23 

Pantalla principal para el médico 

 

Para el rol del administrador, en su pantalla de inicio, se da opción para gestionar datos de 

los usuarios y de los resultados (Ilustración 24). Se ofrece las opciones de editar, crear e inhabilitar 

usuarios, y también la posibilidad de visualizar los datos de los resultados.  

Ilustración 24 

Pantalla principal para el administrador 
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CAPÍTULO 3 

3. Resultados 

En este capítulo se presentan los resultados de las pruebas con los modelos de aprendizaje 

poco profundo y aprendizaje profundo a los que se hace referencia en el Capítulo 2.  

3.1 Experimentos Realizados 

3.1.1 Entorno de Desarrollo 

Se empleó Google Colab Pro [111] como entorno en la nube para ejecutar el código y llevar 

a cabo pruebas en modelos de aprendizaje profundo. Este servicio proporcionó recursos 

computacionales adicionales en comparación con la versión gratuita de Google Colab, lo que 

resultó crucial para el entrenamiento eficiente de modelos de aprendizaje profundo y la 

experimentación con diversas arquitecturas. Además, el uso de Colab Pro aceleró 

significativamente el tiempo de entrenamiento, permitiendo realizar iteraciones más rápidas en el 

desarrollo de los modelos. Para los modelos de aprendizaje poco profundo, se empleó la 

herramienta ya mencionada, pero también se trabajó en un entorno virtual con la ayuda de 

Anaconda [112]. El código utilizó varias bibliotecas en Python [113] para realizar tareas 

específicas. La librería TensorFlow [114] fue esencial para operaciones de aprendizaje profundo, 

manipulación de datos y procesamiento de imágenes. OpenCV [115] se utilizó para tareas de visión 

por computadora, especialmente el procesamiento de imágenes. Scikit-learn [116] fue utilizado de 

manera predominante en las pruebas con modelos de aprendizaje poco profundo y para obtener la 

matriz de confusión en los diferentes experimentos. Estas bibliotecas ofrecen funcionalidades para 

desarrollar y entrenar modelos predictivos y para procesar y analizar datos. 
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3.2 Comparación de modelos 

Para el análisis de los modelos, se desarrolló una serie de experimentos utilizando 

diferentes arquitecturas para aprendizaje poco profundo y aprendizaje profundo. Estos 

experimentos se separaron de acuerdo con el tipo de clasificación para los modelos de aprendizaje 

poco profundo sí se consideró la clasificación multiclase; mientras que, para los modelos de 

aprendizaje profundo, los experimentos fueron diseñados para clasificación binaria.  

3.2.1 Modelos de Aprendizaje Poco Profundo 

Para los experimentos realizados con estos modelos, se consideraron tres conjuntos de 

datos que difieren en su forma de ser obtenidos (ver Tabla 12). 

Tabla 12 

Diferentes conjuntos de datos para modelos de aprendizaje poco profundo 

Tipo de datos Cantidad 

Datos Médicos 88 características entre las que se 

encuentran características cinemáticas y 

estadísticas. 

Datos Matemáticos  Un total de 761 características obtenidas 

usando datos de series de tiempo junto a 

la biblioteca “tsfresh”. 

Datos Combinados 849 características que reúnen las 

características de los tipos anteriores. 

 

Las Tablas 13 a la 16 muestran los resultados de los experimentos realizados con los 

modelos de aprendizaje poco profundo, es importante señalar que el método de extracción de 



49 

 

 

 

características RFE (Recursive Feature Elimination) produjo mejores resultados de precisión al 

compararse con MW (Prueba U de Mann-Whitney) en la clasificación binaria y KW (Prueba de 

Kruskal-Wallis) en la clasificación multiclase para la mayoría de los casos y considerando el 

número de características en cada comparación.  

Respecto a los valores más altos de precisión alcanzados por cada modelo bajo la 

clasificación binaria, AdaBoost y Random Forest utilizaron subconjuntos de datos extraídos con 

RFE para producir sus mejores valores de precisión que fueron 75% y 79.66% respectivamente, 

mientras que SVM y MLP emplearon los conjuntos totales de datos combinados y datos 

matemáticos para alcanzar 88.06% y 78.42% de precisión respectivamente. En cuanto a la 

clasificación multiclase, la mejor precisión con AdaBoost fue del 64.55% sin utilizar un método 

de extracción de atributos, mientras que Random Forest, SVM y MLP ocuparon subconjuntos 

generados con RFE para obtener sus mejores precisiones que fueron 74.03%, 74.25% y 71.46% 

respectivamente. Otro aspecto por señalar es el modo en que se repiten los resultados al utilizar 

MW y KW con los datos matemáticos y combinados, esto se puede evidenciar con AdaBoost 

empleando los subconjuntos con 20, 15 y 10 características extraídos con KW. Esto último nos 

permite afirmar que, para este contexto experimental, los métodos MW y KW producen 

subconjuntos de datos que pueden llegar a ser muy similares o incluso iguales en su contenido, lo 

cual genera resultados de gran similitud.  
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Tabla 13 

Resultados de modelo AdaBoost para clasificación binaria y multiclase respectivamente 

Modelo 
Precisión 
(Test) 

Conjunto 
# 
Atributos 

Método 
Extracción 

 

Modelo 
Precisión 
(Test) 

Conjunto 
# 
Atributos 

Método 
Extracción 

AdaBoost 

68,09% 

Médicos 

88 Ninguno 
 

AdaBoost 

53,17% 

Médicos 

88 Ninguno 

66,60% 25 RFE 
 

56,71% 25 RFE 

66,60% 25 MW 
 

55,78% 25 KW 

64,18% 20 RFE 
 

54,47% 20 RFE 

65,85% 20 MW 
 

53,17% 20 KW 

64,55% 15 RFE 
 

52,80% 15 RFE 

65,85% 15 MW 
 

52,24% 15 KW 

66,97% 10 RFE 
 

52,80% 10 RFE 

65,30% 10 MW  50,37% 10 KW 

     

AdaBoost 

72,57% 

Matemáticos 

761 Ninguno 
 

AdaBoost 

60,44% 

Matemáticos 

761 Ninguno 

72,95% 25 RFE 
 

64,36% 25 RFE 

66,97% 25 MW 
 

54,29% 25 KW 

75,00% 20 RFE 
 

58.21% 20 RFE 

67,16% 20 MW 
 

55,04% 20 KW 

73,69% 15 RFE 
 

59.14% 15 RFE 

67,72% 15 MW 
 

52.98% 15 KW 

74,44% 10 RFE 
 

60.63% 10 RFE 

66,60% 10 MW  51.50% 10 KW 

     

AdaBoost 

73,88% 

Combinados 

849 Ninguno 
 

AdaBoost 

64,55% 

Combinados 

849 Ninguno 

74,07% 25 RFE 
 

63,25% 25 RFE 

66,97% 25 MW 
 

55,97% 25 KW 

70,90% 20 RFE 
 

61.57% 20 RFE 

67,16% 20 MW 
 

55.04% 20 KW 

73,51% 15 RFE 
 

61.57% 15 RFE 

67,72% 15 MW 
 

52.98% 15 KW 

72,20% 10 RFE 
 

60.07% 10 RFE 

66,60% 10 MW 
 

51.50% 10 KW 
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Tabla 14 

Resultados de modelo Random Forest para clasificación multiclase y binaria respectivamente  

Modelo 
Precisión 
(Test) 

Conjunto 
# 
Atributos 

Método 
Extracción 

 

Modelo 
Precisión 
(Test) 

Conjunto 
# 
Atributos 

Método 
Extracción 

Random 

Forest 

60.59% 

Médicos 

88 Ninguno 
 

Random 

Forest 

70.78% 

Médicos 

88 Ninguno 

62.72% 25 RFE 
 

72.57% 25 RFE 

57.04% 25 KW 
 

68.99% 25 MW 

61.93% 20 RFE 
 

72.76% 20 RFE 

58.32% 20 KW 
 

68.77% 20 MW 

62.58% 15 RFE 
 

72.50% 15 RFE 

56.55% 15 KW 
 

68.17% 15 MW 

61.99% 10 RFE 
 

72.84% 10 RFE 

54.42% 10 KW  68.69% 10 MW 

     

Random 
Forest 

72.87% 

Matemáticos 

761 Ninguno 
 

Random 
Forest 

78.92% 

Matemáticos 

761 Ninguno 

73.20% 25 RFE 
 

78.58% 25 RFE 

61.07% 25 KW 
 

71.87% 25 MW 

73.04% 20 RFE 
 

78.13% 20 RFE 

60.55% 20 KW 
 

70.30% 20 MW 

71.75% 15 RFE 
 

77.20% 15 RFE 

56.30% 15 KW 
 

68.40% 15 MW 

69.74% 10 RFE 
 

77.09% 10 RFE 

56.45% 10 KW  68.32% 10 MW 

     

Random 

Forest 

73.02% 

Combinados 

849 Ninguno 
 

Random 

Forest 

79.63% 

Combinados 

849 Ninguno 

73.84% 25 RFE 
 

79.66% 25 RFE 

61.31% 25 KW 
 

71.87% 25 MW 

74.03% 20 RFE 
 

79.44% 20 RFE 

60.55% 20 KW 
 

70.30% 20 MW 

71.75% 15 RFE 
 

78.54% 15 RFE 

56.30% 15 KW 
 

68.40% 15 MW 

71.87% 10 RFE  76.01% 10 RFE 

56.45% 10 KW 
 

68.32% 10 MW 
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Tabla 15 

Resultados de modelo SVM para clasificación binaria y multiclase respectivamente  

Modelo 
Precisión 

(Test) 
Conjunto 

# 

Atributos 

Método 

Extracción 

 

Modelo 
Precisión 

(Test) 
Conjunto 

# 

Atributos 

Método 

Extracción 

SVM 

72.39% 

Médicos 

88 Ninguno 
 

SVM 

57.46% 

Médicos 

88 Ninguno 

56.53% 25 RFE 
 

66.60% 25 RFE 

70.14% 25 MW 
 

59.89% 25 KW 

56.52% 20 RFE 
 

63.80% 20 RFE 

71.26% 20 MW 
 

60.82% 20 KW 

56.52% 15 RFE 
 

64.73% 15 RFE 

69.02% 15 MW 
 

59.51% 15 KW 

56.52% 10 RFE 
 

62.12% 10 RFE 

68.84% 10 MW  57.08% 10 KW 

     

SVM 

76.50% 

Matemáticos 

761 Ninguno 
 

SVM 

61.23% 

Matemáticos 

761 Ninguno 

78.54% 25 RFE 
 

74.25% 25 RFE 

72.20% 25 MW 
 

62.12% 25 KW 

78.91% 20 RFE 
 

72.57% 20 RFE 

71.26% 20 MW 
 

60.82% 20 KW 

76.11% 15 RFE 
 

72.57% 15 RFE 

69.40% 15 MW 
 

56.15% 15 KW 

75.19% 10 RFE 
 

65.29% 10 RFE 

69.59% 10 MW  57.84% 10 KW 

     

SVM 

88.06% 

Combinados 

849 Ninguno  

SVM 

60.07% 

Combinados 

849 Ninguno 

80.22% 25 RFE 
 

72.39% 25 RFE 

72.20% 25 MW 
 

61.57% 25 KW 

80.03% 20 RFE 
 

71.64% 20 RFE 

71.26% 20 MW 
 

60.82% 20 KW 

78.54% 15 RFE 
 

68.65% 15 RFE 

70.00% 15 MW 
 

56.15% 15 KW 

75.19% 10 RFE 
 

66.97% 10 RFE 

69.59% 10 MW 
 

57.84% 10 KW 
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Tabla 16 

Resultados de MLP para clasificación binaria y multiclase respectivamente 

Modelo 
Precisión 

(Test) 
Conjunto 

# 

Atributos 

Método 

Extracción 

 

Modelo 
Precisión 

(Test) 
Conjunto 

# 

Atributos 

Método 

Extracción 

MLP 

73.00% 

Médicos 

88 Ninguno  

MLP 

60.00% 

Médicos 

88 Ninguno 

70.90% 25 RFE 
 

59.89% 25 RFE 

69.58% 25 MW 
 

59.88% 25 KW 

70.71% 20 RFE 
 

60.63% 20 RFE 

69.40% 20 MW 
 

61.01% 20 KW 

68.28% 15 RFE 
 

59.52% 15 RFE 

67.16% 15 MW 
 

57.09% 15 KW 

68.65% 10 RFE 
 

59.32% 10 RFE 

67.30% 10 MW  56.34% 10 KW 

             

MLP 

78.42% 

Matemáticos 

761 Ninguno 
 

MLP 

67.30% 

Matemáticos 

761 Ninguno 

77.05% 25 RFE 
 

71.46% 25 RFE 

70.35% 25 MW 
 

59.70% 25 KW 

75.75% 20 RFE 
 

66.79% 20 RFE 

69.03% 20 MW 
 

59.32% 20 KW 

73.14% 15 RFE 
 

65.86% 15 RFE 

69.59% 15 MW 
 

54.85% 15 KW 

73.88% 10 RFE 
 

64.55% 10 RFE 

69.22% 10 MW  55.03% 10 KW 

             

MLP 

78.10% 

Combinados 

849 Ninguno 
 

MLP 

68.70% 

Combinados 

849 Ninguno 

78.18% 25 RFE 
 

67.91% 25 RFE 

71.27% 25 MW 
 

59.70% 25 KW 

77.05% 20 RFE 
 

65.30% 20 RFE 

67.35% 20 MW 
 

58.76% 20 KW 

76.87% 15 RFE 
 

65.30% 15 RFE 

68.84% 15 MW 
 

54.66% 15 KW 

72.95% 10 RFE 
 

64.93% 10 RFE 

69.40% 10 MW 
 

54.85% 10 KW 
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3.2.2 Modelos de Aprendizaje Profundo 

Con modelos se realizaron tres tipos de experimentos, en el primero se varía el tamaño del 

lote o batch en el segundo, para el segundo experimento se cambió la tasa de aprendizaje y en el 

tercer tipo de experimento se experimentó con lotes de diferentes tamaños. 

La Tabla 17 muestra los resultados experimentales para cada modelo, y se pudo observar 

que el mejor resultado se dió utilizando el modelo preentrenado VGG19 con una precisión del 

67.79% en el tercer experimento. Considerando los tres experimentos, el modelo VGG19 tuvo el 

mejor rendimiento en cuanto a precisión en promedio.  

Tabla 17 

Resultados en modelos de aprendizaje profundo 

Modelo Experimento 
Tamaño 

Batch 
Épocas 

Tasa de 

Aprendizaje 

Precisión 

en 

Prueba 

(%) 

VGG16 

1 32 100 0.0001 61.79 

2 64 100 0.0001 63.89 

3 32 100 1.00E-05 66.52 

VGG19 

1 32 100 0.0001 64.04 

2 64 100 0.0001 60.51 

3 32 100 1.00E-05 67.79 

ResNet 

1 32 100 0.0001 53.68 

2 64 100 0.0001 67.72 

3 32 100 1.00E-05 59.46 

MobileNet 

1 32 100 0.0001 55.26 

2 64 100 0.0001 57.43 

3 32 100 1.00E-05 59.53 

Inception 

1 32 100 0.0001 55.86 

2 64 100 0.0001 66.22 

3 32 100 1.00E-05 62.09 
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En relación con el modelo con mejor resultado, la Ilustración 25 revela un patrón donde 

la precisión de entrenamiento exhibe un crecimiento acelerado, a la par que se intensifica la 

disparidad entre esta métrica y la precisión en el conjunto de validación. Esta tendencia evidencia 

un marcado caso de memorización de los datos de entrenamiento. Además, al igual que ocurre con 

las curvas de precisión, se observa un ensanchamiento significativo en la brecha entre las curvas 

de pérdida de entrenamiento y validación, señalando que el modelo tiende a memorizar los datos 

de entrenamiento en lugar de generalizar patrones de manera efectiva.  

La matriz de confusión representada en la Ilustración 26, muestra que ha habido más 

aciertos que fallos en cuanto a las etiquetas (Parkinson / No Parkinson). Esto se debe a que hay 

514 aciertos con ausencia de EP y los 389 aciertos con presencia de EP, con los 223 y 206 fallos 

respectivamente en la predicción. Estos fallos, aunque presentes, deben interpretarse en el contexto 

del balance general de aciertos, y podrían ser objeto de análisis adicional para identificar posibles 

patrones específicos de error y mejorar la capacidad predictiva del modelo en áreas específicas. 

Ilustración 25 

Progreso de precisión y pérdida en el mejor modelo 
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Ilustración 26 

Matriz de confusión del mejor modelo 

 

3.2.3 Comparación entre modelos y selección del mejor modelo 

Al finalizar las pruebas con los modelos de aprendizaje poco profundo y los modelos de 

aprendizaje profundo, se compararon los resultados obtenidos de cada uno de estos. La 

comparación se enfocó principalmente en la precisión en el conjunto de pruebas. En primer lugar, 

el mejor modelo de aprendizaje profundo con su precisión del 67.79% en clasificación binaria no 

figura como un buen candidato para mejor modelo, así que la comparación se limita a los modelos 

de aprendizaje poco profundo. En lo que respecta a los modelos de aprendizaje poco profundo, en 

la Tabla 18 se muestran los mejores resultados tanto para clasificación binaria como para 

clasificación multiclase. Dado que, para nuestro proyecto, se debía incorporar un modelo de 

clasificación multiclase.  
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Tabla 18 

Resultados de mejores modelos para clasificación binaria y multiclase 

Model

o 

Precis

ión 

(Test) 

Conjunt

o 

# 

Atribu

tos 

Métod

o 

Extrac

ción  

Model

o 

Precis

ión 

(Test) 

Conjunt

o 

# 

Atribu

tos 

Métod

o 

Extrac

ción 

AdaB

oost 
75% 

Matemát

icos 
761 

Ningun

o  

AdaB

oost 

64.55

% 

Combin

ados 
849 

Ningun

o 

RF 
79.66

% 

Combin

ados 
25 RFE 

 
RF 

74.03

% 

Combin

ados 
20 RFE 

MLP 
78.42

% 

Matemát

icos 
761 

Ningun

o  
MLP 

71.46

% 

Matemát

icos 
25 RFE 

SVM 
88.06

% 

Combin

ados 
849 

Ningun

o  
SVM 

74.25

% 

Matemát

icos 
25 RFE 

 

Los dos modelos con mejor precisión (accuracy) son el modelo SVM que fue entrenado 

con la totalidad del conjunto de datos matemáticos y obtuvo una precisión del 74.25% y el modelo 

Random Forest que fue entrenado con un subconjunto de los datos combinados y obtuvo una 

precisión del 74.03%. El modelo Random Forest fue entrenado con un conjunto de parámetros 

específicos; esto es, se utilizó un número predeterminado de 100 estimadores (árboles) en el 

bosque. Además, se configuró el muestreo bootstrap para cada árbol y se fijó la semilla aleatoria 

(random_state) en 42 para garantizar la reproducibilidad de los resultados. El modelo SVM fue 

entrenado utilizando el enfoque Uno contra Todos (One-vs-Rest) y se utilizó una búsqueda de 

hiperparámetros Grid Search, que identificó la combinación óptima para mejorar su rendimiento.  

Los hiperparámetros considerados incluyeron el parámetro de regularización (C), que 

compensa la clasificación correcta de los ejemplos de entrenamiento con la maximización del 

margen de la función de decisión [117]; el grado del kernel polinómico (degree), indicando el 

grado del polinomio utilizado en la función kernel polinómica [118]; el coeficiente del kernel 

(gamma), que define la influencia de un ejemplo en el entrenamiento [117]; y el tipo de kernel 



58 

 

 

 

(kernel), especificando la función utilizada para transformar el espacio de características original 

en uno de mayor dimensión, donde es más fácil separar las clases [118]. Los hiperparámetros 

óptimos encontrados sugieren que, para este problema específico, un modelo SVM con una fuerte 

capacidad de regularización (C=10), un kernel polinómico de grado 2, un coeficiente de kernel 

moderado (gamma=0.1), y un kernel radial (rbf) funciona bien en la tarea de clasificación. 

En la Tabla 19, se muestran los valores de las métricas para cada uno de los subconjuntos 

(folds) utilizados por el modelo Random Forest en su entrenamiento. Los resultados en la tabla 

revelan una uniformidad en el desempeño del modelo de clasificación en los 10 conjuntos de datos 

evaluados. Con una precisión (precision) promedio cercano al 74.31%, el modelo muestra una 

habilidad sólida para clasificar adecuadamente las instancias. Tanto la precisión como la 

recuperación (recall) mantienen una consistencia alrededor del 74%, y el puntaje F1 alcanza un 

promedio de aproximadamente 0.74. Estos valores indican un equilibrio entre la capacidad de 

prever instancias positivas y evitar falsos positivos. En la Ilustración 27, se visualizan los valores 

de la tabla en gráficos de línea.  

Tabla 19 

Valores de métricas a través de los subconjuntos (folds) 

Fold Accuracy Precision Recall F1 

1 71.64 0.71 0.72 0.71 

2 72.39 0.73 0.72 0.72 

3 77.99 0.78 0.78 0.78 
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4 72.01 0.72 0.72 0.72 

5 75.75 0.77 0.76 0.75 

6 77.24 0.77 0.77 0.77 

7 77.24 0.78 0.77 0.77 

8 71.27 0.71 0.71 0.7 

9 70.52 0.72 0.71 0.7 

10 74.25 0.75 0.74 0.74 

Ilustración 27 

Visualización del comportamiento de métricas a través de los subconjuntos (folds) 

 

En la Tabla 20, se muestran los valores de distintas métricas para las tres clases existentes, 

la clase 0 correspondiente al grupo de sujetos sanos, la clase 1 al grupo de sujetos con EP 

predominante en la zona izquierda y la clase 2 que corresponde al grupo de sujetos con EP 
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predominante en la zona derecha. La clase 0 exhibe una mejor combinación de precisión (0.75) y 

recuperación (0.85), reflejada en una alta puntuación F1 de 0.8. En contraste, la clase 1 muestra 

una recuperación más baja (0.56), lo que afecta su puntuación F1 (0.64). La clase 2 presenta un 

equilibrio entre precisión (0.73) y recuperación (0.73), con una puntuación F1 de 0.73. Las 

métricas macro (0.74 de precisión promedio, 0.71 de recuperación promedio y 0.72 de puntuación 

F1 promedio) proporcionan una visión general del rendimiento, mientras que las métricas 

ponderadas (0.74 de precisión ponderada, 0.74 de recuperación ponderada y 0.74 de puntuación 

F1 ponderada) consideran el impacto relativo de cada clase en función de su soporte. 

Tabla 20 

Valores de métricas para el modelo SVM 

  precision recall f1-score support 

0 0.75 0.85 0.8 233 

1 0.74 0.56 0.64 123 

2 0.73 0.73 0.73 180 

Macro Average 0.74 0.71 0.72 536 

Weighted Average 0.74 0.74 0.74 536 

     
Overall accuracy                            0.74    

 

La Ilustración 29 presenta la matriz de confusión del modelo SVM, que se centra en el 

conjunto de pruebas. Aquí, las clases 0, 1 y 2 del modelo SVM se alinean con las clases 1, 2 y 3 

del modelo Random Forest (Ver Ilustración 28), respectivamente. Ambos modelos comparten el 

patrón de mayor acierto para la Clase 0, seguido por la Clase 2 y con menor rendimiento en la 

Clase 3. La comparación de estas matrices de confusión subraya la consistencia en el rendimiento 

de ambas arquitecturas de aprendizaje en las clases específicas. 
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Ilustración 28 

Matriz de confusión para el modelo Random Forest 

 

Ilustración 29 

Matriz de confusión del modelo SVM elegido 

 

Finalmente, comparando los resultados del modelo SVM y Random Forest, ambos 

modelos tuvieron un rendimiento bastante similar en términos de exactitud (accuracy), SVM 

alcanzó un 74.25% y Random Forest obtuvo un 74.03%. La precisión y la puntuación F1 fueron 

ligeramente más altas en SVM, pero la recuperación fue un poco más baja en comparación con 

Random Forest. Dada la exactitud superior del modelo SVM, se eligió a este para ser incorporado 

en la solución final.  
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3.3 Pruebas realizadas a la página web 

La metodología seguida para evaluar la aplicación web se enfocó en medir el tiempo que 

los usuarios requerían para poder llevar a cabo dos acciones específicas en la aplicación. Estas 

acciones fueron la carga de un archivo de diagnóstico del paciente para determinar la presencia de 

Parkinson y la capacidad de agregar una nueva persona al sistema. 

La metodología empleada para evaluar la aplicación web se centró en medir el tiempo que 

los usuarios necesitaban para llevar a cabo dos acciones específicas en la aplicación, además de 

completar una breve encuesta detallada en el Anexo 1. Estas acciones consistieron en cargar un 

archivo de diagnóstico del paciente para determinar la presencia de Parkinson y la capacidad de 

agregar una nueva persona al sistema. 

Tabla 21 

Información recolectada sobre las pruebas de cargar un diagnóstico del paciente. 

Usuarios(n) Tiempo Nivel de Dificultad ¿Tuvo problemas? 

1 40 2 No 

2 54 1 Si 

3 46 1 No 

4 40 1 No 

5 37 1 No 

6 48 2 No 

7 40 1 Si 

8 70 3 Si 

9 36 2 No 
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10 50 2 Si 

 

Una vez recopilado el tiempo empleado y las respuestas de la encuesta, se procedió a 

detallar todos los resultados en la Tabla 21 correspondiente a las pruebas de carga de un archivo 

de diagnóstico del paciente. 

En la retroalimentación recopilada en la Tabla 21, se observa que la mayoría de los 

usuarios no experimentó dificultades significativas al cargar archivos, con la mayoría calificando 

su nivel de dificultad como 1. Asimismo, la mayoría de los usuarios no reportó problemas, excepto 

tres personas que encontraron dificultades al agregar comentarios a los diagnósticos, ya que no 

quedaba claro si debían subir un solo comentario o varios. 

Ilustración 30 

Resultado de promedio de segundos para subir un archivo 

 

En la ilustración 30, se aprecia que el tiempo promedio necesario para cargar un archivo 

y recibir el diagnóstico es de aproximadamente 45 segundos. Este resultado demuestra que el 
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proceso se encuentra dentro de los rangos aceptables, lo que sugiere que llevar a cabo esta acción 

es relativamente sencillo e intuitivo, sin complicaciones significativas. 

La siguiente prueba consistió en agregar un nuevo usuario en el sistema, al igual que en el 

caso anterior. Se registró el tiempo empleado y se recopilaron las respuestas de la encuesta al 

anexo 1 en la tabla 22. 

Tabla 22 

Información recolectada sobre las pruebas realizadas a agregar un usuario al sistema. 

Usuarios(n) Tiempo Nivel de Dificultad ¿Tuvo problemas? 

1 70 3 No 

2 88 1 No 

3 64 2 Si 

4 93 3 No 

5 102 2 No 

6 64 1 No 

7 82 1 Si 

8 76 1 Si 

9 57 1 No 

10 65 1 No 

 

En la retroalimentación recopilada de la tabla 22, se observa que no fue particularmente 

difícil de realizar, con un promedio de dificultad de 1.6 para realizar esta actividad. En cuanto a 

los problemas, solo tres personas tuvieron dificultades al intentar encontrar el botón para agregar 
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usuarios. Esto se debió a que el color del botón era azul, lo que hizo que pareciera que la opción 

estaba bloqueada, mientras que los demás participantes no encontraron ningún problema. 

Ilustración 31 

Resultado de promedio en segundos para agregar una persona 

 

En la Ilustración 31, se observa que el tiempo promedio requerido para agregar una 

persona es de 76 segundos. Este proceso, que involucra más pasos en comparación con la acción 

anterior, se encuentra dentro de los rangos aceptables. Esto se debe a que implica ingresar los datos 

del usuario y verificar que no existan duplicados, lo cual justifica el tiempo adicional necesario 

para llevar a cabo esta tarea de manera 
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CAPÍTULO 4 

4. Conclusiones y recomendaciones 

En el desarrollo de este proyecto, se empleó un conjunto de datos obtenido de experimentos 

realizados en sujetos sanos, así como en sujetos que padecían EP predominante en el hemisferio 

derecho e izquierdo utilizando la tableta. Estos datos fueron utilizados para entrenar y validar los 

modelos de aprendizaje profundo y poco profundo.  

Antes del entrenamiento de los modelos, se realizó un preprocesamiento de los datos de 

escritura. Para los modelos de aprendizaje poco profundo, se crearon tres conjuntos: uno con 

características médicas, otro con características matemáticas, y un tercero combinando ambos. 

Para el conjunto de características matemáticas, se utilizó la biblioteca "tsfresh" [107] para generar 

una variedad de características de series temporales. Las características médicas fueron generadas 

a partir de parámetros que incluyeron posición, velocidad, aceleración y jerk, así como métricas 

de trazo como NCV y NCA. Se calcularon métricas básicas y estadísticas para las dimensiones 'x' 

y 'y', y se aplicaron siete medidas estadísticas adicionales para enriquecer la representación. Para 

los modelos de aprendizaje profundo, se crearon representaciones gráficas de las muestras de 

escritura a partir de sus coordenadas filtradas. Los gráficos se invirtieron y almacenaron como 

archivos PNG para luego ser comprimidos en formato JPEG. Las imágenes junto a sus etiquetas 

fueron almacenadas en archivos TFRecord. 

Los modelos de aprendizaje poco profundo utilizados para el análisis de atributos fueron 

SVM, MLP, Random Forest y AdaBoost. Mientras que los modelos de aprendizaje profundo 

empleados para el análisis de imágenes de diferentes muestras de escritura fueron VGG16, 

VGG19, ResNet, MobileNet, Inception y Vision Transformers. Todos los modelos mencionados 
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fueron considerados para ser evaluados para la determinación del modelo a ser incorporado en el 

producto final. 

Se desarrolló una aplicación web donde se integró el modelo final. Esta permite al médico 

realizar predicciones sobre el estado de un sujeto a partir de datos extraídos de una prueba de 

escritura. La predicción indica el porcentaje de probabilidad de que el sujeto pertenezca al grupo 

de sujetos sano, al grupo de sujetos con EP predominante en el lado derecho o al grupo de sujetos 

con EP predominante en el lado izquierdo. 

4.1 Conclusiones 

• Los modelos de aprendizaje poco profundo, como SVM y Random Forest, demostraron un 

mejor rendimiento al capitalizar de manera más efectiva los datos de las muestras de 

escritura. Lograron los resultados más destacados en términos de precisión tanto para la 

clasificación binaria como para la clasificación multiclase en comparación con los modelos 

de aprendizaje profundo. 

• La precisión de los modelos de aprendizaje poco profundo se vio notablemente afectada 

por el método de selección de características Recursive Feature Elimination (RFE). Este 

método exhibió un desempeño superior en comparación con los otros dos métodos, Mann-

Whitney U Test y Kruskal-Wallis, destacándose como el más eficaz en mejorar la calidad 

del modelo. 

• Tras comparaciones, SVM se seleccionó como modelo final por su mayor precisión en la 

clasificación multiclase. Sin embargo, se destaca el desafío de la memorización en futuras 

investigaciones subrayando la necesidad de abordar este problema.  
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4.1 Recomendaciones 

Experimentar con diferentes arquitecturas de aprendizaje poco profundo, ya que estas 

demuestran una capacidad destacada para aprender de manera más efectiva las características de 

las muestras de escritura. Además, se sugiere, al mismo tiempo, expandir el conjunto de 

características en busca de características importantes que aporten mejores resultados. 

Realizar un análisis de sensibilidad en la elección de parámetros y técnicas de extracción 

de características. Esto permitiría evaluar cómo distintas configuraciones impactan en el 

rendimiento de los modelos de aprendizaje poco profundo. Tal análisis puede ser fundamental para 

ajustar y optimizar los parámetros, buscando un rendimiento aún mejor.  

 

 

 

 

 

 

 

 

 

 

 



69 

 

 

 

ANEXOS 

ANEXO 1 

Encuesta Realizada 

A continuación, se presenta el cuestionario completo utilizado en la encuesta realizada como parte 

de esta investigación. El objetivo principal de la encuesta fue recopilar información sobre la 

experiencia de los usuarios con la aplicación "Neuroscribe". Los participantes fueron divididos en 

dos grupos de 10 personas cada uno. El primer grupo asumió el rol de "doctor" al utilizar la 

aplicación, mientras que el segundo grupo asumió el rol de "administrador". Los participantes 

fueron invitados a calificar la dificultad de realizar una actividad utilizando la aplicación, informar 

sobre cualquier problema que encontraron durante su uso y compartir sus opiniones sobre lo que 

más les gustó de la misma. 

Instrucciones: Por favor, responda las siguientes preguntas con honestidad y en función de su 

experiencia al utilizar la aplicación Neuroscribe. 

Pregunta 1: Califique la dificultad que tuvo realizando su actividad utilizando la aplicación (del 1 

al 5) 

Por favor, seleccione un número del 1 al 5, donde 1 representa "Muy fácil" y 5 representa "Muy 

difícil". 

[ ] 1 (Muy fácil) 

[ ] 2 (Fácil) 

[ ] 3 (Moderado) 

[ ] 4 (Difícil) 

[ ] 5 (Muy difícil) 
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Pregunta 2: ¿Encontró algún problema haciendo su actividad utilizando la aplicación? 

Menciónelos. 

Por favor, describa cualquier problema que haya experimentado al utilizar la aplicación para llevar 

a cabo su actividad. Puede mencionar aspectos técnicos, de usabilidad, o cualquier otra dificultad 

que haya encontrado. 

[ ] No encontré ningún problema. 

[ ] Sí, encontré problemas. (Por favor, describa los problemas a continuación): 

[Texto abierto para que el encuestado escriba sus respuestas] 

Pregunta 3: ¿Qué es lo que más le gustó de la aplicación? 

Por favor, comparta con nosotros lo que más le gustó de la aplicación Neuroscribe. Sus 

comentarios nos ayudarán a enfocarnos en los aspectos positivos y a seguir mejorando. 

[Texto abierto para que el encuestado escriba sus respuestas] 
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