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RESUMEN

La prediccion de la demanda Eléctrica es esencial para la correcta planeacion de
recursos, adquisicion de energia Eléctrica a bajo costo, dimensionamiento de
sistemas de transmisién, adquisicion de equipos con consumo mas eficiente,
inversion en nuevas alternativas de generacion con un minimo impacto en el medio

ambiente.

El presente trabajo tiene como objetivo Desarrollar una herramienta de
Visualizacién y de prediccion de la demanda Eléctrica del campus Gustavo Galindo

de la ESPOL usando técnicas de aprendizaje de maquina.

Para la prediccion de la demanda de Energia Eléctrica, se evalu6 modelos de
aprendizaje profundo con redes recurrentes en sus tres variantes principales es
decir Red neuronal recurrente o RNN, red LSTM o Modelo de largo y corto plazo y
GRU o modelo de unidad de compuertas recurrentes para determinar cual de estas
ofrece un mejor comportamiento a la hora de predecir una serie temporal

multivariante.

El prototipo de herramienta de visualizacion desarrollado cumple con los aspectos
fundamentales de una herramienta de este tipo, es decir es interactivo y es fiel

reflejo del comportamiento de los datos.

Al unir ambos componentes se obtuvo un prototipo de herramienta tanto para

predecir como para visualizar e interactuar con la informacién.

Se concluye la factibilidad en el uso de modelos de aprendizaje de maquina
profundo en sus variantes de redes recurrentes, el prototipo de herramienta de
visualizacion propuesto es sencillo y cumple con dos preceptos principales los
cueles son: fiel representacion de los datos y permite la interaccién con dichos

datos.



ABSTRACT

The prediction of the Electricity demand is essential for the correct planning of
resources, acquisition of Electric energy at low cost, dimensioning of transmission
systems, acquisition of equipment with more efficient consumption, new generation

alternatives with a minimum impact on the environment.

The objective of this work is to develop a tool for the Visualization and prediction of
the Electricity demand of the Gustavo Galindo campus of ESPOL using machine

learning techniques.

For the prediction of Electric Power demand, deep learning models were used with
recurrent networks in their three main variants, that is, Recurrent Neural Network or
RNN, LSTM network or Long and short-term model and GRU or recurrent gate unit
model. to determine which of these offers the best performance when predicting a

multivariate time series.

The proposed visualization tool prototype complies with the fundamental aspects of
a tool of this type, that is, it is interactive and is a true reflection of the behavior of
the data.

By joining both components, a prototype of a tool was obtained both to predict and

to visualize and interact with the information.

The feasibility in the use of deep machine learning models in their recurrent network
variants is concluded, the proposed visualization tool prototype is simple and
complies with two main precepts, faithful representation of the data and allows

interaction.

Keywords: Recurrent networks, predictions, Energy, visualization, model,

consumption.
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CAPITULO 1

1 PLANTEAMIENTO DE LA PROBLEMATICA

La prediccion de la demanda eléctrica permite realizar una adecuada planificacién
de recursos, integracion con energias renovables, y evaluacion de politicas de
eficiencia energética (Mastronardi et al., 2016), por lo que es importante analizar
las variables que influyen en el consumo de los sistemas de energia eléctrica como:
clima, cantidad de usuarios, espacio fisico. Como se menciona en (Mastronardi et
al., 2016) la existencia de crecimiento del consumo durante picos estacionales de
verano e invierno, producto de acondicionadores y calefactores eléctricos. Este
aumento por ejemplo provoca un incremento en la inversidén de mantenimientos
programados en el sistema de suministro eléctrico, el cual ademas tiene que ser

dimensionado para cubrir dichos picos.

De acuerdo con el estudio (Amber et al., 2015) el cual se condujo en un edificio de
tipo administrativo en el "Technopark" ubicado en London South Bank University
(LSBU), se indica que un modelo confiable de prediccién para el consumo eléctrico
es deseable para ayudar a los administradores de recursos energéticos a realizar

diversas tareas entre las cuales destacan:

¢ |dentificar las variables que afectan principalmente al consumo eléctrico
¢ |dentificacion de potenciales ahorros
e Desarrollo de politicas y mejora de las instalaciones de produccion y

distribucion de electricidad

Para las empresas tanto de provision como de consumo eléctrico, una herramienta
de visualizacion de la linea base del consumo asi como de las variables
relacionadas y un modelo confiable de prediccién ayuda a comprender y predecir

el consumo eléctrico durante los diferentes periodos del afio.

En (Oquendo, 2016), se muestra una aplicacion de redes neuronales artificiales en
el pronéstico de la demanda eléctrica a corto plazo en el Sistema Nacional

Interconectado (SNI), los resultados indican que la demanda eléctrica sigue un perfil

1



1.1

de carga horaria el cual se ve influenciado por las caracteristicas del usuario, asi

como de variables climaticas.

En diversos estudios como los realizados por (Del Carmen Ruiz-Abellén et al.,
2018; San Miguel Salas, 2016; Vaghefi et al., 2015; Yuan et al., 2018), se menciona
lo exitoso de la aplicacion de modelos de redes neuronales y de Maquinas de
soporte vectorial 0 SVM por sus siglas en ingles en la prediccion de la demanda de

Energia eléctrica con base a parametros meteoroldgicos.

En (Rodriguez & Massa, 2014) los autores indican que mejorar el modelo de
prediccion de demanda implica una mejora en la gestion energética y por tanto
ahorros en costos de operacion, lo cual es importante para las empresas vinculadas

a la generacion y satisfacciéon de la demanda.

Descripcion del problema

Se menciona anteriormente que uno de los factores que inciden en el
consumo eléctrico es el clima, siendo la ciudad de Guayaquil donde se
encuentra ubicado el Campus Gustavo Galindo de la Escuela Superior
Politécnica del Litoral de clima calido y humedo, el uso de acondicionamiento
de aire es intenso para el desarrollo de sus actividades académicas, de

investigacién y administrativas.

Con el presente trabajo se busca proponer una herramienta para la
visualizacion de los datos provistos por la ESPOL, para las variables
climaticas, para el consumo de energia eléctrica, ademas, esta herramienta
permitira la prediccién usando un modelo de aprendizaje de maquina profundo
aplicado al consumo de electricidad para el campus Politécnico Gustavo
Galindo. La herramienta permitira establecer una linea base de consumo de
electricidad y de prediccion, para mejorar la gestion energética del Campus y

evaluar politicas de eficiencia energética.



1.2 Justificacion

Actualmente la ESPOL y especificamente el Centro de Energias Renovables
y Alternativas CERA por sus siglas, no cuenta con una herramienta de
visualizacion de datos y prediccién del consumo eléctrico basado en métodos
de aprendizaje de maquina, que permita establecer una linea base de
consumo Yy prediccion, basado en la influencia que tiene el clima en el

consumo eléctrico del Campus.

Es importante anotar que la implementacién de una herramienta de prediccion
y de visualizacién del consumo permitira una mejor planificacion por parte de

los administradores del campus.

1.3 Soluciéon Propuesta

Uno de los principales aspectos que se debe tener en cuenta, por parte del
personal que administra los recursos del campus, es el de conocer cual es el
histérico del consumo eléctrico, como varia a lo largo del tiempo, y como las
variables climaticas afectan su comportamiento, a esto lo denominamos

“Linea Base de Consumo Eléctrico”.

Una vez que se cuenta con la linea base de Consumo eléctrico y su relacion
con las variables climaticas, lo siguiente sera el poder predecir el consumo
eléctrico teniendo como variables predictoras a las variables climaticas,
permitiendo a los administradores del Campus y de CERA saber como se
comportara el campus bajo condiciones climaticas previstas, dichas

predicciones las realizaremos usando redes aprendizaje de maquina.

Se plantea ademas una herramienta que permite graficar la linea base de
consumo, las variables climaticas y las predicciones, ademas de poder
interactuar con la grafica para observar como varia su comportamiento en los

diferentes intervalos de tiempo seleccionados.



A continuacién, se establece los objetivos a alcanzar en el desarrollo de este
proyecto, junto con la metodologia general que se implementara para

desarrollar la solucién propuesta.

El capitulo de Estado del Arte se describe la teoria sobre los algoritmos de
prediccion que se analizaran en el presente estudio, en el capitulo Disefio e
Implementacion se describe los pasos que se siguieron para la elaboracion de
la solucion, en el Capitulo de Analisis de Resultados analizaremos las
métricas de la prediccion y seleccionaremos el modelo que mejor realizé las
predicciones, se describira la puesta en marcha del prototipo y pruebas para

finalmente revisar los costos y beneficios de la solucion.

Finalmente se proponen las conclusiones y recomendaciones del presente

trabajo.

1.4 Objetivos

1.4.1

1.4.2

Objetivos generales

Desarrollar una herramienta de visualizacion y de prediccién de la demanda
eléctrica del campus Gustavo Galindo de la ESPOL usando técnicas de

aprendizaje de maquinas.

Objetivos especificos

Establecer una base de la demanda eléctrica del campus usando datos historicos
del consumo eléctrico
Evaluar modelos de aprendizaje de maquina para predecir el consumo eléctrico
incorporando variables climatolégicas estableciendo prondsticos a diferentes
horizontes de tiempo.
Desarrollar una herramienta de procesamiento y de visualizacién de los datos

para facilitar el analisis del consumo de energia eléctrica del campus.



1.5 Metodologia

Para el desarrollo del presente proyecto usaremos la metodologia base de los
proyectos de Ciencia de datos aprendida durante el desarrollo de la Maestria
en Ciencias de Datos de la ESPOL, el aplicar esta metodologia nos permitira
tratar el problema de forma sistematica hasta su resolucion, se presenta a
continuacion los diferentes pasos que deben ser realizados a fin de cumplir

con esta metologia.

1.5.1 Problema o pregunta relevante a la investigacion

La metodologia de Ciencias de Datos nos indica que como primer paso se requiere
conocer el problema y plantearnos una pregunta relevante o problema a resolver.
Teniendo en cuenta esta primera etapa se planted al departamento de Sostenibilidad,

asi como al CERA, la siguiente pregunta:

¢ “Existe una herramienta de visualizacion y de prediccién de consumo de energia del
Campus Gustavo Galindo de la Escuela Superior Politécnica del Litoral basada en
algoritmos de aprendizaje de maquina, que permita a los centros de Gestion y de
Investigacion, como el CERA, tomar decisiones basadas en datos” ?

La respuesta a esta interrogante fue que no existe actualmente dicha herramienta, el
prondstico se hace actualmente mediante soluciones en hojas de calculo sin incluir en el

analisis al clima como variable predictora.

1.5.2 Obtencion de los datos

El siguiente paso es la obtencién de los datos, estos se solicitaron al Programa
Sostenibilidad de la ESPOL, firmando un acuerdo de confidencialidad (NDA), el cual se

adjunta como anexo.

Para el desarrollo de las exposiciones se anonimizara los datos para honrar los acuerdos
de confidencialidad con la ESPOL, por lo que los datos reales solo se mostraran a los
beneficiarios finales del producto, en este caso el Programa de Sostenibilidad de la
ESPOL.



1.5.3 Limpiezay verificacion de novedades del conjunto de datos

Se iniciara con la limpieza y revisién del conjunto de datos, en este apartado se trata de
revisar que la data esté completa, no exista duplicidad y en caso de ser necesario
eliminar registros duplicados, imputar los datos de ser factible, eliminar registros que se

encuentran con valores que no corresponden a la serie temporal.

1.5.4 Exploracion de los datos

La exploracion y visualizacion de los datos de forma temprana permite revisar las
variables de clima o también llamadas predictoras y de consumo eléctrico o variable de
analisis, en este paso se realiza la estadistica descriptiva de los datos, su correlacion y

comportamiento de las observaciones.

Se define la resolucion de trabajo para los datos, es decir si estos seran con
observaciones cada 15 minutos o de forma horaria a fin de poder mantener una sincronia

tanto en variables predictoras como para la variable de analisis.

1.5.5 Enriquecimiento de datos

El dataset es enriquecido por variables explicativas de tiempo, en el estudio conducido
por (Al-Qahtani & Crone, 2013) se indica que las variables predictoras pueden enriquecer
al modelo aportando data adicional, en este caso las variables de tiempo que se
agregaron como data predictora son extraidas de la variable tiempo, estas variables son:
afio, mes, dia, hora y dia de la semana, respectivamente nombradas “afno”, “mes”, “dia”,
“hora”, “Dia de semana”, también se incluyd una variable binaria denominada “Pandemia”
para identificar los datos posteriores al 17 de marzo de 2020 a las 00:00:00 donde se

puso en vigencia el periodo de pandemia en el territorio nacional.

La variable hora es ademas convertida mediante la transformada de Fourier a dos series
compuestas por seno y coseno para poder recuperar la caracteristica ciclica que tiene y

es una técnica recomendada en (Peixeiro, 2022).



1.5.6 Normalizacion de las variables

El proceso de normalizaciéon de datos tiene por objetivo escalar los valores de cada
variable a un rango [0, 1], esto se realiza con el objetivo de que los modelos de
aprendizaje de maquina sean mas eficientes al momento de realizar los célculos

matriciales.

1.5.7 Modelo Predictivo

Posterior a la normalizacion de datos se encuentra el desarrollo de un modelo
deterministico de prediccion de la demanda, usando aprendizaje de maquina, la revisién
bibliografica es importante para conocer las técnicas usadas para el analisis y prediccion
de series temporales, citamos las siguientes (Agarwal et al., 2009; Ahmad et al., 2017;
Andri¢ et al., 2019; Azar & Menassa, 2012; Del Carmen Ruiz-Abellén et al., 2018).

Los estudios antes citados realizan predicciones de consumo eléctrico usando modelos
de aprendizaje de maquina, dichos estudios son variados y utilizan tanto datos
univariantes como multivariantes, y de la misma forma son amplios en el uso de

algoritmos.

Dentro de este apartado se realizara las evaluaciones a los modelos ajustando los hiper
parametros correspondientes y comparando los modelos de aprendizaje de maquina
para la seleccion del modelo que presente el mejor desempefio en la prediccion a

diferentes horizontes de tiempo.

1.5.8 Visualizacion

Posterior a la revision y seleccion del modelo predictivo se realiza el prototipo para la

visualizacién tanto de la linea base y las variables climaticas.

El prototipo de herramienta de visualizacibn ademas muestra el resultado de la

prediccion que se realiza con los datos disponibles.



1.6 Resultados esperados

Al finalizar el proyecto se espera encontrar el mejor modelo de aprendizaje de
maquina que se ajuste a la variable de consumo de energia eléctrica y
condiciones climaticas, asi como proveer al CERA de una herramienta de
visualizacion y exploracién de los datos que ayude a la toma de decisiones de

gestion de energia del campus.

1.7 Dataset

Se realiza una primera revision del conjunto de datos o dataset, a

continuacion, se describe cada uno de los estadisticos descriptivos:

e Numero de Observaciones. _ Es el numero total de observaciones

totales en el conjunto de datos.

e Valor Promedio. _ Se define como la suma de los valores de la

caracteristica dividida para el numero de observaciones.

o Desviacién estandar. _ Es una medida que indica que tan dispersos se
encuentran los datos en relacion con su media como lo indica la

ecuacion (1.1)

5 \/L (1.1)

n

e Valor minimo. _ El valor menor de entre todas las observaciones de

una caracteristica.

¢ Valor maximo. _ El valor mayor de entre todas las observaciones de

una caracteristica.



e Primer Cuartil. _ 25% de los datos es menor o igual al valor indicado.

e Segundo Cuartil. _50% de los datos es menor que o igual a este valor,

también representa la mediana.

e Tercer Cuartil. _75% de los datos es menor que o igual a este valor, o
dicho en otras palabras 25% de las observaciones son mayores o

iguales al valor indicado.

Los conjuntos de datos o “Dataset” necesarios para el presente estudio se
obtuvieron por medio del Programa de Sostenibilidad de ESPOL(dataset
Medidor Principal), ademas las variables meteorolégicas (Dataset Clima)
fueron obtenidas del Centro de Energias Renovables y Alternativas de
ESPOL.

El conjunto de datos del Medidor Principal contiene la informacion referente a
Fecha, hora y ENERGIA ACTIVA, el primer registro es de 2017-01-01 00-00-
00y el ultimo registro el 2020-12-18 00-00-00, las mediciones se realizan cada
15 minutos, es decir que para cada hora de medicion se generan 4 registros,

el dataset cuenta con 136897 registros.

Se presenta en la Tabla 1.1 los valores estadisticos que fueron definidos

previamente:

Tabla 1.1 Estadisticos Consumo Eléctrico ESPOL 2017 — 2020

ENERGIA ACTIVA
namero de observaciones 136897
Valor promedio 360.47
desviacién estandar 255.62

Valor minimo 0.00

Primer Cuartil 25% 201.60
Segundo Cuartil 50% 226.80
Tercer Cuartil 75% 415.80



Valor maximo 1260.00

Fuente: El Autor

El conjunto de datos “Datos_meteorologicos Edificio_Litoral” contiene las
siguientes variables: Fecha, Tiempo GMT-05:00,Temp °C,Humedad relativa
(HR)%, Lluvia mm (milimetros), Direccién del viento, Velocidad del viento m/s
y Velocidad de Rafagas m/s, el primer registro es de 2016-01-21 02-00-00 y
el ultimo registro el 2020-07-27 10-01-40, las mediciones se realizan cada 10
minutos, por tanto por cada hora de medicion se generan 6 registros, el

conjunto de datos cuenta con 254937 observaciones.

Se presenta en la Tabla 1.2 las principales estadisticas descriptivas del

conjunto de datos de Clima de la Espol.

Tabla 1.2 Estadisticos Variables Clima ESPOL 2016 - 2020

Temperatura Lluvia  Direccién del Velocidad del Velocidad de
°C HR. % mm viento viento m/s Rafagas m/s
Numero de 254937 254937 254937 254937 254937 254937
observaciones
Valor promedio 25.05 8159  0.02 192.56 -213.92 21217
desvlacién 3.04 980 024 64.70 380.73 381.73
estandar
Valor minimo 18.37 4530  0.00 0.00 -888.88 -888.88
Primer Cuartil 25% 23.62 7450  0.00 167.10 0.00 0.00
Segundo Cuartil 25.72 8320  0.00 195.10 0.50 252
50%
Tercer Cuartil 75% 2817 8910  0.00 213.40 1.01 378
Valor maximo 35.96 100.00  17.60 355.20 4.03 10.32

Fuente: El Autor

En la Tabla 1.2 se puede apreciar valores marcados como -888.88, este valor
se registra como una inconsistencia en la data, estos valores se podrian
imputar o reemplazar por ejemplo con valores tomados de centros

meteoroldgicos de la Ciudad de Guayaquil, sin embargo y como veremos
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luego debido a que la primera observacion en el conjunto de datos de
consumo es del 2017-01-01 00-00-00, estos valores marcados como -888.88

son eliminados.
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CAPITULO 2

ESTADO DEL ARTE

A continuacion, describiremos las nociones generales sobre series temporales,
aprendizaje de maquina, haciendo énfasis en redes neuronales recurrentes,
revisaremos ademas trabajos relacionados con la prediccibn usando redes
recurrentes para la comparacion del presente trabajo y finalmente las medidas para

evaluar la precision en la prediccion de los modelos.
Prediccion de series temporales

Una serie temporal se define como una secuencia de valores que estan
ordenados de acuerdo con el tiempo en el que se observaron, y las

observaciones se realizan de forma periddica o intervalos regulares.

La prediccion de series temporales se puede realizar de diversas formas entre
ellas usando modelos probabilisticos, modelos predictivos con aprendizaje de
maquina entre otras, con data univariante es decir la serie a predecir es la
entrada al modelo, asi como series multivariantes las cuales constan de dos
0 mas variables y al menos una de las variables es la variable denominada
dependiente. En cuanto a los modelos estos van desde el modelo ingenuo o
también llamado “naive” donde el modelo repite el ultimo valor de la serie
hasta modelos complejos donde se analiza su estacionalidad, ciclicidad y la
tendencia, es el caso de los modelos de ARIMA, estos modelos son del tipo
probabilistico es decir asumen un intervalo de confianza en sus prondsticos
(Martin, 1987).

Otra forma de predecir series temporales es usando aprendizaje de maquina,
como lo menciona (Torres et al., 2021), donde menciona el uso extendido que
se le ha dado al aprendizaje de maquina en el prondstico de Series temporales
y mas aun en series con gran cantidad de observaciones o “Big data” por su

término en inglés.
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En el estudio conducido por (Fathi & Srinivasan, 2019), se indica que el 50%
del consumo de la energia se asocia con los edificios, el estudio se realizé en
el campus de la Universidad de Florida, Gainesville, FL, con los consumos por
hora de energia eléctrica asi como de contar con informacién termo - fisica y
de espacio, para escenarios (calido, medio y frio) de cambio climatico a 40
afos, estos escenarios de clima fueron desarrollados por el programa
Norteamericano de cambio climatico o por sus siglas en inglés “NARCCAP”
de Gainesville, FL, dicho estudio utilizd técnicas de clustering, k-mean vy
regresion polinomial, se us6 aprendizaje de maquina basado en redes

Neuronales.

El aprendizaje de maquina también fue probado por (Kim et al., 2020) en el
Campus Universitario de Pensilvania en Estados Unidos, donde se probo
tanto la regresién lineal como el aprendizaje de maquina para investigar el
impacto de las variables de ocupacion, y climaticas como temperatura,
humedad relativa, radiacién solar y velocidad del viento sobre el consumo en
dias laborables y no laborables, destacando el aprendizaje de maquina por

sus exactitud en los resultados, en comparacion con el modelo de regresion.

En el estudio conducido por (Abdulrahman et al., 2019) en la prediccién del
consumo eléctrico en un barrio residencia de Rikkos Jos-City, Nigeria, los
datos se obtuvieron mediante el uso de medidores inteligentes de energia
eléctrica y ademas se usaron variables climaticas, usando modelos de
aprendizaje de maquina se demostré una vez mas valores muy bajos de error

al revisar los resultados.

Los investigadores (Yuan et al., 2018), realizaron estudios sobre la prediccion
del consumo eléctrico usando aprendizaje de maquina en tres campus
universitarios de Japén, se usaron las siguientes variables Dia de la semana,
hora del dia, temperatura por hora, humedad relativa por hora, irradiacion
solar por hora, y el consumo de energia de la hora previa, logrando un nivel

de presion inferior al 5% al comparar la prediccion con los datos de prueba.

Como se puede apreciar en los diferentes estudios citados, el uso de

aprendizaje automatico para la prediccion del consumo eléctrico esta
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ampliamente extendido en los campus universitarios, asi como para predecir
el consumo en zonas residenciales, el fin de todos ellos es el de mejorar la
administracion de recursos, una mejor planificacion de infraestructura y estar

preparados ante eventuales variaciones del clima,

2.2 Modelos de aprendizaje de maquina

El aprendizaje de maquina consiste en extraer informacion de un vasto
nimero de datos, es el campo en el que interactian las ciencias
computacionales y la estadistica para desarrollar modelos predictivos (Muller
& Guido, 2015).

Existe dos tipos de modelos para el aprendizaje de maquina, los modelos
Supervisados y no supervisados; en los modelos supervisados se conoce la
salida del sistema dadas las variables de entrada, es asi como dichos modelos
aprenden las secuencias haciendo clasificacion o predicciones, reconociendo
patrones sobre salidas conocidas, entre los modelos generales en esta

clasificacion por citar algunos algoritmos tenemos:
e Modelos lineales
e K-vecindarios cercanos
e Arboles de decision
e *Maquinas de soporte vectorial

o *Redes neuronales o Deep Learning.

Los modelos no supervisados tratan de agrupar la data descubriendo como
agruparla, es decir que tan fuerte o débil son las caracteristicas de los datos
para poder ser clasificada en uno u otro grupo, dentro de esta clasificacion de

modelos tenemos por citar a algunos a:

¢ Algoritmos de agrupacion o clustering en inglés como el K-means
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¢ Reduccién dimensional como Analisis de componente principal

Cabe mencionar que los modelos de soporte vectorial y Deep learning

también pueden ser usados como modelos no supervisados.

Como se menciond, dentro de la clasificacion de modelos supervisados
tenemos el aprendizaje profundo o como se conoce en inglés “deep learning”
que es una técnica mediante la cual se trata de emular parcialmente el
comportamiento biolégico de cientos y hasta miles de neuronas biologicas
agrupadas e interactuando en diferentes capas, donde cada unién entre ellas

es un recuerdo o aprendizaje.

Como se menciond en el parrafo anterior el aprendizaje profundo se trata de
emular el comportamiento de las neuronas bioldgicas, es asi como se
presenta el modelo basico de una neurona en el contexto matematico y como
la unién de cientos o de miles de estos modelos interactuando entre si forman

redes neuronales artificiales.

El modelo mas basico de neurona computacional se denomina perceptron,

cuya representacion se muestra en la Figura 2-1:

O .

Figura 2-1 El perceptréon

Fuente: EI Autor
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El perceptrén esta formado por entradas (X, b), enlaces o sinapsis o también

llamados pesos (W) y una salida Y. El modelo que describe el perceptrén es:

Y=WX+b (2.1)

Es decir, un perceptron en su forma mas basica proporciona a la maquina la
capacidad de representar una recta, de variable X, pendiente W y el punto

donde intercepta al eje de las Y se denomina sesgo y se representa por b.

De la misma forma cuando el modelo recibe multiples entradas es decir
x1,x2,...xn, es decir nuestra entrada es n — dimensional la forma general de

la ecuacion no cambia, esta pasa a representarse en la forma siguiente:

5; = W1x1 + szzwnxn + b (22)

Donde el simbolo sombrero sobre la y denota “el valor esperado”.

Si expresamos todas las caracteristicas en un vector x € R" donde R" es el
conjunto de n dimensiones de un vector de numeros reales, se puede expresar

(2.2) de forma compacta usando el producto punto a continuacion (2.3).

y=wlix+b (2.3)

Donde x corresponde a las caracteristicas de una observacion, debido a la
gran cantidad de observaciones dentro de un conjunto de datos o dataset, con
n observaciones en forma de matriz, quedaria expresada de la siguiente forma
X € R™™, donde X es una matrizde numeros reales de n filas y m columnas,

con lo que el vector y también puede expresarse de la forma (2.4):
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9 = Xw +b (2.4)

Sin embargo, para poder encontrar el valor estimado y es necesario conocer
como las redes neuronales ajustan la matriz w y los valores de b (también
conocidos como sesgo o Bias en inglés), por lo que definiremos la funcién de

perdida [.

La funcién de pérdida o de error [ cuantifica la distancia entre el valor real u
objetivo y y el valor estimado y, comunmente el valor de [ es un valor positivo,
donde valores muy cercanos a 0 se prefieren indicando una aproximacion casi

perfecta al valor objetivo o y.

La funcidon mas usada para el célculo del error o funcion de perdida en los

problemas de regresion es el error cuadratico, donde nuestra prediccion en la

observaciéon i es y”) y el valor que se espera es y' i definida por la ecuacion
(2.5)

(Ow,b) =@ - yW)? (2.5)

Para tener una idea de la ecuacién ecuacion (2.5) de forma grafica para la

observacion i- esima, donde las lineas azules representan el error:
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Figura 2-2 Valor estimado y real

Fuente: El autor

La expresion general que describe el error o funcidon de pérdida para un

conjunto de observaciones se describe en la ecuacioén (2.6).

L(w,b) = 237, = (wTx® + b — y®)? (2.6)

Es asi como al mencionar la expresién “Entrenar un modelo” realmente se
hace referencia a encontrar los pesos o parametros (w *, b *) que minimicen

la pérdida o error total L.

Para poder minimizar los valores de (w *, b *) se usa una técnica llamada
Gradiente descendente, la cual se puede describir como la reduccion de forma
iterativa del error actualizando los parametros (w =, b *) en la direccion en la
que la funcién de pérdida o error desciende de forma gradual, con lo cual se
debe encontrar la primera derivada de L(w, b) con respecto a w y b, es asi

como se muestran las derivadas parciales con respecto a w y b.

oL

oL g
- 5, parala funcién L(w, b) (2.7)

18



Sin embargo, un modelo lineal como el descrito en la ecuacion (2.4) asumiria
para todos los problemas un grado alto de monotonia, es decir, cuando un
parametro crece los otros también y viceversa, sin embargo, en el mundo real
existen modelos de mayor complejidad que no siguen una relacion lineal o

monotona.

El problema descrito se puede solucionar incorporando capas adicionales h o
de estado oculto o también llamadas en inglés como “hidden states”, y
realizando una conexion de todos los elementos de la capa de Entrada X
contra todos los multiples perceptrones hasta la capa de salida O, se la conoce
como red totalmente conectada. Noétese que en la figura se encuentra

representada la capa intermedia h.

‘ Salida |

Pardmetros Capa Pardmetros
Entrada w1 ‘ Oculta H ‘ ‘ w2

Figura 2-3 Perceptrén multicapa totalmente conectada o FNN
Fuente: El Autor

Aligual que X € R™¢ para las capas ocultas podemos indicar que H € R™"
donde h es el numero de las capas ocultas, también definimos los pesos W1

para las capas de entrada y W2 para las capas de salida, por tanto, las
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ecuaciones de las capas ocultas y de las capas de salida se muestran a

continuacion en (2.8) y (2.9):

H = XW() + b(1) (2.8)

)
I

HW(2) + b(n) (2.9)

Si reemplazamos H en (2.9) y tomando en cuenta que W y b se pueden
expresar en términos de W(1), W(2), b(1) y b(2) entonces tenemos lo

siguiente:

W = WOWQR) y b = b()W () + b(2) (2.10)

0=(XW@)+b(1))W(2)+b(2) =XWDW(R2)+b(LWR)+b2)=XW+ b (2.11)

Sin embargo, como se puede apreciar en la ecuacién (2.11) tenemos una
ecuacion lineal, por tanto, un ingrediente extra es necesario para capturar la
no linealidad de los datos, es la introduccion de una funcion de activacién no

lineal o.

H = o(XW(1) + b(1)) (2.12)

0 = HW(2) + b(2) (2.13)
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Con este cambio ya no es posible reducir las ecuaciones como en la ecuacion
(2.11) evitando su cambio a la forma lineal.

En resumen el objetivo de las redes neuronales es aprender las relaciones
entre las entradas de la red y las salidas construyendo modelos lineales o no
lineales (Shi et al., 2018), donde las entradas representan las caracteristicas
de los datos en un dataset para realizar la prediccion de la salida, pudiendo
convertirse en una tarea o accion al final del proceso, en el presente proyecto
las entradas se definen con las variables climatoldgicas, afio, mes, dia, hora,
dia de la semana, mientras que la salida o prediccién es el consumo eléctrico

del campus.

Los modelos de aprendizaje de maquina que se propone en el estudio se

definen a continuacion.

2.2.1 Redes Neuronales recurrentes (RNN)

Como se menciond previamente uno de los usos de las redes neuronales recurrentes o
de Elman es la prediccion de series temporales, en este caso la prediccion del consumo
Eléctrico del Campus ESPOL, a continuacion, se introducira los conceptos matematicos

detras de las redes neuronales recurrentes.

Vamos a asumir que tenemos un conjunto de datos de entrada X, € R™“ al paso de
tiempo t, en otras palabras, X; es una secuencia de n observaciones en el paso de
tiempo t. Vamos ademas a definir H, € R™" las variables de la capa oculta al paso de
tiempo t, donde a diferencia de las redes de Perceptrén Multicapas nos interesa guardar

el estado H,_, del paso de tiempo anterior, definiendo ademas h, de la siguiente forma:

hy = f(xg heq) (2.14)

y ademas introducimos un nuevo parametro de peso W,, € R"" para describir el uso
de las variables ocultas del paso de tiempo anterior en el paso de tiempo actual.

Especificamente, el calculo de la variable oculta del paso de tiempo actual esta dado por
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la entrada del paso de tiempo actual junto con la variable oculta del paso de tiempo

anterior como se describe en la ecuacién (2.15).

Hy = ¢XWyp, + Heo Wy + bp) (2.15)

Donde ¢ es una funcién de activacion, los parametros de pesos representados por W,
€ R¥" alaentrada, Wy, € R"™" , el sesgo o bias b, € R*" y h representa el nimero de
unidades ocultas o “hidden”, H;_, estas son las variables de estado ocultas que
almacenan informacién del histérico de la secuencia hasta el paso de tiempo presente.
Las capas ocultas usan la informacion del paso de tiempo previo en el paso de tiempo
presente, el computo se vuelve recurrente, de aqui el nombre de redes neuronales

recurrentes.

Para la ecuacion (2.15), la salida de esta red la definimos en la ecuacion (2.16):

0. = H,W,, + b, (2.16)

Donde, Wy, € R"4 | el sesgo o bias by € R*? son los parametros y el bias de la capa

de salida.

La Figura 2-4 muestra la I6gica de una RNN para tres pasos de tiempo, a cualquier paso

de tiempo t , el computo del estado oculto puede ser tratado de la siguiente forma:

i. Concatena la entrada X;en el paso de tiempo presente t y el estado oculto H;_,
del paso de tiempo previo t — 1.

i. Alimentado esta concatenacién resultante a una capa con una funcién de
activacion ¢, la salida de esta capa resulta en la capa oculta H; en el paso de
tiempo presente t, a este los parametros del modelo son la concatenacién de W,,,

y Wy, ademas del bias by, parametros de la ecuacion 2.15.
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iii. Lacapa oculta al tiempo t, H; participara en el cdmputo del estado oculto H;,; del
siguiente paso de tiempo t + 1, ademas H,también participara del computo de la
capa totalmente conectada de salida dando como resultado O; al paso de tiempo

t.

. . 0
Capa de salida 0,‘ 1

[y

H;

Capa Oculta
19

Entrada
Xe-1 Xe Xe+1

Iﬂ R T

Funcién de activacién Copiar Concatenar

Figura 2-4 Red Neuronal RNN

Fuente: EI Autor

2.2.2 Redes de Memoria de corto y largo plazo (LSTM)

El reto de mantener la informacion a largo plazo y la omision de informacién en el corto
plazo en modelos de variables latentes ha permanecido por mucho tiempo. Uno de los
estudios para abordar este problema es la memoria de corto y largo plazo o LSTM
(Hochreiter & Schmidhuber, 1997), como dato interesante las LSTM comparten
propiedades de con las redes GRU que se describiran en la siguiente seccién y son algo

mas complejas en su disefio.

Las redes LSTM introducen en su concepto una celda de memoria, que sigue una légica
similar al de los estados ocultos, en la cual se guarda informacién adicional, es asi que
para controlar esta celda de memoria se necesita algunas compuertas adicionales. Una
de estas compuertas se requiere para leer las entradas, refiriéndonos a ella como

‘compuerta de salida”, una segunda compuerta es necesaria para decidir cuando leer
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datos de la celda, refiriéndonos a esta como “compuerta de entrada”, y por ultimo se
necesita un mecanismo para reiniciar el contenido de la celda, al cual se denomina
“‘compuerta de olvido”, es decir que el objetivo es proveer al modelo la habilidad para

‘recordar” y cuando “olvidar o descartar” informacion no util.

Compuerta de Compuertade Compuerta de
olvido entrada salida
I Fe T I I 0.
(o) o (o)
Y Y 7
Estado Oculto
Hey
Xe
Entrada IZI 1 T
Capa totalmente )
conectada con Copiar Concatenar

funcion de activacion

Figura 2-5 Compuertas de LSTM

Fuente: EI Autor

La data ingresa a la red LSTM son los datos de entrada en el paso de tiempo actual y el
estado oculto del paso de tiempo anterior como se muestra en la Figura 2-5, estas
entradas son procesadas por capas totalmente conectadas con una funcién de activacion
sigmoide para procesar los valores en las compuertas de entrada, olvido y salida, lo que

da como resultado valores entre (0,1).
Se define ademas la funcién sigmoide continuacion:

Una funcién sigmoide tiene la particularidad de estar acotada entre Oy 1 paraeleje Yy
para el eje de las X entre -®© y % |a funcion se expresa de la siguiente forma en la

ecuacion 2.17:
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(2.17)

La Figura 2-6 muestra la grafica de la funcion sigmoide.

YA

y = sigmoide(x)

Figura 2-6 Funcion sigmoide
Fuente: El Autor

Definimos ademas las X, € R™% con numero de observaciones n y numero de entradas
d , y el estado oculto en el paso de tiempo anterior H,_,; € R™**". Las compuertas al paso
de tiempo t se definen de la siguiente forma: la puerta de entrada I, € R™", la
compuerta de olvido F, € R™" y la compuerta de salida 0, € R™", expresaremos

ademas sus ecuaciones (2.18), (2.19) y (2.20):

It = O-(thxi + H,__1Wh,- + bl) (218)
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Ft = O-(thxf + Ht_lwhf+ bf) (219)

Ot = G(thxo + Ht_]_Who + bO) (220)

Donde Wy;, Wy, Wy, € R*"y Wy, Wysy Wy, € R™" son los pardmetros de pesos y

bi, bs, b, € R**" son los sesgos o bias.

Se define ademas la celda de memoria, o celda candidata de memoria Et € R™" ysu
funcionamiento al de las otras tres compuertas I, F y 0, con la salvedad de que su funcion

de activacién es una tanh () la cual tiene un rango de valores (-1,1), la ecuacién 2.21 al

paso de tiempo t.

C, = tanh(XW,. + H,_ Wy + b,) (2.21)

Donde W,, € R*" y W;,. € R"™" son los parametros de pesoy b, € R*" es el sesgo, a

continuacion, la Figura 2-7 ilustra la celda candidata.
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Celda

Compuerta de Compuerta de ] Compuerta
. candidata .
olvido entrada ) de salida
Memoria
I Fe T I T C, I 0,
g g tanh o
3 4 ry 7'y
Estado Oculto /
Hen
Xe
Entrada lz, ’ _r_.
Capa totalmente
conectada con Copiar Concatenar

funcion de activacion

Figura 2-7 Celda candidata C,
Fuente: El Autor

La puerta de entrada I, controla cuanta informacion se tomara en cuenta sobre C, y la
compuerta de olvido F, que cantidad de informacion del contenido de la celda anterior
C,_1 € R™" se retendra. Para esto se usa el producto uno a uno (®) como se describe

en ecuacion 2.22.

C, =FOW._, +I,OC, (2.22)

Sila puerta de olvido es cercana a 1, y en la puerta de entrada tenemos valores cercanos
a 0, el pasado de la celda de memoria C,_; sera guardado y traspasado al paso de tiempo
actual, este disefio ayuda a evitar el desvanecimiento del gradiente y a mejorar la captura
de informacion util a lo largo de las secuencias, como se indica en Figura 2-8 a

continuacion.
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Memoria
C

-

> @ >+ >
Ce-1 7'y I
— @ Compuerta
'y de salida
Compuerta Celda d
Compuerta de entrada candidata
de olvido Memoria
Fe ’ o ‘ N g ‘ C
C,
) 4 : I 7
Estado Oculto
Hey
Xe
Entrada E _}_. -

Capa totalmente
conectada con
funcion de activacion

Copiar Concatenar

Figura 2-8 Celda de memoria en LSTM
Fuente: El Autor

Lo ultimo es definir como se procesa el estado oculto H, € R™", aqui es donde la puerta
de salida juega un rol, en las LSTM la H; se encuentra entre valores de (-1, 1) esto se
logra introduciendo una vez mas la funcién tanh (), la ecuaciéon (2.23) representa lo

indicado.

H; = 0; O tanh (C;) (2.23)

Lo mencionado anteriormente indica que cualquier entrada cercana a 1 en la salida
pasara toda la informacion en memoria al predictor, por otra parte, si el valor en la puerta
de salida es cercana a 0 se retendra toda la informacion dentro de la celda de memoria

y no se realizara otro proceso, este proceso se ilustra en la Figura 2-9.
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Figura 2-9 Red LSTM
Fuente: El Autor

2.2.3 Unidad de compuertas recurrentes (GRU)

Uno de los problemas principales de las redes recurrentes es que el gradiente se
desvanezca o crezca desmesuradamente esto ultimo se conoce como explosion del
gradiente, esto debido a los largos calculos matriciales que se realizan, en la practica lo

siguiente puede suceder:

i. Podemos encontrar la situacién donde una observacién temprana es altamente
significativa para predecir las observaciones futuras, para el caso dicha
observacién temprana tiene informacion de verificacion y este proceso de
verificacion se requiere para revisar la salida al final de la secuencia, para este
escenario la primera observacion es vital en el proceso, para lo cual deseariamos
tener algun mecanismo para almacenar esta importante informacion temprana, es

decir una celda de memoria. Sin este mecanismo, tendriamos que asignar un
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gradiente muy largo a esta observacion, donde esto afecta a todas las
subsiguientes observaciones.

ii. Otra situacion que podriamos encontrar es con informaciéon no relevante, por
ejemplo, informacion de posicion geo referencial en un analisis de sentimientos,
con lo cual se requiere de algun mecanismo que evite tal informacion ya que no
es relevante para el proceso en el estado latente.

iii. Ademas, podriamos encontrar la situacién donde hay un punto de quiebre entre
las secuencias, por tanto, una transicién por ejemplo entre capitulos de una serie
0 un nuevo comportamiento en una serie temporal, dado este escenario seria

bueno tener una forma de reiniciar nuestra representaciéon de interna del estado.

La distincion principal entre las RNN y las GRU, es que las GRU permiten una activacion
del estado oculto, esto quiere decir que se cuenta con mecanismos dedicados para

cuando la capa oculta necesita ser actualizada o cuando necesita ser reiniciada.

Sila primera observacion es de gran importancia, aprenderemos a no actualizar el estado
oculto después de la primera observacién. Asimismo, aprenderemos a omitir
observaciones temporales irrelevantes. Por ultimo, aprenderemos a reiniciar el estado

latente siempre que sea necesario, a continuacion, las puertas de reinicié y actualizacion:

Disefiamos un vector (0,1) tal que podamos realizar operaciones, para el caso una puerta
de reinicio nos permitira controlar que tanto de la informacion previa nos sera de utilidad
recordar, igualmente una compuerta de actualizacion nos permitird controlar que tanto

del nuevo estado es una copia del estado anterior.

En la Figura 2-10 se ilustra las entradas de ambas compuertas, reinicio y actualizacion
en una GRU, dado una entrada en el paso de tiempo actual y una capa oculta en el paso
de tiempo previo. Las salidas de ambas compuertas son dadas por capas totalmente

conectadas con una funcion de activacion sigmoide.
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Fuente: El Autor

Matematicamente para un paso de tiempo t suponemos una entrada de datos X,€ R™**¢,
donde n es el numero de observaciones y d es el numero de entradas o caracteristicas,
y el estado oculto en el paso de tiempo previo es H,_; € R™" donde h es el nimero de
unidades ocultas, entonces la compuerta R, € R™" y la compuerta Z, € R™" se pueden

describir de la siguiente forma matematica en (2.24) y (2.25):
R; = o(X¢W,, + H,_ Wy, + b,) (2.24)
Z; = c(X¢W,, + Hi(_ Wy, + b,) (2.25)

Donde W,,,W,, € R*"* y W,,,W,, € R*"* son parametros de pesos y b,,b, son los
sesgos. La funcion sigmoide es usada para trasformar los datos de entrada en el intervalo
(0,1).

Lo siguiente es integrar la compuerta de reinicio R; con el estado latente regular y

mecanismo de actualizacion descrito por la ecuacion (2.25), esto provoca el llamado
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estado candidato oculto o H, € R™" al paso de tiempo t como se muestra en la ecuacién
(2.26).

H, = tanh(X;W,;, + (R, © H,_))W,,, + bp,) (2.26)

Donde W,;, € R*" y W, € R™" son parametros de pesos, b, € R'*" es el bias y el
simbolo © es el producto uno a uno de dos matrices, aqui representamos la no linealidad
en la forma de la funcidon de activacion Tangente Hiperbdlica, tanh() que asegura que los

valores de salida del estado candidato H, se encuentren en el intervalo (-1,1).

El resultado como su nombre lo indica es un candidato (o posible como sinébnimo) debido
a que aun se necesita incorporar la puerta de actualizaciéon, comparado con la ecuacién
(2.14) la influencia de los estados previos puede ser reducida con el producto uno a uno
de R; y H;_; como se indica en la ecuacion (2.26). Cualquiera entrada en la compuerta
de reinicio R; cercana a 1 hara que actue como una red RNN, mientras que si la entrada
R.el valor de entrada es cercano a 0 el candidato de estado oculto es el resultado de un
Perceptron Multicapa con X;.como entrada. Cualquier estado oculto preexistente sera por

lo tanto reiniciado a sus valores por defecto.
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Figura 2-11 Compuerta Candidato en una GRU

A continuacion, se describe el efecto de la compuerta de actualizaciéon de la compuerta
Z,, con esto se determina la extensién en la cual el nuevo estado oculto H, € R™"
forma parte del estado antiguo H,_;y en qué medida el estado candidato H, es usado.
La compuerta de actualizacion Z, puede ser usada para ese proposito, tomando el
producto uno a uno entre H,_; y H, , esto contiene la ecuacion de actualizaciéon de una
red GRU y se muestra en (2.27).

H, =Z,0OH.y +(1-Z) O ﬁt (2.27)

Siempre que la compuerta de actualizacion Z, sea cercana a 1, se retendra el estado
antiguo, en este caso la informacion de X; es ignorada, efectivamente evitando el paso
de tiempo t en la cadena de dependencia. En contraste si Z; sea cercana a 0, el nuevo
estado latente H,se aproxima al estado candidato latente H,. Este disefio nos permite
hacer frente al desvanecimiento del gradiente en las redes RNN y mejorar la captura de
secuencias dependientes con distancias largas de pasos de tiempo. Por otra parte, si Z;

es cercano a 1 para todos los pasos de tiempo de una secuencia completa, el estado
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oculto al inicio se mantendra a lo largo de la secuencia hasta el final, independientemente

de la longitud de la secuencia, la figura 7 muestra el proceso descrito.

Estado Oculto

Hey H,

R; Z,
Compuerta de
ca_nTp_uerta e actu:Iizacién Eondsta de
reinicio estado oculto
o o S e
H.
7'y r'y A
|
i ——e
[
Xe
Entrada E - —L‘ f
Capa totalmente Producto uno Copiar Concatenar
conectada con auno :

funcién de activacion

Figura 2-12 Red GRU

Fuente: EI Autor

2.3 Estudios sobre prediccion de la demanda Eléctrica

Existen varios estudios dedicados sobre la prediccion de la demanda eléctrica
como se menciono en el apartado 2.1, a continuacion citaremos los estudios
realizados en campus universitarios usando variables climaticas, en el estudio
realizado por (Taylor, 2013), analiza el uso de redes neuronales con un
conjunto de datos con informacion de 1 afo desde Abril 2011 hasta Marzo 31
de 2012, las variables usadas como datos de entrada fueron Irradiacion solar
(W/m2), temperatura (°C), humedad relativa (%), promedio de la velocidad del

viento (m/s), Presién atmosférica (mBar), precipitacion promedio (mm)
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ademas de los datos del consumo eléctrico y hora y en forma de rezagos,
cuando mencionamos rezagos quiere decir que la data es ingresada al modelo
de forma desfasada, el presente trabajo se desarrolla con el uso de variables
climaticas como de la informacion de consumo eléctrico, ambas en forma de
rezagos desfasados a 24 horas brindando al modelo mayor informacion al
momento de encontrar el comportamiento de la serie temporal, ademas del
uso de variables climaticas como son las de temperatura, humedad relativa,

lluvia(mm) y de temporalidad como dia, mes y dia de la semana.

Similarmente el estudio (Amber et al., 2015), utiliza un dataset compuesto por
el consumo (W h/m2) por area como variable a predecir y las variables
independientes temperatura, radiacion solar, humedad relativa y velocidad del
viento, ademas también codifican una variable Wdi (Dia semana de trabajo),
este modelo se diferencia del resto de ejemplos ya que utiliza modelos de

programacion genética y de regresion lineal en lugar de redes neuronales.

El estudio realizado al campus de la Universidad Técnica de Cartagena,
Espafa en (Del Carmen Ruiz-Abellén et al., 2018) trabajé con arboles de
regresion. Ademas de la variable temperatura los autores introdujeron
variables relacionadas a diferenciar dias de la semana y feriados. También,
similar a otros estudios discutidos anteriormente se introduce data retrasada
del consumo eléctrico, hasta 7 dias para asistir la tarea de prediccién. Una
diferencia que destacar con nuestra propuesta es que utilizamos data

retrasada de la carga hasta en 24 horas como se menciond previamente.

Un estudio que llama la atencién por el horizonte de prediccion que se muestra
es el de (Fathi & Srinivasan, 2019), ya que proponen prondsticos para 2041,
2057 y 2063, basan sus modelos evaluando los algoritmos K means,
Regresién Polinomial y una red LSTM similar a la de nuestro estudio, su
dataset incluye variables como tipo y uso de los edificios, variables climaticas
de temperatura, humedad relativa, irradiacion solar. Se introdujo como
variable la hora del dia, también se consideré como variable la desviacion
absoluta de la temperatura promedio y la linea base de los dias de

enfriamiento, por sus siglas en inglés (Tcdd, 65°F), la propuesta del estudio
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fue comparar estos tres afios de prediccion (2041, 2057 y 2063) respecto a
2018, el resultado mas cercano indica que es comparable al afio 2041, el
trabajo que nos ocupa propone un horizonte mas corto, es decir 3 meses con

la data de prueba.

El estudio realizado por (Kong et al., 2019), donde al igual que en nuestro
estudio se realiza el uso de redes neuronales RNN y LSTM, sin embargo, se
usa para edificaciones familiares, donde se evaluaron 69 clientes con data
completa de tres meses de Junio 2013 a Agosto 2013, se utiliza una serie
univariante, es decir el consumo de energia unicamente. De modo diferente
nuestra propuesta y otros trabajos discutidos anteriormente utiliza variables
externas para la prediccién, sin embargo, hace valido el uso de las redes
neuronales propuestas en el presente estudio, asi como el uso de la variable

a predecir como una entrada del modelo.

Cabe mencionar que en los estudios antes citados se usa la resolucion de 1
hora para los datos de Consumo eléctrico, la resolucién en la que la ESPOL
entrego los datos para este trabajo fue de 15 min para la variable de Consumo
eléctrico y de 10 min para las variables climaticas, acorde a lo descrito en el
apartado 1.7 Dataset, dado que el consumo Eléctrico se mide y se paga por
hora de consumo eléctrico, se lleva ambos datasets a esta resolucion,
realizando la suma de las 4 observaciones que se tiene por hora de consumo
eléctrico y tomando el valor promedio para las 6 observaciones para cada hora

de las variables climaticas.

2.4 Herramientas de desarrollo y visualizacion

Existen diversas herramientas en el mercado para poder implementar
modelos de aprendizaje profundo, por citar las mas importantes Pytorch,
Tensoflow/Keras, las cuales se desarrollaron pensando en facilitar el
modelado del aprendizaje de maquina, mientras que las herramientas como

Matlab, R se enfocan mas en funciones matematicas y estadisticas, en el
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desarrollo se propone el uso de Pytorch como plataforma de implementacion

de los modelos de redes neuronales.

En la literatura se encuentran diversas opciones y requerimientos de hardware
y software para el desarrollo de soluciones de prediccion y visualizacién de
consumo de energia eléctrica. Por ejemplo en el estudio (Kong et al., 2019),
los autores utilizan una PC con procesador Intel de 3.4Ghz, 8GB de memoria,

junto con Keras como plataforma de desarrollo de Deep Learning.

Por otro lado en (Taylor, 2013), el autor utilizan una PC con procesador Intel
de 2.3GHz y Matlab como plataforma de desarrollo para la red Neuronal. Estos
ejemplos muestran que el desarrollo de trabajos, asi como el presente

proyecto es posible realizarlo en computadores personales.

Existe ademas la posibilidad de desarrollar soluciones basadas en
Aprendizaje profundo en la nube, por ejemplo, en Google Colab y AWS
Amazon y con acceso a mayor poder de computo y almacenamiento en forma

de subscripcidén pagada.

En el proyecto utilizaremos las siguientes herramientas:
e Python
e Pandas

¢ Ry R Estudio

e Pythorch
e CUDA

e Conda

e Numpy

o Plotly

e Dash

e Laptop
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Dichas herramientas cumplen los siguientes roles en el desarrollo del

proyecto:

e Pyhton, es por excelencia el lenguaje para ciencias de datos, el mismo
provee la flexibilidad para manejo de librerias que trabajan con
Grandes volumenes de datos como Pandas, permite el analisis
estadistico, manejo de series temporales, trabajo con matrices n

dimensionales por medio de Numpy.

e Pandas Es una Libreria de Python que se orienta al manejo y analisis

de estructuras de datos.

¢ R y R Estudio, se usa para realizar el analisis de correlacién y de

envejecimiento de data.

e Pythorch es un framework de clase mundial para la configuracion de
redes neuronales y mayormente usado en las investigaciones
cientificas por su flexibilidad al momento de configurar parametros y la

desmitificacion de que los modelos de aprendizaje son cajas negras.

e CUDA, se usa en el presente trabajo para aprovechar el poder de
cémputo paralelo que provee la tarjeta de video de la laptop sobre la

cual se desarroll6 el estudio.

¢ Miniconda es un entorno de desarrollo completo donde se puede
albergar Python en su versién 3.8 como lenguaje de programacion, la
version usada es libre de pagos, es flexible, y permite correr Jupyter
Notebook para la programacion con Python, esto hace que se pueda

ejecutar programacion por lotes.

e Pandas, se realiza el contacto con el dataset, limpieza, estadistica

descriptiva.
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e Numpy, Libreria de analisis matematico y manejo de grandes

volumenes de datos.
Para el desarrollo de la visualizacion del proyecto se us6 lo siguiente:

e Plotly, es una herramienta de visualizacién interplataforma, que de
forma temprana en el proyecto se usa para realizar un analisis
exploratorio de los datos y posteriormente para la visualizacion de los

datos en la herramienta de visualizacion.

o Dash, permite generar paginas web usando cddigo Python

2.5 Meétricas para modelos aprendizaje de maquina

Las principales métricas usadas en los estudios discutidos en apartado 2.3
para determinar el rendimiento de un modelo de prediccion de consumo

eléctrico son las siguientes:

i. MAE o media de error absoluto es un indicador que indica que tan bien
se realiza una prediccion al comparar los valores reales y; con la
prediccion obtenida y;, mayor el error cuanto mas grande es el valor

del MAE, su forma matematica en (2.28):

MAE = =¥.19; — vl (2.28)

n

Donde y; es la medicién real, y; es la prediccibn y n es el numero de

observaciones.

ii. R2 o coeficiente de determinacién, mide la capacidad del modelo para

predecir futuros resultados, los resultados posibles se encuentran entre
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0 y 1, siendo 1 una prediccion perfecta, la formula utilizada para el

calculo es la siguiente (2.29).

_ i—9)?
R?=1- ?zlm (2.29)

Donde y; es el valor real, y; es el valor pronosticado, y es el valor promedio

de los valores reales.

iii. MSE o error cuadratico medio, mide la diferencia que existe entre dos
mediciones por Ejemplo una prediccién y y el valor real y; , la férmula

utilizada para el célculo es la siguiente (2.30).

MSE = =Y. (9; — ;) (2.30)

n
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CAPITULO 3

DISENO E IMPLEMENTACION

En el Capitulo 1 se realizé la descripcion de la metodologia a seguir, mientras que
en el presente capitulo revisaremos las acciones que se siguieron usando la

metodologia descrita.

En el proyecto se definieron dos procesos denominados Proceso Interno y Proceso

Cliente, los cuales definimos a continuacion:

e Proceso Interno. _ Orientado al Preprocesamiento de Datos y la Aplicacion del
Modelo de Machine Learning, tiene por objeto proporcionar la linea base de
consumo, calcular la correlacidon entre variables y el modelo a ser usado por el
Proceso cliente. El Proceso Interno no se muestra al usuario final y se destina

para el mantenimiento y ajuste de la red neuronal.
e Proceso Cliente, orientado a la visualizacion de los datos de la linea base de
consumo eléctrico, la correlacion de variables, asi como la visualizacion de los

resultados de la prediccion.

Se muestra a continuacion en la Figura 3-1 los procesos descritos.

terno > |

1. Preprocesamiento de Datos Visualizacion de linea base y correlacion

‘v Visualizacion de la prediccion

2. Algoritmos de Aprendizaje de
mdquina

Figura 3-1 Flujo del sistema
Fuente: El Autor
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3.1

En el subproceso Preprocesamiento de datos se enmarca la limpieza, la agrupacion
y la normalizacion ademas del analisis exploratorio de datos, el objetivo de este
proceso es preparar la data para el entrenamiento del algoritmo de aprendizaje de

maquina.

Luego el subproceso Algoritmo de aprendizaje de maquina utiliza la data
preprocesada para generar el modelo que se usara en la prediccion del consumo

eléctrico.

El proceso Cliente recibe tanto la data de linea base de consumo, como el modelo
de aprendizaje de maquina, con el fin de visualizar la data histérica de consumo
eléctrico, asi como su prediccion destacando que el poder visualizar la informacion
con un medio de cémputo favorece al razonamiento cognitivo del usuario (Card,
1999).

En los siguientes apartados se explica en detalle los subprocesos descritos.
Limpieza, normalizacién y agrupacién de los datos

Como se describié en el Capitulo 1 la limpieza, normalizacion y agrupacién de los
datos es necesaria para poder ingresar datos al modelo de aprendizaje de maquina

y posterior visualizacién.

Dentro de este Subproceso la data provista por la ESPOL se carga mediante la
libreria Pandas, dicha libreria nos permite realizar la estadistica basica, nos
permitira el preprocesamiento de los datos, asi como la identificacién de las
variables con un nombre abreviado para una mejor identificacion durante los
procesos subsiguientes, el nombre abreviado de las variables se muestra en las
iError! No se encuentra el origen de la referencia. y jError! No se encuentra el

origen de la referencia. junto con sus descripciones.

Tabla 3.1 Caracteristicas del dataset Clima

Nombre de la Variable Nombre abreviado Descripcion

N.' Index indice de la observacion
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Fechay hora de la
'Fecha Tiempo. GMT-05:00' Fecha Tiempo observacion en formato
mm/dd/afio hh:mm:ss

"Temp. °C (LGR S/N: 10450278. SEN
S/N: 10431781. LBL: AmbTemp'

HR. % (LGR S/N: 10450278. SEN S/N:

Temperatura en Grados

TempCelcius Celcius cada 10 min

10431781, LBL: AmbHRY) HR Humedad relativa
Lluvia. mm (LGR S/N: 10450278. SEN Liuviamm Precipitaciones en
S/N: 10440752. LBL: Lluvia)' milimetros

'Direccion del viento. g (LGR S/N:
10450278. SEN S/N: 10468828. LBL: Dirdelviento Direccion del viento

Direccion del vient'

‘Velocidad del viento. m/s (LGR S/N:
10450278. SEN S/N: 10470750. LBL:  Veldelviento_m/s Velocidad del viento
Velocidad del viento)'

'Velocidad de Rafagas. m/s (LGR S/N:
10450278. SEN S/N: 10470750. LBL:  Velderafagas_m/s
Velocidad de rafagas'

Velocidad de rafagas de
viento

Fuente: El Autor

Tabla 3.2 Caracteristicas de Consumo Eléctrico

Nombre de la Variable Nombre abreviado Definicidon

Fechay hora de la
'Unnamed 'tiempo’, observacion en formato
dd/mm/aaaa, hh:mm:ss

Se mide en Kwh y
corresponde al consumo
agregado de todo el
campus de la ESPOL

ENERGIA ACTIVA' ‘energia_activa',

Fuente: EI Autor

Una vez identificadas las variables con un nombre abreviado se prosigue con los

siguientes pasos:
1. Se realiza la busqueda de datos Nulos o faltantes

2. Se elimina informacién duplicada presente en los datasets
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3. Posterior a esto se realiza el cambio de resolucion de los datos, este
cambio como se menciond en la seccion 2.3 es necesario debido a que
los consumos se miden y facturan por hora. A continuacién, se describe

el proceso para dejar la resolucion de los datos en forma horaria.

a. Se suma las 4 observaciones de 15 min de consumo de energia
Eléctrica en una Hora para ser compatibles con la resolucién en

que se factura los servicios de Energia Eléctrica.

b. Para variables climaticas se obtiene un promedio de las
mediciones por cada hora, esto con el fin de tener una
representacion de las 6 mediciones que se realizan durante una

hora.

4. Larutina de normalizacion es aplicada al ingreso de los datos al modelo

de Aprendizaje de Maquina.

Esta rutina tiene por objeto normalizar los datos a un intervalo
especifico, para que las operaciones matriciales que se realizan en el
algoritmo de aprendizaje de maquina sean agil y no se penalice las

variables con datos de magnitud menos significativa

a. La rutina de normalizacion toma el valor minimo y el valor

maximo de cada variable.

b. Mediante el método MinMax de la libreria Scikit-learn se

normaliza cada una de las variables o caracteristicas x tomando

su i —ésimovalor denotado por X; el valor minimo X;,in

Y Xmax » Y relacionandolos en la formula (3.1), lo cual dara

como resultado valores entre (0, 1).

x._x .
x = — 12— (3.1)
Xmax~Xmin
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3.2 Analisis Exploratorio y validaciéon de datos

Dentro del proceso analisis exploratorio y validacion de datos es
recomendable visualizar la data con el fin de darnos una idea de sus

caracteristicas, y si presentan alguna estacionalidad visible.

Las graficas que se muestran a continuacion reflejan el comportamiento de
las series temporales con las que trabajamos, Energia Activa y las variables
climaticas de Temperatura y Humedad Relativa, direccion del viento,

Velocidad del viento, velocidad de rafaga del viento y Lluvia en mm.
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Figura 3-2 Visualizacién de series temporales
Fuente: El Autor
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En la jError! No se encuentra el origen de la referencia. se muestra una
visualizacion exploratoria de las series temporales, en la cual se puede

apreciar lo siguiente:

e energia_activa. _ Se aprecia cierta estacionalidad y una baja en el
consumo hacia mediados del 2020 producto de la pandemia, se
requiere cambiar la resoluciéon de los datos para apreciar de mejor

forma los datos.

e TempCelcius. _ comportamiento sinusoidal con baja de temperatura a

mediados de afo y picos de temperatura hacia finales de afo.

e HR. _ Humedad relativa con comportamiento sinusoidal con alta
incidencia a inicio de afo coincidente con la época de lluvias, las cuales

descienden hacia mediados de afio.

e Lluviamm. _ la grafica presenta la Lluvia en milimetros un
comportamiento estacional propio de la época de lluvias durante los

primeros 3 0 4 meses del afo.

e Dirdelviento. _ Se presenta la direccion del viento en variacion de
grados desde 0 a 360 con mayor actividad durante los primeros tres

meses de cada ano.

Sin embargo, en la grafica no es sencillo determinar si existe correlacion entre

las variables de clima y de Energia Activa.

Debido a que no se puede establecer visualmente una correlacion en la Figura
3-2, realizamos un cambio en la visualizacién de los datos por gréaficos de
cajas por hora para cada variable, la idea de realizar la visualizacion por cajas
es el de apreciar su comportamiento y agrupacién por horas, recordando que
los graficos de cajas nos brindan informacién resumida de los cuartiles
estadisticos, es decir cdmo se agrupan los datos y de la mediana, es posible
resumir los datos a un periodo de 24 horas, esto con el fin de determinar si

mediante este cambio se puede apreciar alguna relacion en el
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comportamiento de las variables, esto da como resultado las visualizaciones
de la Figura 3-3, donde se puede apreciar una ligera correlacion entre el
consumo por hora con la temperatura y la Humedad relativa HR:
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Figura 3-3 Visualizacion por hora de las variables del Dataset
Fuente: El Autor
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La matriz de correlaciéon de la Figura 3-4 muestra que las variables
Temperatura y Humedad relativa (HR) tienen un mayor indice de correlacion
con la variable Energia Activa, donde el coeficiente de correlacion r > |0.4|,
recordando que mientras mas cercano a 1 se encuentre r tanto mayor sera la

correlacion.

Con lo cual, podemos descartar la lluvia, direccién del viento y velocidad de
rafagas para los propdsitos de prediccidn, ya que su coeficiente de correlacion

es menorr < |0.4].

Matriz de Correlaciéon Consumo Eléctrico vs Variables Climaticas

energia_activa -

0.8
TempCelcius Y] 0.6
" HR - 043 -0.79 04
o
2
B 0.2
5 Uuviamm - -0.04 -0.061
@ - 0.0
8 Dirdelviento - -0.13 -0.095 0.044 L 02
\eldelviento_m/s - -0.039 -0.094 -0.073 -0.085 -0.046 --0.4
--0.6
\elderafagas_m/s - -0.039 -0.094 -0.074 -0.085 -0.046
| 1 ! 1 1 1
© v o« £ 8 <l 2
2 E‘ T & S £ £
S o s 2 o' o
\ v) s = = «
© Q > [7] s o
) E = B 2 8
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5 s 3
% b
23

Caracteristicas

Figura 3-4 Matriz de correlacion (diagonal inferior)
Fuente: El Autor

En cuanto al perfil de consumo de Energia Eléctrica por dia de la semana, si
se compara los dias de la semana de cada afio representado como columnas

y los afos representados en las filas como se muestra en la
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Figura 3-5 tomando el promedio de cada hora por dia de la semana, podemos
determinar de forma visual que son similares, y que una anormalidad en el
perfil de consumo eléctrico ocurre en 2020, esto debido a la pandemia

declarada en el mes de marzo de 2020:
e Dia de semana 0 = Lunes
e Dia de semana 1 = Martes
e Dia de semana 2 = Miércoles
e Dia de semana 3 = Jueves
e Dia de semana 4 = Viernes
e Dia de semana 5 = Sabado

¢ Dia de semana 6 = Domingo
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Figura 3-5 Perfil de consumo de Energia por hora por dia
Fuente: El Autor
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Se puede apreciar en las graficas ademas una sombra sobre y debajo de cada
linea azul sélida, esto representa los valores minimos y maximos, y la linea

en azul sélido representa el promedio.

También se puede apreciar que por dia de la semana el mayor consumo de
Energia eléctrica ocurre entre las 8 AM y las 4 PM, y es coincidente con el

aumento de temperatura de la Figura 3-3.

3.3 Prototipos de algoritmos y modelos de aprendizaje de maquina

A continuacion, se presenta los tres modelos de prediccion basados en las
redes neuronales recurrentes descritas en el Capitulo 2, a continuacion, se
realizara la descripcién de la implementacion y pruebas con los siguientes
algoritmos para determinar los mejores resultados en la prediccion del

consumo eléctrico:
¢ Red neuronal recurrente de EIman o RNN,
¢ Red neuronal de memoria de corto y largo plazo o LSTM
¢ Unidad de compuertas recurrentes o GRU.

Estas redes fueron implementadas usando Pytorch, la arquitectura de red que
se platea en el proyecto se describe en la Figura 3-6, la arquitectura muestra
los datos de entrada hacia una red del tipo LSTM, RNN o GRU, la cual
analizara y extraera informacién de las variables temporales, a continuacién
su salida se alterna entre redes Totalmente conectadas FNN1 y FNN2, la
implementacién sigue el modelo planteado por (Kong et al., 2019) para la
prediccion de la demanda usando redes LSTM, se alterna con funciones de
activacion Relu en las capas intermedias para evitar el desvanecimiento del
gradiente como se menciona en el estudio conducido por (Ryu et al., 2017),

la funcién RelLu se define en (3.2)
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f(x) = max(0,x) = {Ox" i ; 8 (3.3)

La funcién de estas redes Totalmente conectadas es detectar caracteristicas

adicionales en la salida de las redes recurrentes, tomando la cantidad de

salidas del estado oculto y reduciéndolo hasta entregar una salida unica.

Variables de
Entrada

Capa de Capa FNN2 Salida

Activacién
Relu

Capa de red
Recurrente Activacion

RelLu

Capade Capa FNN1

Figura 3-6 Arquitectura de Red

Los pardametros con los cuales se trabaja dentro de los algoritmos de
Aprendizaje de maquina se denominan hiper parametros, en el caso de las
redes neuronales recurrentes se puede mencionar entre una gran variedad

los siguientes:

¢ Dimensién de Entrada, es el numero de variables que ingresan a la red
neuronal, en este caso Temperatura, Humedad relativa y la data
rezagada en 1 hora de la energia Activa y ademas se incluye variables
para el afo, el mes, dia, dia de la semana, pandemia, se aplica técnicas

de codificacion binaria para el mes, dia y dia de la semana.

e Dimension de salida, es el nimero de variables de salida, en este caso,

la prediccién del consumo en Wh.
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e Entrada Capa oculta, es el nUmero neuronas por cada capa recurrente

y esta ubicada entre las entradas y las salidas.
¢ Capas, es el numero de niveles que tiene la capa oculta.

e Tamafo de Lote, se refiere al numero de muestras que se enviaran a

la red neuronal.

e Longitud de secuencia, se refiere al niumero de observaciones que

ingresan al modelo.

¢ Numero de épocas, veces en las cuales la red realiza el entrenamiento,
es decir que los valores realizan una vuelta completa para resultado y

ajuste hacia atras para determinar los pesos minimos W.

e Tasa de aprendizaje, valor que se envia a la funcién de error poder

moverse en esa proporcidon hacia el error minimo.

De la revision bibliografica realizada en (Goodfellow et al., 2016) Afinamiento
de hiper parametros, indican los autores que uno de los mas importantes
elementos a tomar en cuenta en el afinamiento de hiper parametros de los
modelos de redes neuronales y que tiene un mayor impacto es la tasa de
aprendizaje, se indica que cuanto mayor es la tasa de aprendizaje mayor es
el error, y si la tasa de aprendizaje es muy pequefia no se podra optimizar el
error quedando el modelo detenido y cuyo resultado ademas es un elevado
error. Durante el proceso de pruebas se seleccionaron 7 hiper parametros y
cuyo proceso de busqueda se realiz6é usando el método de busqueda en grilla,
lo cual significa que se barren todas las combinaciones posibles para las

variables a continuacion:
e Tasa de Aprendizaje, 0.001, 0.0001, 0.00001
e Entradas Red, nimero de neuronas 2, 4, 8
e Numero de capas, 2, 4, 8
¢ Redes neuronales, 'rnn’, 'gru’, 'Istm'’

53



¢ Longitud del Batch 24, 48
e Capa Conectada totalmente, 4, 8
e Longitud de secuencia 24, 48

En total se probaron 648 combinaciones posibles, probandose en 20 épocas,
definiendo épocas como el numero de veces que el modelo es entrenado
usando una combinacion especifica de hiper parametros y que alcanza un
error menor, con el fin de probar el mejor modelo entre 3 se deja fijo la cantidad

de épocas a 20.

En la Tabla 3.3, se muestra un ejemplo con 10 modelos de los 648 resultados.

Tabla 3.3 Hiper parametros de arquitecturas Redes neuronales

Entradas red

Epocas Tasa f:le- Red Entradas Red Numero Totalmente Longitud Longitud.de
aprendisaje Neuronal Recurrente de capas conectada de Batch secuencia
20 0.001 [stm 8 2 8 24 24
20 0.001 rnn 8 8 8 48 48
20 0.001 gru 8 4 8 24 24
20 0.001 gru 8 4 8 48 24
20 0.001 rnn 8 4 8 24 24
20 0.001 gru 8 4 4 48 48
20 0.001 gru 8 8 4 48 48
20 0.001 gru 8 2 4 24 48
20 0.001 gru 8 8 8 48 24
20 0.001 |[stm 8 2 4 48 24

Fuente: El Autor
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3.4 Infraestructura para procesamiento y almacenamiento de datos

La arquitectura que se propone para la predicciéon y visualizacion de la

Demanda se muestra a continuacion en la Figura 3-7.

[ Aprendisaje de Maquina ]

B Y E AL

Ingesta de Datos rPreprocesamiento de datos ] rAlmacenamiento de resultados ]

Figura 3-7 Solucién de Infraestructura

En los siguientes apartados se describe la infraestructura propuesta de forma
detallada.

3.4.1 Ingesta de Datos y Almacenamiento

En la ingesta de datos el usuario cuenta con dos repositorios; el primero, almacena los
datos de Energia activa desde 2017 hasta 2020.

El segundo repositorio, almacena la informacién del clima organizado por afios y por

meses.

El tamario total que ocupan ambos repositorios con la data disponible de 2017 a 2020 es
de aproximadamente 20 MB, con lo cual se recomienda mantener al menos 40 MB, se
estima que con este espacio se puede almacenar datos para los siguientes 4 afios de

data.

A continuacion, se definira los médulos de programa que actuan sobre el proceso de

Ingesta y Aimacenamiento.

Se implemento el mdédulo de programa “Loader”, el cual toma la informacién de las

carpetas de Energia activa y de clima, realizando una operacién de “Concatenacion” de
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todos los archivos de clima en un Unico dataset para variables climaticas, y lo propio con
los distintos archivos de consumo eléctrico. La salida de la ingesta de data son dos
archivos en formato .csv, uno para climay otro para el consumo eléctrico, y se almacenan

en el directorio “Clean”.

A continuacién, el médulo de programa denominado “LIMPIEZA_DATASET” se encarga
de realizar los pasos descritos en el apartado 3.1 Limpieza, Normalizacion y agrupacién
de los datos. La salida son dos archivos conteniendo data legible, sin datos nulos,
eliminando duplicidad de registros, estos archivos contienen los registros de energia
activa y su indice de tiempo en formato dia-mes-afio hora: minutos: segundos y los
registros meteorolégicos con indice dia-mes-afio hora: minutos: segundos, este proceso

se resume en la Figura 3-8 Proceso de Ingesta de Datos.

Proceso de Ingesta de datos
Mddulo “Loader”

>~ A

Archivo Energia Archivo Clima

v
Modulo “Limpieza_Dataset”

Archivo Energia Archivo Clima
Procesado Procesado

Figura 3-8 Proceso de Ingesta de Datos

Fuente: EI Autor
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3.4.2 Procesamiento de los datos y Machine Learning

El médulo denominado Procesamiento de los datos y Machine Learning toma los
archivos que resultan del Proceso Ingesta de Datos y Almacenamiento, los datasets son
procesados por el médulo de programa “Estat_graf”, este modulo unifica los datasets de
Energia Activa y de Clima procesados como se muestra la Figura 3-9, esto con el fin de
que el usuario pueda determinar la correlacion existente entre las variables del dataset,
una de sus salidas es directamente al proceso Cliente donde se visualizara la Linea Base

de Consumo y la correlacion de los datos, asi como graficas de Perfil de Consumo.

Archivo de Archivo Clima
energia Procesado Procesado

l

Moédulo "Estat_Graf"

Visualizacion de Linea base

3 deconsumoy de correlaciéon
de variables

Moédulo "Machine
Learning"

Figura 3-9 Procesamiento de los datos y Machine Learning
Fuente: El Auto

Con la informacién de correlacion se define cuales variables se van a enviar al Médulo

de Machine Learning, el cual se describe a continuacion.

El médulo “Machine Learning” que se encarga de realizar el prondstico y se implementa
bajo la arquitectura descrita en el apartado 3.3, una vez analizadas las variables y su

correlacion.
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El subproceso de Normalizacion es aplicado como se describidé en el apartado 3.1, la
normalizacion se realiza con el fin de que las operaciones matematicas sean éptimas y
qgue no se penalice a los coeficientes de las variables de entrada (Ajantha Devi & Naved,
2021).

El subproceso de division de data realiza cortes del dataset al 60% para datos de
entrenamiento, 20% para datos de validacién y 20% para datos de prueba, tomando en
cuenta que los datos de prueba se usaran como resultado y visualizacién de la

herramienta, estos datos no seran usados durante el entrenamiento o la validacion.

El subproceso de entrenamiento envia los datos de “Entrenamiento” por la arquitectura
propuesta en la Figura 3-6 tantas veces como épocas se hayan definido, en caso de que
se haya realizado un entrenamiento previo, el subproceso recupera el modelo guardado,

en caso de no existir, una vez terminado el entrenamiento el modelo se guarda.

La fase de validacion ayuda con el ajuste de los hiper parametros usando para ello las
648 posibles combinaciones, este proceso se lo lleva a cabo usando las librerias Ray
Tune, la cual nos proporciona un ambiente tanto para pruebas como para reportar el

error de validacion de cada una de las combinaciones citadas.

Con esta ultima fase, es decir la fase de validacion, el modelo queda listo para recibir la
informacion por parte del usuario, esta data debe contener al menos 24 datos completos,
ya que el modelo fue entrenado con dicha secuencia como entrada con energia activa,
tiempo, humedad relativa y temperatura, ademas de los prondsticos de las variables
climaticas descritas en el apartado 2.3 y que tienen una alta correlacion con la variable

a predecir.
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El procedimiento indicado anteriormente se resume en la

Normalizacion

Division de la Data
Entrenamiento 70%
Validacion 15%
Pruebas 15%

Figura 3-10.

Normalizacion

Fase de
Entrenamiento

Division de la Data
Entrenamiento 70%
Validacion 15%
Pruebas 15%

Fase de Validacion

h 4

Fase de
Entrenamiento

Fase die Pruebas

Fase de Validacion

h 4

Fase die Pruebas

Figura 3-10 Subprocesos del Médulo de Machine Learning

Fuente: EI Autor
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3.5 Prototipo de Visualizaciéon

Uno de los objetivos de este trabajo es proporcionar una herramienta para que
los usuarios que realizan gestién de energia y sostenibilidad del campus de la
ESPOL, para este objetivo proponemos un modelo de visualizacion sencillo
que busca comunicar las salidas tanto del consumo de la linea base como del
modelo de prediccion, el prototipo de visualizacion estd dividido en tres

secciones, las cuales se indican a continuacion:

Consumo. _ Se puede visualizar los datos histéricos y de esta forma contar
con una herramienta que muestre la linea base tanto de Energia como de las
variables climaticas correlacionadas, los valores se agrupan como una media

por hora, mes, dia y afo.

A continuacion, en la Figura 3-11 se muestra la herramienta de visualizacion,
donde al seleccionar Consumo se visualiza la serie temporal de consumo
eléctrico del Campus, el usuario tiene la libertad de seleccionar el afio, variable

clima, asi como el mes donde se realiza el consumo.

Consumo de Energia Eléctrica ESPOL

Seleccion de Afo Seleccion de Mes

@m 2017 - <[ 1] [x[2] [x]3] [x]4] [<]s] [x]e] [x]7] [xe] [<]o] [x]20] [*]ax

Selector de va a

®HR OTempCelcius OLluviamm  ODirdelviento

Energia Activa Variable climaticaseleccionada: Humedad Relativa

Herramienta de visualizacion Consumo

Electrico ESPOL

Consumo
Descriptiva

Prediccion

energia_activa
HR

tiempo tiempo

Figura 3-11 Prototipo de visualizaciéon de linea base de consumo
Fuente: El Autor
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Descriptiva. _ Se muestra dos graficos uno de cajas para cada variable,
recordando que el grafico de cajas es importante para mostrar la informacion
de maximos, minimos, cuartiles y consumo medio del periodo seleccionado, y

como estan agrupados los datos.

El grafico de correlaciéon muestra la correlacion entre variables, el usuario
puede en este punto seleccionar las variables de interés y la frecuencia de

agrupamiento.

En la seleccidén descriptiva como se muestra en la Figura 3-12 se muestra
tanto las graficas de caja como de correlacion en una visualizacion del tipo
Mapa de Calor, donde los colores mas oscuros muestran una mayor

correlacion.

Estadistica desciptiva de las variables

;’? CERA

rempCelciu
—r
—_——
=
— —
— T
€

Figura 3-12 Prototipo de visualizaciéon Estadistica de las Variables
Fuente: El Autor

Prediccion._ El usuario debe subir un archivo .csv o Excel con al menos 24
horas de datos de, Energia Activa, Humedad Relativa (HR), temperatura,
Lluvia en milimetros, y Direccién del viento, ademas del prondstico de las
variables climaticas descritas, luego al realizar click sobre el botdn de

“Prediccién”, se muestra la prediccion sobre la data que el usuario esta
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proporcionando, como se indica se requiere como minimo las 24 primeras
observaciones con los campos solicitado, en la herramienta se muestran estas
primeras observaciones en azul, esto es debido a que el modelo fue entrenado
con esta longitud de secuencia para que el modelo realice el prondstico de los
siguientes valores de Energia Activa, esto lo realiza prediciendo un paso u
hora al futuro y retroalimentando este valor a la variable energia activa, el

algoritmo repite esta accion las n observaciones del dataset del usuario.

Prediccion del Consumo Eléctrico ESPOL

=y i
Ti’CEQA | Drag and Drop or Select Files

Prediccién Energia Activa

5000 —— Valor Actual

. —— Valor Predecid
Herramienta de visualizacion Consumo | /alor Predecido

Electrico ESPOL 4000

Consumo

Descriptiva
o
10004 \ J A J \ \ !

Jan 19 Jan 26 Feb 2 Feb 9 Feb 16 Feb 23 Mar 1 Mar 8 Mar 15
2020

Watts

Tiempo

Figura 3-13 Visualizacion de la Prediccion del consumo Eléctrico

Fuente: EI Autor

3.6 Meétricas

Las métricas que se definieron en el Capitulo 2 para evaluar el rendimiento de
los modelos de prondstico donde se compara el resultado de las predicciones
con el valor real de consumo. Estas evaluaciones se realizan usando métricas
como MSE, MAE. La evaluacién final del comportamiento del modelo se la
realiz6 en los datos de prueba, para medir el comportamiento de las

predicciones al retroalimentar el modelo con datos de consumo predicho.
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CAPITULO 4

4 ANALISIS DE RESULTADOS

En esta seccion evaluaremos los algoritmos descritos en el Capitulo 3, utilizando
los hiper parametros mostrados en la Tabla 3.3 Hiper parametros de arquitecturas
Redes neuronales. Uno de los objetivos de este trabajo es realizar predicciones de
consumo eléctrico a diferentes horizontes de tiempo en la siguiente seccion se

muestran los resultados obtenidos.

4.1 Seleccion del modelo acorde a los resultados de las métricas

Una vez que se cumplié el proceso Interno denominado 4. Algoritmos de
Aprendizaje de Maquina y cuyo modulo de programa se denomina ‘Main’ para
cada una de las redes recurrentes que se revisaron durante los capitulos
previos se obtuvo los resultados en la Tabla 4.1 con el dataset de
entrenamiento y validacién, recordando que el dataset de entrenamiento y de
validacién fueron descritos en el apartado 3.4.2, como mejor resultado en los
datos de entrenamiento se obtuvo una configuracion de red RNN, sin embargo
al evaluar las métricas de validacion los mejores resultados con los datos de
validacion se dieron con redes LSTM, RNN y GRU, en los tres primeros

lugares, la diferencia es minima como se puede apreciar en la Tabla 4.1.
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Tabla 4.1 Resultados entrenamiento

Numero de

Error de_ Er_ror q(? Longitud Entradasa Entradas en Tasa de capas Red Longitud
Epocas ir:(t)rmasng;e VEZ:\I/(I’;EI;)n de Batch reclzirrr?eite Relfu:fgnte Aprendizaje  Ocultas Red Neuronal secjeencia
Recurrente
20 6.28E-04 4.53E-04 24 8 8 1.0E-03 2 Istm 24
20 6.99E-04 4.63E-04 48 8 8 1.0E-03 8 mn 48
20 5.90E-04 4.65E-04 24 8 8 1.0E-03 4 gru 24
20 6.28E-04 4.68E-04 48 8 8 1.0E-03 4 gru 24
20 6.22E-04 4.71E-04 24 8 8 1.0E-03 4 rnn 24
20 6.89E-04 4.79E-04 48 8 4 1.0E-03 4 gru 48
20 7.39E-04 4.94E-04 48 8 4 1.0E-03 8 gru 48
20 6.17E-04 4.95E-04 24 8 4 1.0E-03 2 gru 48
20 7.50E-04 5.03E-04 48 8 8 1.0E-03 8 gru 24
20 6.45E-04 5.24E-04 48 8 4 1.0E-03 2 Istm 24

En la figura Figura 4-1 se muestra la variacién del error de validacion con

Fuente: El Autor

respecto a las Epocas de los 10 mejores resultados.
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Error medio Validacién

Error medio Validacién vs. Epoca

0.006 -
— valid_loss=4.71e-04, Ir=0.001, hidden_size=8, rec_layer_type=rnn, id=3a0cf_00046
—— valid_loss=4.65e-04, Ir=0.001, hidden_size=8, rec_layer_type=gru, id=3a0cf_00154
—— valid_loss=4.68e-04, Ir=0.001, hidden_size=8, rec_layer_type=gru, id=3a0cf_00155
—— valid_loss=5.03e-04, Ir=0.001, hidden_size=8, rec_layer_type=gru, id=3a0cf_00191
valid_loss=5.24e-04, Ir=0.001, hidden_size=8, rec_layer_type=Istm, id=3a0cf_00221
—— valid_loss=4.53e-04, Ir=0.001, hidden_size=8, rec_layer_type=Istm, id=3a0cf_00226
0.005 - valid_loss=4.63e-04, Ir=0.001, hidden_size=8, rec_layer_type=rnn, id=3a0cf_00407
) —— valid_loss=4.95e-04, Ir=0.001, hidden_size=8, rec_layer_type=gru, id=3a0cf_00436
—— valid_loss=4.79e-04, Ir=0.001, hidden_size=8, rec_layer_type=gru, id=3a0cf_00473
—— valid_loss=4.94e-04, Ir=0.001, hidden_size=8, rec_layer_type=gru, id=3a0cf_00509
—— valid_loss=5.25e-04, Ir=0.001, hidden_size=8, rec_layer_type=Istm, id=3a0cf_00550
0.004 -
0.003 -
0.002 -
0.001 -
0.000 - ' ' ' ' ' ' ' '
2.5 5.0 7.5 10.0 12.5 15.0 17.5 20.0
Epoca

Figura 4-1 Graficas de Error de Validacion

Fuente: El autor

Para una mejor visualizacion en la Figura 4-2 se muestra el mejor resultado
con su error de Validacion,
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Error medio Validacién vs. Epoca

— valid_loss=4.53e-04, Ir=0.001, hidden_size=8, rec_layer_type=Istm, id=3a0cf_00226

0.0030

0.0025

0.0020

0.0015

Error medio Validacion

0.0010

0.0005 -

0.0000 ) ] ) \
0.0 25 5.0 7.5 10.0 12.5 15.0 17.5 20.0
Epoca

Figura 4-2 Error de Validaciéon mejor resultado

Fuente: El autor

4.2 Puesta en marchay funcionamiento

Para poner en marcha el sistema se debe correr el proceso Interno y el
proceso Cliente descritos en el Capitulo 3, iniciando por el proceso Interno
donde se realiza la ingesta de los datos tanto de consumo eléctrico, asi como
de variables climaticas, esto se realiza ejecutando el modulo “Loader”, una
vez generados los archivos de energia y de clima se procede con el modulo
“Limpieza_Dataset” para realizar la limpieza y procesamiento de los datos

acorde a la Figura 3-8 Proceso de Ingesta de Datos.
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A continuacién, se ejecuta los modulos de Figura 3-9 Procesamiento de los
datos y Machine Learning, se ejecuta el modulo “Estat_graf’ para realizar el
andlisis de correlacion y descubrir que variables usaremos para predecir el

Consumo Eléctrico.

Se ejecuta luego el médulo “Machine Learning” el cual realiza entre otras
tareas la ingesta de datos a la red neuronal para realizar el entrenamiento,
como salida tenemos el modelo de la red LSTM como mejor modelo de

prediccion acorde a los resultados obtenidos en el apartado 4.1.

Finalmente, el proceso Cliente via la herramienta de visualizacién podra
acceder a las graficas de la Linea base, matriz de correlacion, la data
correspondiente al perfil de consumo eléctrico, ademas de la prediccion donde
también puede ingresar la data correspondiente para realizar subsiguientes
prondsticos sin requerir del entrenamiento, esto debido a que la herramienta

toma los datos del modelo previamente entrenado.

4.3 Pruebas de funcionalidad

Con el fin de probar el funcionamiento de la herramienta se realizaron varias
pruebas, tomando en cuenta que, durante el afio 2020, los datos desde el 17
de marzo hasta Julio 2020 son datos con pandemia con lo cual se realizé lo

siguiente:

1. Se dividié el dataset en dos partes denominadas prepandemia con
28104 datos y Pandemia con 3179 datos.

2. Para los datos prepandemia se dividio el dataset en tres partes, 70%
para datos de entrenamiento, 15% para datos de validacion y 15% para
datos de prueba, una vez mas se indica que los datos de prueba son
Unicamente usados para probar los modelos finales y su desempefo,
no son presentados previamente a los modelos en

entrenamiento/validacion y tampoco para ajuste de hiper parametros.
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3. El 15% de datos de prueba corresponden a un maximo de 3 meses,

Enero a Marzo 2020, no se incluye los datos de pandemia.

4. Lared neuronal que mejor desempefio mostrd con los datos de prueba
fue la GRU con numero de iteraciéon 30 para los datos prepandemia
alcanzando un R2 del 92%, los datos en pandemia no se analizaron
debido a la situacién extraordinaria que se vivié posterior al 17 de

Marzo de 2020 donde se suspendieron actividades en el Campus.

4.4 Analisis costo/beneficio

El contar con una herramienta de visualizacién de grandes volumenes de
datos permite a la ESPOL conocer su linea base de consumo de energia
eléctrica, y al realizar el prondstico con base a variables climatolégicas permite
al operador del campus conocer prondsticos de hasta 6 meses del consumo

de energia del campus.

Para la implementacién de la herramienta a continuacién se plantea el

siguiente presupuesto:
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Tabla 4.2 Costos de la implementacion

Importe Cloud 12 meses Equipos fisicos

Nombre de instancia (ml.t3.xlarge),
Numero de cientifico(s) de datos (1),
Numero de instancias del bloc de notas de
. C $ 35,20 $ 250,00
Studio por cientificos de datos (1), Horas
de bloc de notas de Studio por dia (8), Dias

del bloc de notas de Studio por mes (22)

Almacenamiento (SSD de uso general
(gp2)), Nombre de instancia
(ml.c4.2xlarge), Numero de trabajos de

] $ 1.225,68
procesamiento al mes (10), Numero de
instancias por trabajo (1), Horas por

instancia y trabajo (128)

Almacenamiento (SSD de uso general
(gp2)), Nombre de instancia
(ml.c4.2xlarge), Nombre de instancia
(ml.c4.2xlarge), Numero de modelos
implementados (1), Numero de modelos
por punto de enlace (1), Nimero de $ 938,40 $ 1.250,00
instancias por punto de enlace (1), Horas
de punto de enlace al dia (8), Dias de
punto de enlace al mes (20), Datos de
entrada procesados (10 GB), Datos de
salida procesados (10 GB)
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Desarrollo Inical $ 660,00 $ 660,00

Ajuste Inicial $ 150,00 $ 150,00
Mantenimiento $ 240,00 $ 240,00
Total $ 3.249,28 $ 2.550,00

Fuente: El Autor

Los costos presentados en la Tabla 4.2 muestran dos opciones para el
desarrollo de la herramienta y puesta en produccion, la implementacién en la

nube o implementacion fisica.

Durante la implementacion del proyecto se determiné que el espacio fisico
utilizado para almacenar tanto la data proveniente de consumos eléctricos, de
variables climaticas, asi como los datos post procesados es de 139 MB para
un total de 136897 datos de Energia Activa y 254937 datos de variables
climéticas para un periodo comprendido entre 2017 y 2020, es decir 4 anos,
en total la solucion almacenando los scripts, el espacio requerido es de
240MB, con lo cual contar con al menos 1GB de espacio resultaria suficiente

para poder almacenar la solucién, para los siguientes 12 afios de informacion.

En el caso de la implementacién en la nube, el almacenamiento cotizado es
por 10 GB mientras que para la solucion local se us6 una laptop con espacio
disponible de 500GB, esto debido a que estas soluciones tienen como minimo

estos formatos.

Para establecer cual de las dos soluciones tiene una mejor rentabilidad
evaluaremos con el método de la TIR, este método se plantea en el estudio
realizado por (Lépez, 2012) para evaluacion econémica de proyectos de
software, la TIR es la medida de que tan viable resulta una inversion

comparada con otra, la férmula que se usa para este calculo es la siguiente:

n F
t=1(14T1IR)E

Van = =1, + ),

70



Donde:
e Van es el valor actual neto
e —], es lainversion inicial

e TIR es la tasa interna de retorno que se va a comparar entre los dos

proyectos

e [, son los flujos de caja o ingresos mensuales

Supondremos que los ingresos por alquiler de la herramienta de visualizacion
de forma mensual son de 300 USD, lo cual incluye capacitacion en el uso de
la herramienta, ajuste fino cada tres meses, con lo cual debemos igualar el

Van = 0 y procedemos a despejar la TIR de la ecuacién 4.1.

El resultado se muestra en la Tabla 4.3 Tasa Interna de Retorno donde se

puede apreciar que el proyecto local es mas rentable.

Tabla 4.3 Tasa Interna de Retorno

Cloud Local

Inversion Inicial -3249 -2550
Ingresos Mensuales T1 300 300
Ingresos Mensuales T2 300 300
Ingresos Mensuales T3 300 300
Ingresos Mensuales T4 300 300
Ingresos Mensuales T5 300 300
Ingresos Mensuales T6 300 300
Ingresos Mensuales T7 300 300
Ingresos Mensuales T8 300 300
Ingresos Mensuales T9 300 300
Ingresos Mensuales T10 300 300
Ingresos Mensuales T11 300 300
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Ingresos Mensuales T12 300 300

TIR 2% 6%
Fuente: El Autor

Al momento la ESPOL no cuenta con una herramienta de prediccion en el
formato que se presenta el proyecto, La ESPOL realiza los prondsticos
mediante el uso de una Base de Datos de Edificios asi como el uso de hojas
de caélculo, no se cuenta con informacién sobre los valores que invierte la
Universidad por licencias de hojas de calculo, tiempo de una persona para

procesar la informacion y realizar el prondstico con la metodologia descrita.

La herramienta de prediccién y visualizacion propuesta no requiere del pago
de licencias, ya que se utilizé herramientas de desarrollo libre, se requiere de
soporte cada 6 meses para revisar el modelo de prondsticos con una persona
en sitio para afinar el modelo con la nueva data que se genere durante este
periodo, el costo se encuentra incluido dentro del pago mensual propuesto en
la Tabla 4.3
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CAPITULO 5

5 CONCLUSIONES Y RECOMENDACIONES

Una solucién basada en datos permite visualizar data a gran escala para el

monitoreo del base line de consumo, permite interactuar con la data, es decir

evaluar el comportamiento de las partes o el todo, es Adaptable, con esfuerzos

adicionales en desarrollo, se puede lograr visualizaciones acordes a los

requerimientos del cliente y ofrece la posibilidad de implementarse en la nube o en

equipos del cliente

5.1 Conclusiones

A partir de los resultados obtenidos en el presente trabajo se puede concluir

lo siguiente:

El uso de modelos de Aprendizaje de Maquina y especificamente de
Aprendizaje Profundo con redes recurrentes se puede usar para

predecir series temporales multivariadas.

El uso exclusivo de variables climaticas como temperatura y humedad
relativa no son suficiente para lograr un buen ajuste, por lo que el
investigador debe recurrir a extraer data por ejemplo de la fecha y hora
ademas de enviar al modelo la serie temporal de “Energia_Activa” con

retraso de 1 hora.

Las predicciones basadas en desarrollo interno y usando tablas de
calculo son faciles de usar en comparacién con un modelo basado en
Datos y Aprendizaje de Maquina, sin embargo los modelos y
herramientas basadas en Datos son mas flexibles, soportan grandes
volumenes de datos, permite visualizaciones de forma interactiva e

implementacion en la nube, lo que las hacen accesibles.
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¢ Las herramientas de visualizacién interactivas aportan al pensamiento

cognitivo dando la oportunidad al usuario de explorar la data.

5.2 Recomendaciones

El presente trabajo se limitd a realizar tanto pruebas como verificaciones sobre
data existente en los datasets de Consumo y Clima desde el 1 de Enero de
2017 hasta el 27 de Julio de 2020 dividiendo en datos de entrenamiento (60%)

para evaluacion y test el restante 40%, (20% para testy 20% para evaluacién).

Cabe destacar que desde el 17 de marzo de 2020 el campus Gustavo Galindo
ha permanecido cerrado por condiciones de pandemia y para precautelar la
salud de los estudiantes, profesores y personal administrativo que labora en

el campus, una vez que se reabra el campus, se recomienda lo siguiente:

1. Ajustar el modelo con la nueva carga, teniendo en cuenta condiciones

de restriccion de aforo de la universidad.

2. Eluso de una serie temporal de ocupacion del campus es deseable, se

puede usar por ejemplo el uso de internet como medida de ocupacion.

3. Usar datos de variables climaticas predichas para conocer como se

comportara el campus en los siguientes periodos.

El presente trabajo también muestra una solucion basada en datos la cual

encontré lo siguiente al momento de procesar la data:

1. Los datos de consumo eléctrico fueron entregados en archivos con
extension Excel, en algunos casos sin formato estandar, por lo que fue

necesario preprocesarlos de forma independiente.

2. Los datos de clima se recibieron en un formato .csv y campos bien

delimitados.

Por lo que para futuros trabajos uno de los requerimientos de la herramienta
seria definir los formatos en los cuales la informacion se va a receptar.
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